Überblick über Evolutionäre Algorithmen (EA)

Evolutionäre Algorithmen zählt man zu den Heuristiken (= Lösungsverfahren zu Problemen, zu denen es keine effizienten Algorithmen gibt, bzw. theoretisch kaum begründbaren Vorgehensweisen, die sich aber in der Praxis bewähren). Eine große Untergruppe der Heuristiken bildet das „Soft Computing“, das man üblicherweise in Neuronale Netze, Fuzzy-Logik, Fallbasiertes Schließen, Evolutionäre Algorithmen, sonstige naturanaloge Verfahren (einschl. der individuenbasierten Verfahren, siehe unten) und sonstige Methoden der Künstlichen Intelligenz unterteilt. Entscheidend im EA sind Suchraum, Fitness (= Zielfunktion), Operatoren und zufallsbasierte Entscheidungen (sehr gute Zufallszahlenerzeugung ist Voraussetzung!). In der Tabelle sind die ersten vier die klassischen Evolutionsverfahren; die anderen sind neuere dem Leben (nur z.T. der Evolution) abgeschaute Verfahren.

	Evolutionärer Algorithmus
	Datentyp der Individuen
	Population/ Generationen
	Selektion
	Rekombination
	Mutation
	Bemerkungen
(Stand: 1.4.2007)

	GA: 
Genetische Algorithmen 
(Holland 1975)
	Binär (0-1-Folgen, meist fester Länge), Trennung von Geno- und Phäno​typ; 0-1-Codierung
	mittelgroße Populationen, 
viele Generationen
	Fitnessproportional
	N-Punkt-Crossover mit 2 Eltern
	Bitflipping
	Schematheorem: die „building blocks“ häufen sich (hoffentlich) exponentiell wachsend an

	ES: Evolutionsstrategien (Rechenberg 1968, Schwefel 1973)
	n-dimensionale Vektoren aus reellen Zahlen und Standardabweichungen, meist Geno=Phäno-Typ 
	nur ein Element oder kleine Population; viele Generationen
	Eltern: gleichverteilt. Umwelt: Elitär oder Fitnessproportional 
	entfiel anfangs; evtl. arithmeti​scher Crossover zweier Eltern
	normalverteilte Standardabweichung in jeder Komponente, O(n2) viele Rotationswinkel
	Selbstadaption, Schritt​weitenanpassung. Oft nur (1,() und (1+()-Strate-gien. Meist ( (( (.

	GP: Genetisches Programmieren (Friedberg 1958, Cramer '85, Koza '89)
	Bäume (Darstellung durch Listen mit Elementaranweisungen in den Knoten)
	größere Population, Generationenzahl  abhängig von den erzeugten Individuen
	Turnierselektion
	Teilbaum-Austausch zweier Eltern
	Sägen und Pfropfen sowie Teile der Elementaranweisungen abändern
	Baumhöhen​beschränkung und Elimination wirkungsloser Teile (Aufbläh-Effekt, „bloat“)

	EP: Evolutionäres Programmieren (Fogel 1966, 
Fogel jun.1988)
	Vektor (z.B. zur Darstellung eines endlichen Automatens)
	große Population
	Durchführung vieler Turniere, Auswahl nach Zahl der Siege (( Rangbasiert)
	entfällt
	Schrittweiten abhängig vom Fitnesswert des Vorfahren
	((+()-Strategie, oft mit (=(.

	ANT: Ameisenkolonien (Dorigo et al. 1991, Baluja 1994)
	Ameisen und shared va​riables (= aufzubauende Lösungsindividuen, in denen die Duftstoffe eingetragen werden)
	Population entspricht der Schrittzahl, Terminierung ist abhängig vom Konvergenzprozess
	Zustandsänderung jeder Ameise orientiert sich (auch zufällig) an der Duftstoffintensität
	-
	Vergrößern und Verringern der Duftstoffe („Pheromone“)
	Alle Ameisen arbeiten nebenläufig an der Erstellung eines oder mehrerer guter Lösungsindividuen mit.

	PSO: 
Partikel-Schwarm-Optimierung (Kennedy, Eberhart, 1995)
	n-dimensionale Vektoren aus reellen Zahlen 
(Ort, Geschwindigkeit, Nachbarschaft, bester Wert bisher)
	Zahl der Partikel ist problemabhängig;  Terminierung ist abhängig vom Konvergenzprozess
	(Schwarmgröße = Populationsgröße bleibt konstant; alle Individuen bleiben erhalten)
	-
	Veränderung orientiert sich an der eigenen Trägheit, den Daten der besten Nachbarn und dem Wert im Suchraum
	Anpassungsprozesse. Synchronisation und ziemlich genaue Paralle​lität für das Navigieren durch den Suchraum

	DNA: 
DNA-Computing (Adleman 1994)
	(Schwierigste Aufgabe: Das Problem in DNA-Stränge codieren.)
	riesig (über 1020), wenig Generationen
	(Chemische Opera​tionen, Labormes​sung am Ende.)
	(wie bei Makromolekülen üblich)
	sehr gering (?)
	Biologische Experimente; Problem ist die Codierung


CS: Klassifizierende Systeme (Holland, Reitmann, 1978); RGA: Reellwertiger GA (Goldberg, 1990); GE: Grammatik-Evolution (Ryan et al., 1998);

DE: Differenzialevolution (Storn 1996, Price 1996): bilde aus 3 Individuen A + (·(B-C) und ersetze ein Individuum hierdurch, falls bessere Fitness.

Immunsysteme (Forrest et al. 1991, negative Selektion: Erkennung und Ausschaltung unangemessener Individuen).

Metatechniken oder überlagernde Strategien:

- Bilde ein Modell des Suchraums und arbeite näherungsweise mit dem Modell (z.B. bei aufwändiger Fitnessfunktion). Hierzu kann man auch 
  die Trennungsverfahren zählen (z. B: Ursem 1999, lege A und B in verschiedene Teilmengen, sofern mehrere zufällig zwischen A und B gewählte 
  Individuen alle einen schlechteren Zielwert besitzen) sowie population based incremental learning“ (PBIL, Baluga 1995, wo man die Population 
  durch einen Erwartungswert- oder Verteilungsvektor ersetzt, hieraus neue Individuen erzeugt, gemäß deren Fitness diesen Vektor verändert usw.).

- Nischentechniken zur Erhöhung der Diversität (=Heterogenität in den Populationen; CBN-EA mit dynamischen Subpopulationen, Streichert 2006):

Crowding: ersetze den ähnlichsten Elter; Sharing: Fitness von der Entfernung zu den anderen Individuen abhängig machen; Ausdünnen 

(clearing): entferne von ähnlichen Individuen die Schlechteren oder streiche ähnliche Individuen bei der Elternauswahl; bilde parallele

isolierte (Sub-) Populationen, die hin und wieder miteinander gekreuzt werden: Hierarchie-, Insel-, Diffusions-Modell; Artenbildung: Indivi​-

duen werden mit Zahlen versehen und nur die, deren Zahlen dicht beieinander liegen, dürfen gemeinsame Nachkommen erzeugen.

- Varianten bei der Bildung der neuen Population oder bei deren Aufspaltung:


Elitäre Strategie (die k besten Individuen/Kinder deterministisch aussuchen, 1 ( k ( ().


Steady State Technik: Stets nur wenige Individuen austauschen.


Kompletter Generationswechsel je Evolutionszyklus t (generational replacement, Komma-Strategie).


Die Plus-Strategie verwenden und jedes Individuum mit einer Lebensdauer ( versehen (lässt sich auch gut mit der elitären Strategie koppeln).


Abspalten von Sub-Populationen (Tsutsui et al 1993, Branke et al 2000): Erzeuge hinreichend isolierte Subpopulationen, die gewisse Teil​

   gebiete genauer untersuchen oder dynamisch sich ändernden Optima folgen. Siehe auch clustering-based niching-EA in Streichert 2006.

- Baldwin- und Lamarck-Effekte (Einfluss des Lernens: Fitnessänderung des existierenden Individuums ohne bzw. mit Genotyp-Änderung)

- Multi parent: Viele Eltern je Kind bei der Rekombination

- Sexuelle Selektion bei Elternauswahl (hier braucht man eine weitere „Attraktivitätsfunktion“ für Individuen)
- Diploider Genotyp (entspricht einem zweifachen Chromosomensatz) und Regeln für dominant/rezessiv bzw. intermediär. Sowie: Die


Darstellung durch „Introns“ (wirkungslose Abschnitte im Individuum) ergänzen und deren Aktivierung festlegen; Schalter-Vektoren.

- Koevolution (gleichzeitige Evolution/wechselseitige Bewertung sich widersprechender oder ergänzender (Symbiose) Individuen oder Arten)

Sehr wichtig: Gutes Verhältnis von ‚Exploration’ (breites Durchmustern des Suchraums nach guten Individuen) und ‚Exploitation’ (Ausbeutung gut bewerteter Individuen, um in deren näherer Umgebung noch bessere zu finden) ständig anstreben. Zusätzlich gibt es für jedes einzelne Verfahren viele Ansätze zur Verbesserung der Effizienz und zur Sicherung der Konvergenz. Speziell: Verschiedene EAs miteinander koppeln!

Spezielles Vorgehen bei der Mehrzieloptimierung (Pareto-Optimierung). Suche nach einander nicht überdeckenden Lösungen (Paretofront); oft wer​den die vielen Zielfunktionen zu einer zusammengefasst, meist aber wird interaktiv oder am Ende ein Wert der Paretofront als Lösung ausgewählt.

Individuenbasierte Verfahren, die der Natur abgeschaut sind (aber nicht der Evolution) und die gerne mit evolutionären Verfahren gekoppelt werden: 

- Reines Zufallsverfahren („Monte Carlo“, nicht empfehlenswert)

- Gradientenabstiegsverfahren, Hillclimbing, maximales Hillclimbing (Umgebungsbegriff wichtig, möglichst differenzierbare und „glatte“ Fitness)

- Simulated Annealing (Abkühlungsverfahren für optimale/Energie minimale Kristallbildungen; auch Metropolisalgorithmus nach M. et al. 1953)

- Sintflutalgorithmus (Great Deluge: steigende Wassermenge; gehe nur dorthin, wo es derzeit noch trocken ist)

- Schwellwertverfahren (Threshhold, reduziere die Fitness nie um mehr, als der sich verkleinernde Schwellwert aktuell angibt)

- Tabu-Suche (merke in Form von „schlechten Vektoren“ die Gegenden, in denen vermutlich keine gute Fitness herrscht, und meide diese Gebiete)

Lehrbuch: Karsten Weicker, „Evolutionäre Algorithmen“, Teubner-Verlag, Wiesbaden (neue Auflage Ende 2007), mit sehr vielen Literaturverweisen. 
Dissertation von F. Streichert, „Evolutionary Algorithms in multi-modal and multi-objective search spaces“, Uni Tübingen, Juli 2006 (300 Links).










