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I think perhaps the most important problem is that we are trying to
understand the fundamental workings of the universe via a language
devised for telling one another where the best fruit is.

(Terry Pratchett)
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1. Einleitung

1.1. Motivation

Eine der wichtigsten Eigenschaften des menschlichen Verstandes besteht in dem Vermögen,
die Ähnlichkeit von Dingen, Prozessen oder auch Sachverhalten erkennen und beurteilen zu
können. Sie bildet die Grundlage für viele unserer höheren kognitiven Fertigkeiten.

Denken wir etwa daran, wie wir uns die Wörter und Begriffe1 unserer Muttersprache
angeeignet haben. Anders als beim Erlernen einer Fremdsprache oder noch unbekannter
Fachtermini können sie nicht durch Darlegung von Synonymie zu bereits Bekanntem erfasst
werden, da wir ja noch keine Wörter oder Begriffe haben, die bekannt sind. Stattdessen
werden uns die Wörter und Begriffe gebräuchlich, indem wir lernen, wie sie von anderen
Menschen, beispielsweise unseren Eltern, verwendet werden, wenn diese ihre und unsere
Aufmerksamkeit auf bestimmte Gegenstände, Situationen oder Vorgänge richten.

Nehmen wir etwa den Begriff Ball. Wir sehen, wie immer dann, wenn eine bestimmte Art von
Gegenstand im Zentrum der Aufmerksamkeit steht, das Wort „Ball“ fällt. Mit der Zeit stellen
wir eine Verbindung zwischen dem Gegenstand Ball und dem Wort „Ball“ her und fangen
an, das Wort selbst auszusprechen, wenn wir den Gegenstand sehen. Die Reaktionen unserer
Mitmenschen auf diese Äußerung bestärken die Überzeugung, dass Wort und Gegenstand
etwas miteinander zu tun haben.

Das Wort zu kennen und mit einem bestimmten Gegenstand in Verbindung zu bringen reicht
aber nicht aus um den Begriff verstanden zu haben. Nicht nur dieser eine Gegenstand ist ein
Ball, sondern viele andere Gegenstände auch. Gegenstände, die ganz andere Größen, Farben,
Muster, Oberflächen, Gewichte und viele weitere Eigenschaften tragen, die sie vom ersten
Ball, den wir kennengelernt haben, sehr unterscheiden. Damit wir den Begriff verstehen
können, müssen wir das Muster erkennen, das all diesen Gegenständen, denen er zukommt,
gemein ist. Das bedeutet nichts anderes als zu erkennen, inwiefern sich all diese Gegenstände
ähnlich sind und vor allem auch inwiefern sie allen Gegenständen unähnlich sind, denen
der Begriff nicht zukommt, wie die Gegenstände für welche „Mama“ oder „Bagger“ stehen -
oder noch viel schwieriger, der Gegenstand für den das Wort „Kugel“ steht. Nur auf diesem

1„Begriff“ ist hier im Sinne mentaler Konzepte oder gedanklicher Einheiten zu verstehen, nicht wie umgangs-
sprachlich häufig mit „Benennung“ synonym gesetzt.
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1.1. Motivation

Weg gelingt uns die Abstraktion von konkreten Objekten zu einem allgemeinen Konzept,
das in unseren Überlegungen zur Anwendung kommt.

Die Fähigkeit zur Erkennung von Ähnlichkeit scheinen wir von Natur aus mitzubringen und
sie versetzt uns nicht nur in die Lage, das Sprechen zu lernen, sondern auch komplexe Gedan-
kengänge nachvollziehen zu können. Für Letzteres brauchen wir zwar keine Worte aber ganz
sicher Begriffe. Denn was anderes heißt Denken schon, als konzeptuelle Zusammenhänge
verschiedenartig zu betrachten, zu kombinieren, zu analysieren und anzuwenden. Und nicht
nur die ersten Begriffe und Zusammenhänge werden durch Erkennen von Ähnlichkeiten
verstanden, sondern auch viele weitere.

So machen wir uns selbst komplizierte wissenschaftliche und mathematische Zusammen-
hänge und Konzepte häufig durch das Betrachten von Beispielen zueigen. Ein Beispiel zu
geben, heißt aber nicht anderes, als auf eine Reihe von Gegenständen oder Sachverhalten
hinzuweisen, die sich in einer bestimmten Hinsicht ähneln. Indem wir das Wesen dieser
Ähnlichkeit erkennen, können wir uns anhand des Beispiels den Begriff erschließen. Nur
sehr selten lernen wir solche Zusammenhänge durch Definitionen - diese dienen vielmehr
dazu, Einigkeit herzustellen, über einen Begriff, der bereits ansatzweise verstanden wurde.
Das Erkennen von Ähnlichkeit nimmt nicht nur eine wichtige, sondern eine zentrale Rolle in
jeglicher Verstandestätigkeit ein. Was den Menschen auszeichnet ist seine schier grenzenlose
Fähigkeit, Muster auf verschiedensten und beliebig abstrakten Ebenen zu erkennen und
zuzuordnen - das menschliche Gehirn kann geradezu als eine mustererkennende Maschine
angesehen werden.

Aus diesem Grund setzt, so denke ich, das Bestreben, menschliche Kognitions- und Intelli-
genzleistungen technisch nachbilden zu wollen, ein tiefergehendes Verständnis, und mehr
noch, die Möglichkeit zu einer Formalisierung oder zumindest Explikation und damit einer
wissenschaftlichen Nutzbarmachung dieses abstrakten Begriffs voraus. Und tatsächlich gibt
es bereits ernstzunehmende Ansätze, ein solches Unterfangen zu verwirklichen. Die von
Benett, Gács, Li, Vitànyi und Zurek in [6] vorgestellte Informationsdistanz stellt die Motivation
der vorliegenden Arbeit dar. Einfach gesagt, lässt sich damit auf informationstheoretischer
Basis die strukturelle Ähnlichkeit zweier Objekte numerisch quantifizieren. Dahinter steht
die Idee, dass sich zwei durch Zeichen- oder Datensequenzen repräsentierte Objekte, wie
etwa Melodien, Texte, Bilder oder auch genetische Daten, genau dann besonders ähnlich
sind, wenn sich unter Verwendung von Informationen, die sich aus dem jeweils einen Objekt
gewinnen lassen, das jeweils andere Objekt besonders gut beschreiben lässt. Auf Grundlage
des gut erforschten Konzepts der Kolmogorov Komplexität wird hierzu die Programmlänge
einer kürzesten Turingmaschine, die in der Lage ist, aus einem Objekt das jeweils andere zu
rekonstruieren, als Quantifizierung der Beschreibungsähnlichkeit dieser Objekte verstanden.
Da es sich bei der Kolmogorov Komplexität um eine nicht-berechenbare Funktion handelt,
ist es, so frustrierend das auch sein mag, leider nicht möglich den existierenden Wert der
Informationsdistanz für zwei gegebene Objekte algorithmisch zu bestimmen. Es gibt jedoch
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1.2. Ziele und Aufbau

Überlegungen, wie sich ihre Werte durch Konzepte, die der Kolmogorov-Berechnung nahe
stehen, auch real annähern lassen.

Von Rudi Cilibrasi und Paul Vitànyi wurde mit der sogenannte Kompressionsdistanz ein
Verfahren zur Bemessung von Ähnlichkeit entwickelt [17], das auf generischen Algorithmen
zur Datenkompression aufsetzt. Es basiert auf der Annahme, dass sich gängige verlustfreie
Kompressionsverfahren die Beschreibungsähnlichkeit zweier Objekte implizit zunutze ma-
chen müssen, wenn sie einen Verbund aus beiden Objekten effizient komprimieren sollen. Je
besser die gemeinsame Kompression gelingt, desto ähnlicher wären sich demnach die Objek-
te. Trotz seiner Einfachheit kann dieses Prinzip bereits erstaunliche Erfolge in zahlreichen
Anwendungsbereichen, wie der Klassifikation von Prosatexten nach deren Autoren oder
bytecodierter mitochondrialer DNA nach deren Spezies, vorweisen. Verschiedene Untersu-
chungen haben dabei gezeigt, dass sich durch die Quantifizierung genau solcher Merkmale,
die für eine gute gegenseitige Kompression maßgeblich sind, auch Eigenschaften, welche für
die Ähnlichkeit auf einer semantischen Ebene der Daten sprechen, bemessen lassen. Dass
das Verfahren keinerlei Vorwissen über die zu analysierenden Daten benötigt und quasi
konfigurationsfrei arbeitet macht es zu einem interessanten Forschungsobjekt im Bereich des
algorithmischen Dataminings.

Leider kann auch festgestellt werden, dass die Kompressionsdistanz bei der Analyse der
Ähnlichkeit graphischer Daten mit verschiedenen Problemen zu kämpfen hat, die ihre Leis-
tungsfähigkeit auf diesem Gebiet begrenzen. Dabei machen sich diverse Einschränkungen der
gängigen verlustfreien Kompressionsverfahren bemerkbar, die bei der Kompressionsdistanz
üblicherweise zur Anwendung gebracht werden. So korreliert das schlechte Abschneiden
mit den Feststellungen, dass solche Verfahren zum einen eine erheblich schlechtere Kompres-
sionsrate bei Bilddaten erzielen und zum anderen eine grundsätzlich lineare Verarbeitung
der Daten vornehmen. Bei Daten, die eine inhärent zweidimensionale Struktur haben, wie
dies bei Bildern der Fall ist, scheinen sich daraus zwangsweise auch Einbußen für die
Kompressionsdistanz zu ergeben.

Wenn wir eine adäquate und universell anwendbare Charakterisierung der Beschreibungs-
ähnlichkeit finden wollen, die sich zudem algorithmisch berechnen und als praktisches
Ähnlichkeitsmaß einsetzen lässt, scheint es unabdingbar, Mittel und Wege zu finden, den
auftretenden Problemen bei der Analyse graphische Daten zu begegnen. Durch die Untersu-
chung von kompressionsbasierten Verfahren, welche auch für die Betrachtung von Bildern
geeignete Voraussetzungen mitbringen, könnte sich dieses Ziel verwirklichen lassen.

1.2. Ziele und Aufbau

In dieser Arbeit soll untersucht werden, inwiefern sich das Konzept der kompressionsbasier-
ten Beschreibungsähnlichkeit adäquat auf den Bereich graphischer Mustererkennung und
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1.2. Ziele und Aufbau

Klassifikation ausdehnen lässt. Zu diesem Zweck werden verschiedene Verfahren und Ansät-
ze vorgestellt, die im Rahmen der Arbeit implementiert und in zahlreichen Experimenten
evaluiert und verglichen wurden. Die nachfolgenden Erörterungen sind in vier wesentliche
Teile untergliedert.

In Kapitel 3 wird zunächst eine Einführung in die theoretischen Grundlagen der Kolmogorov
Komplexität sowie der Informations- und Kompressionsdistanz gegeben, auf denen die
weiteren Überlegungen aufbauen. Dabei wird unter anderem gezeigt, dass die Kolmogorov
Komplexität nicht berechenbar ist, sich aber zumindest theoretisch approximieren lässt.
Ihre Nicht-Berechenbarkeit setzt sich auch auf die Informationsdistanz fort, was der Unter-
suchung der berechenbaren Kompressionsdistanz ihren Reiz verleiht. Weiterhin sollen in
diesem Kapitel einige Überlegungen angestrengt werden, inwiefern sich die Kolmogorov
Komplexität und die Informationsdistanz dazu eignen die natürlichen Begriffe, die wir von
Information und Ähnlichkeit haben, adäquat zu erfassen.

Daran anschließend werden in Kapitel 4 einige Erfolge der Kompressionsdistanz in der
Anwendung auf verschiedenen Gebieten des algorithmischen Data Minings vorgestellt sowie
eine Übersicht der bisherigen Forschungsergebnisse gegeben, um einen Eindruck ihrer
Leistungsfähigkeit zu vermitteln. Außerdem wird die Anwendung auf dem Gebiet der
Analyse von Bildähnlichkeiten erörtert und auf die Schwierigkeiten eingegangen, mit denen
die Kompressionsdistanz hier zu kämpfen hat. Eine zusammenfassende Untersuchung soll
klären, woraus die Probleme resultieren, und wie ihnen eventuell begegnet werden kann.

Aufbauend auf diesen Überlegungen werden dann in Kapitel 5 drei Verfahren vorgestellt, wel-
che einerseits den beschriebenen Problemen begegnen sowie andererseits ein tiefergehendes
Verständnis für die Möglichkeiten zur Annäherung an die Beschreibungsähnlichkeit ermögli-
chen sollen. Im Kern der Verfahren, die zum Teil auf bekannten Bildkompressionsverfahren
aufbauen, steht dabei stets die Frage, wie sich im Sinne der Beschreibungsähnlichkeit Struk-
turen aus einem Bild einsetzen lassen um damit ein anderes Bild zu beschreiben. Gegenüber
der klassischen Kompressionsdistanz werden dabei einige Einschränkungen, welche aus der
verlustfreien und linearen Kompression resultieren, zugunsten einer verlustbehafteten und
inhärent zweidimensionalen Verarbeitung aufgegeben. Die Hoffnung besteht darin, dass sich
auf diesem Weg auch eine Verallgemeinerung für Daten beliebiger Dimensionalität erreichen
lässt. Natürlich ist keines der untersuchten Verfahren dazu geeignet, eine zeitnahe praktische
Umsetzung zu finden. Es geht vielmehr darum, die grundsätzlichen Möglichkeiten einer
universellen und dennoch berechenbaren Ähnlichkeitsdistanz zu ergründen.

Den Abschluss der Untersuchungen bildet Kapitel 6, worin die experimentellen Resul-
tate, welche sich mit den vorgestellten Verfahren bei verschiedenen Klassifikations- und
Clusteringaufgaben erzielen ließen, zusammengefasst präsentiert werden. Unter allen Ver-
suchsreihen, die im Rahmen dieser Arbeit durchgeführt wurden, werden die wichtigsten
Ergebnisse vorgestellt und einer genaueren Analyse unterzogen. Dabei soll insbesondere
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geprüft werden, wo sich die Leistungen gegenüber der klassischen Kompressionsdistanz ver-
bessert oder verschlechtert haben und auf welche Effekte dies im einzelnen zurückzuführen
ist.

Direkt im Anschluss an diese Einleitung werden in Kapitel 2 einige Vorbemerkungen zu
der verwendeten technischen und mathematischen Terminologie gemacht. Die Zusammen-
fassung aller gewonnenen Erkenntnisse und ein Ausblick auf zukünftige Untersuchungen
findet sich in Kapitel 7.
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Besonderer Dank gilt meinen Eltern und meiner Großmutter, ohne deren hingebungsvolle
Liebe und Unterstützung weder mein Studium noch diese Diplomarbeit möglich gewesen
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2. Technische und mathematische
Vorbemerkungen

Bevor wir uns den eigentlichen Untersuchungen zuwenden, sollen an dieser Stelle einige
der vorkommenden Fachbegriffe und Notationen geklärt werden. Besonders häufig wird
dabei vom Begriff der Turingmaschine Gebrauch gemacht, weshalb in Abschnitt 2.1 die
verwendete Terminologie vorgestellt wird. Es wird davon ausgegangen, dass der Leser mit
dem Konzept bereits einigermaßen vertraut ist. Eine allgemeine Einführung findet sich z.B.
in [47]. Weiterhin macht die Analyse von Bilddaten einen erheblichen Anteil der Kapitel 5

und 6 aus. In Abschnitt 2.2 soll daher in aller Kürze auf die digitale Repräsentation sowie
auf die mathematische Darstellung von Bildern eingegangen werden.

2.1. Turingmaschine und Präfixcodierung

Eine Turingmaschine Tn ist ein abstraktes Maschinenmodell, bestehend aus einem Schreib-
/Lesekopf (SLK), der sich auf einem unendlichen, in Felder unterteilten Arbeitsband bewegt
und Zeichen aus einem festgelegten Alphabet A = {#, b, 0, 1} in die Felder eintragen und
auslesen kann sowie einem Speicher, in dem ein gegenwärtiger Zustand aus einer Zu-
standsmenge Z = {z0, . . . , zm} festgehalten wird. Die Arbeitsweise von Tn wird durch ein
Turingprogramm pn ∈ {0, 1}∗ beschrieben, das in einer festgelegten, binären Codierung
eine Menge von 5-Tupeln aus Z× A× Z× A× {L, R, H} repräsentiert. Jedes dieser 5-Tupel
ordnet einem gegenwärtigen Zustand und einem aktuell eingelesenen Bandzeichen einen
neuen Zustand, ein zu schreibendes Bandzeichen und eine Bewegung des LSK um ein Feld
nach links (L), rechts (R) oder haltend (H) zu. Für die Codierung von pn als binäre Zeichen-
folge sind verschiedene Möglichkeiten denkbar - für unsere Zwecke ist lediglich relevant,
dass eine präfixfreie Codierung zur Anwendung kommt; d.h. kein Turingprogramm darf
Anfangsteil eines anderen Turingprogramms sein, was beispielsweise durch eine spezielle
Zeichenfolge zur Markierung des Programmendes erreicht werden kann.

Vor einer Berechnung von Tn ist das Turingband überall mit speziellen blank-Zeichen b
gefüllt und die Eingabe aus A∗ \ {b} wird beginnend bei der Anfangsposition des SLK
aufgetragen. Mehrere Eingaben können durch das Sonderzeichen # voneinander abgetrennt
werden. Die Maschine beginnt ihre Berechnung in einem Anfangszustand z0. Sofern die
Maschine irgendwann einen dedizierten Endzustand zm erreicht und von da an keine
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2.2. Formale Repräsentation von Bildern

Bewegungen mehr auf dem Band stattfinden, sprechen wir davon, dass sie terminiert hat
und der Inhalt des Bandes vom ersten Nicht-b bis zum letzten Nicht-b stellt dann die
Ausgabe dieser Berechnung dar. Eine Abbildung φn : A∗ → A∗, für die φn(x) = y genau
dann gilt, wenn y die Ausgabe einer terminierenden Berechnung von Tn auf die Eingabe
x ist, nennen wir die durch Tn berechnete Funktion. Ferner heißt jede Funktion f partiell
rekursiv, wenn es eine Turingmaschine Tn mit φn = f gibt.

Für die nachfolgenden Betrachtungen ist es wichtig zu verstehen, dass eine Turingmaschine
Ta in eine andere Turingmaschine Tb integriert werden kann, indem das Programm pa durch
eine Erweiterung der Zustandsmenge aus dem Programm pb heraus zur Berechnung von φa

aufgerufen wird. Wir sprechen dann davon, dass Ta in Tb codiert wird. Darüber hinaus kann
eine Turingmaschine auch eine andere Turingmaschine, gegeben durch ihr Turingprogramm,
als Eingabe erhalten um deren Berechnung zu simulieren. Eine Turingmaschine, welche
beliebige andere Turingmaschinen und dazugehörige Eingaben simulieren kann, nennen wir
die Universelle Turingmaschine.

2.2. Formale Repräsentation von Bildern

Da die Analyse von Bildern bei den betrachteten Verfahren durch digitale Rechenmaschinen
erfolgen soll, werden wir uns in dieser Arbeit vor allem mit Rastergrafiken beschäftigen.
Dabei wird ein Bild in einem rechteckigen Bereich durch Bildpunkte, den sogenannten
Pixeln, in einer festgelegten Anzahl von Zeilen und Spalten repräsentiert.

Im speziellen Fall von Graustufenbildern, die bei den folgenden Betrachtungen im Mittel-
punkt stehen werden, lässt sich jeder Pixel durch seine Position in der Ebene und einem
Intensitäts- oder auch Grauwert charakterisieren. Ein einzelnes Bild f können wir somit
durch eine Abbildung f : K1 × K2 → I beschreiben, welche alle Positionen innerhalb eines
durch Koordinaten aus K1 × K2 beschränkten Rasters auf Intensitäten aus I abbildet. Da
üblicherweise 256 mögliche Intensitäten I = {0, . . . , 255} für die Pixel zugelassen sind, kann
jeder Pixel durch genau 8 Bits = 1 Byte dargestellt werden. Aus Gründen der einfacheren
Darstellung werden in dieser Arbeit fast ausschließlich quadratische Bilder betrachtet, so
dass K1 = K2 gilt. Alle erläuterten Verfahren lassen sich aber ohne größere Schwierigkeiten
auf beliebige Seitenverhältnisse übertragen.

Weiterhin werden wir häufig den Graphen F = {(x, y, f (x, y)) | (x, y) ∈ K1 × K2} eines
Bildes f betrachten, also eine Menge von Tripeln, die jeweils aus zwei Koordinaten und der
zugehörigen Intensität des Bildes bestehen. Um auch die umgekehrte Zuordnung solcher
Mengen aus Tripeln zu Bildern zu ermöglichen, werden wir erlauben, dass zwei Elemente
(x, y, z) und (x, y, z′) mit z 6= z′ in F enthalten sein können, wobei f (x, y) dann einfach der
Mittelwert aus allen zi mit (x, y, zi) ∈ F zukommt. Jede Teilmenge von F nennen wir ferner
eine Region des Bildes und rechteckige Regionen nennen wir Bildausschnitt von F.
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2.2. Formale Repräsentation von Bildern

Zuletzt sei noch festgehalten, dass sich jeder Bildausschnitt der Größe n × m durch Li-
nearisierung in einen Vektor aus In∗m überführen lässt. Dabei werden beginnend in der
linken oberen Ecke des Bildes Zeile für Zeile die auftretenden Intensitäten nacheinander
entnommen und linear in dem erzeugten Vektor angeordnet.
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3. Universelle Ähnlichkeitsmetrik und
Kompressionsdistanz

In diesem Kapitel werden die wichtigsten Grundlagen der Informationsdistanz und einige
ihrer Eigenschaften vorgestellt. Die Informationsdistanz soll eine universelle Operationali-
sierung der strukturellen Ähnlichkeit zwischen zwei Zeichenfolgen ermöglichen. Sie baut
dazu wesentlich auf dem gut erforschten Konzept der Kolmogorov Komplexität auf, welches
unabhängig in [51] und [33] entwickelt wurde und dazu dient, den Informationsgehalt einer
Zeichenkette algorithmisch zu bemessen. Eine Einführung in dieses Konzept wird daher
in Abschnitt 3.1 gegeben. Daran anschließend soll gezeigt werden, dass die Kolmogorov
Komplexität nicht berechenbar ist, zumindest theoretisch aber durch eine Aufzählung von
Turingmaschinen approximiert werden kann. Gerüstet mit diesen theoretischen Erkenntnis-
sen werden wir uns dann in Abschnitt 3.2 der formalen Definition der Informationsdistanz
zuwenden und in Abschnitt 3.3 einige Betrachtungen zu ihrer Eignung als Formalisierung
des gebräuchlichen Ähnlichkeitsbegriffes unternehmen.

Trotz der Nicht-Berechenbarkeit der Kolmogorov Komplexität und der damit einhergehen-
den Nicht-Berechenbarkeit der Informationsdistanz konnte von Rudi Cilibrasi und Paul
Vitànyi mit der Kompressionsdistanz ein Verfahren entwickelt werden, mit dem sie sich
unter Verwendung berechenbarer Kompressionsverfahren zumindest ansatzweise auch real
annähern lässt. Darauf wird in Abschnitt 3.4 ausführlich eingegangen. Die Kompressions-
distanz, welche bei der Anwendung auf dem Gebiet des algorithmischen Data Minings
bereits beachtliche Erfolge für sich verbuchen konnte, stellt dann die Basis unserer weiteren
Untersuchungen dar. Da mit diesem Konzept einige Einschränkungen bei der Analyse von
Daten mit kontinuierlichen und nichtlinearen Strukturen und somit auch von Bilddaten ver-
bunden sind, sollen davon ausgehend realisierbare, praxisnahe Ansätze zu einer erweiterten
Approximation der theoretischen Informationsdistanz untersucht werden.

3.1. Kolmogorov Komplexität

Ein Name ist mit der Idee, Information numerisch zu quantifizieren, untrennbar verbunden.
In seinem berühmten Aufsatz „The Mathematical Theory of Communication“ [48] wurden
von Claude E. Shannon die Grundlagen der Informationstheorie gelegt. Dem darin beschrie-
benen Informationsmaß liegt die Annahme zugrunde, dass der Informationsgehalt eines
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Ereignisses von der Wahrscheinlichkeit abhängt, mit dem das Ereignis auftritt. Ein Ereignis
mit hoher Wahrscheinlichkeit hat, so die Überlegung, einen geringen Informationsgehalt, da
sich aus seinem Auftreten wenig folgern lässt. Ein Ereignis mit geringer Wahrscheinlichkeit
hat hingegen einen entsprechend hohen Informationsgehalt, da sein Auftreten stärkere
Schlüsse zulässt. Von K. Sayood wurde dieser Zusammenhang sehr treffend erklärt [46]: Die
Wahrscheinlichkeit, dass ein Hund bei einem Einbruch bellt, ist vergleichsweise hoch; der
Informationsgehalt seines Bellens daher eher gering. Wenn das Bellen des Hundes beim
Einbruch aber ausblieb, so haben wir es mit einem Ereignis von geringer Wahrscheinlich-
keit und zugleich recht hohem Informationsgehalt zu tun (an dem die Versicherungsfirma
möglicherweise interessiert sein könnte).

Auf Basis dieser Überlegungen bestand Shannons Bestreben vor allem darin, die Menge an
Information zu beschreiben, die bei der Kommunikation auf einem abstrakten Kommuni-
kationskanal zwischen einem Sender, d.h. einer Nachrichtenquelle, und einem Empfänger
übertragen wird. Bei einer Nachrichtenquelle N mit möglichen Ereignissen bzw. Nachrichten
{n1, . . . , nk} lässt sich diese Informationsmenge durch

I(ni) = log2
1

P(ni)
= − log2 P(ni)

für die Nachricht ni bemessen, wobei P(ni) die Wahrscheinlichkeit ist, dass Nachricht ni
zur Übermittlung ausgewählt wird. Der dabei berechnete Wert entspricht der Anzahl an
Bits, die in einer effizienten Kommunikation benötigt werden, um ni zu codieren. Die
Berechnung durch den Logarithmus zur Basis 2 ist nicht willkürlich gewählt, sondern
geht auf die Überlegung zurück, welche Auswahlentscheidungen getroffen werden müssen
um das Objekt ni aus einer Menge möglicher Objekte zu bezeichnen. Die Entropie der
Nachrichtenquelle N ist dann durch

H(N) = −∑ P(ni) log2 P(ni)

gegeben und beschreibt die Menge an Bits, die wir durchschnittlich benötigen um Nachrich-
ten aus dieser Quelle zu codieren.

Obschon sich auf Basis dieser Überlegungen zwar trefflich über den Entwurf optimaler
Nachrichtencodes philosophieren lässt, sagen sie doch wenig über den absoluten Informa-
tionsgehalt in einer beliebigen Zeichenkette aus. Der Informationsgehalt nach Shannon
bezieht sich immer auf einen vorher festgelegten Kontext möglicher Nachrichten und der
Wahrscheinlichkeit, dass eine bestimmte Nachricht daraus ausgewählt wurde. Er kann daher
auch als ein Maß für die Freiheit betrachtet werden, welche der Sender beim Auswahl einer
Nachricht hat (vgl. [37, S. 65]). Hat der Sender beispielsweise die Auswahl zwischen der
Nachricht „Hallo Welt“ und dem Text aus Tolstois „Krieg und Frieden“ so liegt der Informa-
tionsgehalt beider Nachrichten nach Shannon bei maximal einem Bit. Steht überhaupt nur
eine mögliche Nachricht zur Debatte, so ist er grundsätzlich log2 1 = 0.
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3.1. Kolmogorov Komplexität

Die Intuition sagt uns aber, dass es auch für beliebige Nachrichten, welche aus dem Kontext
aller möglichen Zeichenketten stammen, nachvollziehbar sein sollte, dass manche dieser
Zeichenketten mehr Information enthalten können und manche Zeichenketten weniger und
zwar abhängig von der Komplexität, die ihrer jeweiligen Struktur innewohnt. Betrachten wir
etwa die binären Zeichenketten

01010101010101010101010101010101010101010101010101010101010101010101010101010101
01010101010101010101010101010101010101010101010101010101010101010101010101010101
01010101010101010101010101010101010101010101010101010101010101010101010101010101

und

01010111011010000110010101101110001000000111001101101000011000010110110001101100
00100000011101110110010100100000011101000110100001110010011001010110010100100000
01101101011001010110010101110100001000000110000101100111011000010110100101101110

Offensichtlich ergeben sich größere Schwierigkeiten, die Struktur der zweiten Zeichenkette
in einem kurzen Satz zu beschreiben als die der ersten. Sofern wir davon ausgehen, dass
in beiden Zeichenketten ein semantischer Inhalt codiert ist, erscheint es dabei durchaus
plausibel zu vermuten, dass in der komplexen Zeichenkette mehr Information stecken könnte
als in der einfachen. Und tatsächlich handelt es sich bei der zweiten Zeichenkette um den
ersten Satz aus Shakespeares Tragödie „Macbeth“ in Ascii-Codierung, während die erste
Zeichenkette nur eine lange Folge des Zeichens „U“ darstellt. Obschon die Zeichenketten
auch vollkommen zufällig zustande gekommen sein könnten - und somit überhaupt kein
semantischer Gehalt damit verbunden wäre - so lässt sich anhand ihrer Komplexität doch
zumindest das Potential abschätzen, mehr oder weniger Information zu tragen. Wovon wir
sprechen ist also der maximal mögliche Informationsgehalt, den die Zeichenketten unabhängig
von ihrer Quelle innehaben können. Wenn wir diese Eigenschaft einer Zeichenkette, mehr
oder weniger Information tragen zu können, quantifizieren wollen, müssen wir also ein Maß
für ihre inhärente Komplexität finden.

Dem in [37] geprägten Begriff der Algorithmsichen Komplexität liegt zu diesem Zweck eine
einfache aber plausible Überlegung zugrunde: Je komplexer ein Objekt ist, desto schwieriger
sollte es sein, das Objekt im Vergleich zu anderen Objekten in einer vorher festgelegten
Sprache zu beschreiben. Die Behauptung lässt sich dadurch festigen, dass die Schwierigkeit
einer Beschreibung konstitutiv für den Begriff der Komplexität ist; jede Erläuterung von
„komplex“ läuft letztlich darauf hinaus (siehe dazu [60]). Demzufolge könnte die universell
kürzeste Beschreibung für ein gegebenes Objekt als Maß für seine Komplexität verstanden
werden.

Um diese Überlegung zu formalisieren, nehmen wir einmal an, die zu beschreibenden
Objekte O seien immer auf Elemente aus {0, 1}∗ beschränkt. Aus informatischer Sicht ist
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dies durchaus sinnvoll, da wir so alles repräsentieren können, was durch Rechenmaschinen
verarbeitet werden kann, wie etwa Bild-, Audio-, Video- oder Textdateien. Eine Beschreibungs-
methode sei dann eine Abbildung D : B → O von der Menge der Beschreibungen B einer
festgelegten Sprache in die Menge der Objekte. Wir gehen weiterhin davon aus, dass es für
jedes Objekt x ∈ {0, 1}∗ mindestens eine Beschreibung b ∈ B gibt, so dass D(b) = x gilt.
Ferner sollte jede Beschreibung eine endliche Länge |b| ∈N0 in einer festgelegten Codierung
haben. Auf dieser Grundlage definieren wir:

Definition 3.1.1 Für eine Funktion CD : {0, 1}∗ →N0 mit

CD(x) = min
b∈B
{|b| | D(b) = x}

heißt CD(x) die Algorithmische Komplexität des Objekts x bezüglich der Beschreibungsmethode
D.

Es dürfte klar sein, dass die durch CD bestimmten Werte maßgeblich von der gewählten
Beschreibungsmethode abhängen. Betrachten wir etwa folgende Zeichenkette:

x1 = 000001110001111100001111

Außerdem konstruieren wir uns eine Beschreibungssprache B, welche aus Folgen der Sym-
bole 0n und 1n mit n ∈N0 besteht und eine Beschreibungsmethode D1, die so arbeitet, dass
jedes 0n durch eine Folge von n einzelnen 0en ersetzt wird und jedes 1n entsprechend durch
n 1en. Die Zeichenkette x1 lässt sich damit sehr kompakt durch die Beschreibung

051303150414

repräsentieren. Die algorithmische Komplexität CD1(x1) würde sich also auf 12 Zeichen
belaufen.1 Natürlich funktioniert unsere Beschreibungsmethode nicht bei jeder Zeichenkette
so gut. Viel schlechter schneiden wir beispielsweise bei

x2 = 010011100110010100111001

ab, wo eine kürzeste Beschreibung durch D1 insgesamt 28 Zeichen erfordern würde.

Betrachten wir nun noch eine andere Beschreibungsmethode D2 unter Verwendung des
gleichen B. Bei ihr wird beginnend beim ersten Symbol der Beschreibung jedes 0n durch
eine 0 ersetzt und dann genau die n Zeichen, die links von dieser 0 stehen, d.h. schon durch

1Die Ziffern werden mitgezählt. Damit es nicht unendlich viele Symbole gibt, bestehen unsere Symbolfolgen
eigentlich aus speziellen 0̂ und 1̂, die dann jeweils von einer Reihe von Ziffernsymbolen gefolgt werden. Das
Alphabet ist also

{
0̂, 1̂, 0, 1, 2, 3, 4, 5, 6, 7, 8, 9

}
.
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Ersetzung der vorhergehenden Symbole erzeugt wurden, in gleicher Reihenfolge rechts
daneben kopiert. Entsprechendes gilt für 1n. Die Zeichenkette x2 lässt sich somit nun äußerst
kompakt durch

00100214130414

repräsentieren, was uns zu einer algorithmischen Komplexität von CD2(x2) = 14 Zeichen
führt. Im Gegenzug hat D2 nun aber für die Zeichenkette x1 einen viel größeren Wert. Hier
wäre die algorithmische Komplexität CD2(x1) = 32 Zeichen.

Da es also je nach Beschreibungsmethode verschiedene Zeichenketten gibt, die sich sehr gut
damit beschreiben lassen, und andere, bei denen das überhaupt nicht klappt, scheint es nicht
angebracht, die algorithmische Komplexität unter einer bestimmten Beschreibungsmethode
als absolute Komplexität einer Zeichenkette zu betrachten. Was wir eigentlich suchen ist
ein Maß, bei dem die Komplexität eines Objekts x völlig unabhängig von der gewählten
Beschreibungsmethode und -sprache ist und allein durch x selbst bestimmt wird. Es sollte
also nicht eine Art von Objekten bei der Beschreibung mehr und eine andere Art weniger
bevorzugt werden.

Was unsere beiden betrachteten Beschreibungsmethoden D1 und D2 allerdings gemein
haben, ist, dass es sich dabei um partiell rekursive Funktionen handelt. Das bedeutet, wir
können mittels eines algorithmischen Berechnungsverfahrens - z.B. einem Programm in einer
beliebigen Programmiersprache oder allgemeiner einer Turingmaschine - aus der jeweiligen
Beschreibung gemäß der Beschreibungsmethode das jeweilige Objekt gewinnen. Diesen
Anspruch an die betrachteten Beschreibungsmethoden zu stellen ist durchaus sinnvoll. Es
wäre kaum plausibel eine Sache eine vollständige Beschreibung für eine Zeichenkette zu
nennen, wenn es kein durchführbares Verfahren gäbe, mit dem sich die Zeichenkette gemäß
der Beschreibung rekonstruieren ließe. Wir werden daher im Folgenden davon ausgehen,
dass die Elemente aus B grundsätzlich als Eingaben für Turingmaschinen verwendet und
die betrachteten D durch Turingmaschinen berechnet werden können. Die Länge einer
Beschreibung aus B sei dann durch die Länge der erforderlichen Eingabe auf dem Turingband
gegeben.

Durch diese Konkretisierung sind wir einer universellen Beschreibungsmethode, mit der sich
alle Zeichenketten gut beschreiben lassen, erheblich näher gekommen. Nehmen wir etwa an,
wir hätten eine Anzahl von k partiell rekursiven Beschreibungsmethoden D1, . . . , Dk vorlie-
gen. Wir können daraus eine Beschreibungsmethode DM konstruieren, welche Beschreibun-
gen der Form < n, b > auf Objekte abbildet, und zwar so, dass stets DM(< n, b >) = Dn(b)
mit n ∈ {1, . . . , k} gilt. Dazu werden in DM die Beschreibungsmethoden D1, . . . , Dk in einer
einzigen Beschreibungsmethode kombiniert und durch den Parameter n findet eine Auswahl
aus diesen Methoden statt. Die Algorithmische Komplexität für ein x unter DM ist dann
im schlimmsten Fall um eine Konstante in der Größenordnung O(log2(k)) größer als die
Algorithmische Komplexität jedes der Di. Das bedeutet, wenn ein Objekt von einer der Dn
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3.1. Kolmogorov Komplexität

gut beschrieben werden kann, dann kann es auch von DM gut beschrieben werden. Wir
sagen daher auch DM minorisiert D1, . . . , Dk (vgl. [37]).

Unter Verwendung des folgenden Satzes können wir dieses Prinzip auf die Menge aller
partiell rekursiven Beschreibungsmethoden ausweiten:

Satz 3.1.1 (Invarianztheorem) Es existiert eine partiell rekursive Funktion DU , so dass es für alle
partiell rekursiven Funktionen Dn eine Konstante cn gibt, für die

CDU (x) ≤ CDn(x) + cn

für alle x ∈ {0, 1}∗ gilt.

Beweis: Sei DU = φU die Funktion, welche von einer universellen Turingmaschine TU

berechnet wird. TU sei so konstruiert, dass auf die Eingabe pn#b hin die Ausführung von Tn

auf b simuliert und das Resultat als Ausgabe von TU zurückgegeben wird. Wenn es für ein
x ∈ {0, 1}∗ und eine partiell rekursive Funktion Dn = φn, die von Tn berechnet wird, eine
kürzeste Beschreibung b gibt, so dass Dn(b) = x gilt, dann gibt es auch eine Beschreibung
b′ = pn#b, so dass DU(b′) = x ist. Wegen∣∣b′∣∣ ≤ |b|+ |pn|+ 1

ist die Behauptung für alle x und Dn durch die Festlegung cn = |pn|+ 1 erfüllt. �

Auf Basis dieser Überlegung können wir nun ein einfaches theoretisches Maß definieren,
welches die universelle Komplexität der Beschreibung einer Zeichenkette quantifiziert:

Definition 3.1.2 Sei TU eine universelle Turingmaschine, welche auf die präfixcodierte Eingabe pn

hin die Turingmaschine Tn auf die leere Eingabe ε simuliert. Für eine Funktion K : {0, 1}∗ → N0

mit
K(x) = CφU (x)

nennen wir K(x) die Kolmogorov Komplexität der Zeichenkette x.

Einfach ausgedrückt ist die Kolmogorov Komplexität K(x) von x also genau die Länge
einer kürzesten präfixcodierten Turingmaschine, welche auf die leere Eingabe ε hin x auf
ihr Band schreibt und dann anhält. Dass in dieser vereinfachten Beschreibung auf die
Codierungsformel pn#b verzichtet wird und die durch pn codierte Turingmaschine auf der
leeren Eingabe satt auf b simuliert wird, stellt dabei keine echte Einschränkung dar. Wenn
es für ein Tn und x eine kürzeste Beschreibung b mit φn(b) = x gibt, dann können wir ein
Programm pn′ mit |pn′ | = |pn|+ |b|+O(1) erzeugen, bei dem b bereits fest im Programmcode
integriert ist. pn′ sei dabei so programmiert, dass Tn′ auf das leere Band auszuführen den
gleichen Effekt hat, wie Tn auf b auszuführen. Daher gilt auch K(x) ≤ Dn(x) + cn für alle
partiell rekursiven Dn und alle x ∈ {0, 1}∗.
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3.1. Kolmogorov Komplexität

Von verschiedener Seite wurde die Ansicht vertreten, dass sich durch K der absolute Infor-
mationsgehalt von Zeichenketten in adäquater Weise quantifizieren lässt, da es die gesuchte
universelle Beschreibungsmethode repräsentiert ([33],[37]). Ob dies eine sinnvolle Interpre-
tation der dadurch beschriebenen Werte ist, werden wir in Abschnitt 3.3 prüfen. In den
folgenden Unterabschnitten sollen zuvor noch drei Eigenschaften der Kolmogorov Komplexi-
tät erörtert werden, die für unsere Betrachtungen relevant sind. Daran anschließend werden
wir sehen, wie die Kolmogorov Komplexität auch zur Bestimmung der Informationsmenge,
welche eine Zeichenkette über eine andere enthält, eingesetzt werden kann. Auf dieser
Basis soll dann mittels der Informationsdistanz die strukturelle oder auch informationelle
Ähnlichkeit von Datenobjekten bemessen werden.

3.1.1. K(x) existiert und K ist nicht beschränkt

Dass der Wert K(x) für beliebige Zeichenketten x ∈ {0, 1}∗ existiert, ist leicht einzusehen.
Sei hierzu Tx eine Turingmaschine, bei der x bereits im Programm codiert ist, und die
nichts anderes tut, als x auf ihr Band zu drucken. Dann gilt φx(ε) = x und somit ist
entweder |px| oder eine kleinere Zahl der gesuchte Wert K(x). Außerdem übersteigt |px| bei
einer geeigneten Codierung die Länge von x nur um eine Konstante und somit gilt stets
K(x) ≤ |x|+ c.

Des Weiteren lässt sich zeigen, dass die Funktion K nicht durch eine Konstante n0 beschränkt
sein kann, weil es höchstens 2n0+1 − 1 binär codierte Turingmaschinen mit einer Länge ≤ n0

geben kann. Da jede dieser Turingmaschinen eine kürzeste Beschreibung für maximal ein x
sein kann, wäre K(x) für unendlich viele x undefiniert, was im Widerspruch zu der Existenz
von K(x) steht.

3.1.2. K ist nicht berechenbar

Nun wissen wir, dass der Wert K(x) existiert und hegen sicherlich die Vermutung, dass
damit viele interessante Eigenschaften verbunden sein könnten. Umso frustrierender ist
daher die Tatsache, dass es kein Verfahren gibt, mit dem sich K für gegebenes x algorithmisch
ermitteln lässt. Die Nicht-Berechenbarkeit von K zeigen wir durch einen Widerspruch.

Beweis: Nehmen wir an, K wäre berechenbar. Dann ließe sich unter Verwendung des Be-
rechnungsverfahrens für ein gegebenes m ∈ N0 durch den in Listing 3.1 aufgeführten
Algorithmus eine Zeichenkette xm erzeugen, deren Komplexität K(xm) mindestens die Größe
m hat. Die Funktion NEXT(x) soll dabei das jeweils nächste Element in einer längenle-
xikographischen Aufzählung von {0, 1}∗ liefern. Man beachte außerdem, dass es keine
Eingabeparameter gibt und die Zahl m fest im Programmcode integriert ist. Obschon der
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3.1. Kolmogorov Komplexität

Listing 3.1 Algorithmus zur Erzeugung von xm

procedure p() is
begin
x = "";
while K(x) < m do
x = NEXT(x);

end while;
write(x);

end

Algorithmus zur besseren Lesbarkeit als Pseudocode aufgeführt ist, ließe er sich in Abhän-
gigkeit von m auch als Turingprogramm pm angeben. Da die binäre Repräsentation der Zahl
m eine Länge von log2(m) hat, können wir die Länge von pm durch

|pm| = log2(m) + c

bestimmen, wobei c die Länge der gleichbleibenden Anteile von pm repräsentiert.

Betrachten wir nun ein ausreichend großes m0, so dass

m0 > log2(m0) + c

gilt. Wenn wir pm0 ausführen, so erhalten wir eine Zeichenkette xm0 , für die gemäß Annah-
me

K(xm0) ≥ m0

wäre. Zugleich wäre aber durch pm0 ein Turingprogramm gegeben, welches xm0 erzeugt und
mit |pm0 | = log2(m0) + c eine Länge echt kleiner als m0 hätte. Dies steht im Widerspruch
dazu, dass K(xm0) die Länge des kürzesten Turingprogrammes sein muss. �

3.1.3. K ist approximierbar

Obwohl es zwar kein berechenbares Verfahren gibt, das die Funktion K implementiert,
können wir zumindest theoretisch einen Algorithmus angeben, mit dem sich der Wert K(x)
für beliebige x approximieren lässt.

Beweis: Betrachten wir zu diesem Zweck eine Funktion K : {0, 1}∗×N0 →N0, wobei K(x, t)
die Länge einer kürzesten präfixcodierten Turingmaschine sei, welche auf die leere Eingabe
hin nach höchstens t Schritten x auf ihr Band schreibt und dann anhält. Im Gegensatz zu K
lässt sich diese Funktion für gegebene x und t berechnen. Zu diesem Zweck zählen wir alle
Turingmaschinen Tn mit |pn| ≤ |x|+ c längenlexikographisch auf, wobei es sich bei c um
die Konstante aus Abschnitt 3.1.1 handelt. Parallel dazu wird die Ausführung jedes Tn auf
die leere Eingabe ε für maximal t Schritte simuliert. Der Wert K(x, t) ist dann die Länge des
kürzesten pn, für das sich innerhalb dieser Ausführung die Ausgabe x ergeben hat und die
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3.2. Informationsdistanz und Beschreibungsähnlichkeit (NID)

Simulation von Tn direkt anschließend in den Endzustand gelangt ist. Für die so berechnete
Funktion erhalten wir

lim
t→∞

K(x, t) = K(x)

was die Möglichkeit der Approximation von K(x) zeigt. �

Für unsere Betrachtung ist dies von einiger Bedeutung, da eine Approximation der Informa-
tionsdistanz, die die Funktion K beinhaltet, ihren eigentlichen Gegenstand bildet. Leider ist
die hier beschriebene Berechnung von K(x, t) kein praktikables Verfahren, da Rechen- und
Speicheraufwand astronomisch wären. Darüber hinaus kann die Berechnung von K(x, t) für
ein feststehendes x und immer größer werdende t erheblich schwanken, da kein bestimmba-
res Verhältnis zwischen der Länge einer Turingmaschine und der Anzahl an Rechenschritten
bestehen muss, die sie, sofern dies irgendwann geschieht, zur Erzeugung von x benötigt.
Auch wenn bereits für kleine t eine Turingmaschine gefunden sein sollte, welche x erzeugt,
könnte sich herausstellen, dass der tatsächliche Wert K(x) weit geringer als deren Länge
ist. Das Prinzip, einfach immer größere t zu testen, ließe sich also nicht in der Erwartung
durchführen, irgendwann einen eingepegelten Wert zu erhalten, an dem sich dann nur noch
geringfügige Änderungen ergeben würden.

3.2. Informationsdistanz und Beschreibungsähnlichkeit (NID)

Auf Basis der Kolmogorov Komplexität lässt sich der in [36] entwickelte Begriff der Informa-
tionsdistanz definieren, welcher die Motivation dieser Arbeit bildet. Die Idee setzt direkt auf
der Überlegung auf, dass mittels der Kolmogorov Komplexität die Schwierigkeit quantifiziert
wird, ein gegebenes Objekt zu beschreiben; womit sich seine strukturelle Komplexität und
der dadurch beschränkte maximale Informationsgehalt bemessen lassen.

Für die Informationsdistanz wird dieses Konzept dahingehend erweitert, dass statt der
Komplexität bzw. dem maximalen Informationsgehalt eines einzelnen Objekts die strukturelle
bzw. informationelle Ähnlichkeit zweier verschiedener Objekte ermittelt werden soll. Um dies
zu ermöglichen, wird statt der Schwierigkeit der Beschreibung eines einzelnen Objektes
die Schwierigkeit quantifiziert, jeweils eines von zwei Objekten unter der Verwendung
von Strukturen des jeweils anderen Objekts mit möglichst wenig zusätzlicher Information
zu beschreiben. Diese Form der Ähnlichkeit zweier Objekte soll im Folgenden auch als
Beschreibungsähnlichkeit bezeichnet werden.

Zur Formalisierung des Konzepts wird eine Variante von K eingeführt, welche die Berück-
sichtigung mehrerer Objekte erlaubt:

Definition 3.2.1 Für eine Funktion K : {0, 1}∗ × {0, 1}∗ →N0 mit

K(x | y) = min {|pn| | φn(y) = x}
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3.2. Informationsdistanz und Beschreibungsähnlichkeit (NID)

heißt K(x | y) die Bedingte Kolmogorov Komplexität von x gegeben y.

Einfach gesagt, handelt es sich bei K(x | y) also um die kürzeste präfixcodierte Turingma-
schine, welche auf die Eingabe y die Ausgabe x erzeugt und dann anhält. Verschiedene
Eigenschaften von K(x) lassen sich direkt auf K(x | y) übertragen. Die Nicht-Berechenbarkeit
von K(x) gilt aufgrund des Zusammenhangs K(x|ε) = K(x), wie zu erwarten war, auch für
K(x | y). Ferner lässt sich K(x | y) für gegebene x und y ebenfalls mit dem in Abschnitt 3.1.3
besprochenen Verfahren theoretisch approximieren.

Die Grundannahme der Informationsdistanz besteht nun darin, dass eine Turingmaschine,
welche x aus y rekonstruieren soll, genau dann besonders kompakt sein müsste, wenn sie
möglichst gut die in y enthaltenen Strukturen zu nutzen weiß, um damit die Strukturen
aus x zu erzeugen. Alles, was sie nicht in y findet, muss sie selbst in ihrem Programmcode
mitbringen und das wären dann die zusätzlichen Informationen, die dessen Größe anschwel-
len lassen. Je ähnlicher sich x und y auf einer allgemeinen strukturellen Ebene sind, desto
geringer sollten K(x | y) und K(y | x) folglich sein.

Um auf dieser Basis ein universelles Maß für die Ähnlichkeit von zwei Objekten zu erhalten,
müssen die Werte noch in angemessener Weise normalisiert werden, da darin noch nicht
eingeht, wie leicht oder schwer es ist x und y für sich genommen zu beschreiben. Auch wenn
sich die Information aus y überhaupt nicht nutzen lässt um x zu rekonstruieren, könnte
eventuell trotzdem nur wenig zusätzliche Information dafür vonnöten sein, wenn x an sich
schon sehr einfach aufgebaut ist. Das Maß sollte außerdem symmetrisch konstruiert sein,
damit beispielsweise für Fälle der Art x = ε ein sinnvoller Wert aus K(x | y) = 0 und
K(y | x) = K(y) gebildet wird. Wir definieren daher wie folgt:

Definition 3.2.2 Für eine Funktion NID : {0, 1}∗ × {0, 1}∗ → R mit

NID(x, y) =
max {K(x | y), K(y | x)}

max {K(x), K(y)}

nennen wir NID(x, y) die Normalisierte Informationsdistanz (NID) von x und y

Da wir davon ausgehen können, dass max {K(x), K(y)} größer als max {K(x | y), K(y | x)}
sein sollte, bewegt sich der Wert NID(x, y) im Intervall [0, 1], wobei er näher bei 0 sein sollte,
je ähnlicher sich x und y im Sinne der Beschreibungsähnlichkeit sind.

Es kann gezeigt werden, dass der Term ID(x, y) = max {K(x | y), K(y | x)} von der Größe
einer Turingmaschine, welche sowohl x aus y als auch y aus x erzeugen kann, maximal um
den Betrag eines additiven Terms in der Größe log2(ID(x, y)) unterschritten wird, wodurch
sich seine Wahl erklärt [6]. Die Notwendigkeit der enthaltenen Normalisierung im Zähler des
Bruchs kann anhand von Abb. 3.1 verdeutlicht werden. Für zwei Objekte, die einen hohen
identischen Anteil S haben, ergäben sich annähernd die gleichen Werte für ID(x, y) wie für
Objekte, aus denen der identische Anteil entfernt wurde, da der Anteil in K(SFa|SFb) bzw.
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Abbildung 3.1.: Objekte mit jeweils hohem bzw. niedrigem identischen Anteil. Die Anteile
Fa und Fb seien so gewählt, dass ID(Fa, Fb) maximal ist. (Quelle: Studienar-
beit [54])

K(SFb|SFa), welcher für das Kopieren von S benötigt wird, gering im Vergleich zum Rest
wäre. Das entspricht kaum unserer Intuition von Ähnlichkeit bei diesen Objekten. Dadurch,
dass der Term ID(x, y) durch das Maximum der beteiligten Komplexitäten geteilt wird,
kann diesem Effekt begegnet werden. So würde sich in diesem Fall mit

ID(SFa, SFb)

max {K(SFa), K(SFb)}
<<

ID(Fa, Fb)

max {K(Fa), K(Fb)}

ein deutlich plausibleres Resultat für die Objekte einstellen.

Im nächsten Abschnitt werden wir uns mit der berechtigten Frage auseinandersetzen,
inwiefern das hier vorgestellte Distanzmaß tatsächlich dazu geeignet sein kann, einen Begriff
von Ähnlichkeit zu erfassen. Zuvor sei an dieser Stelle noch angemerkt, dass die NID bis auf
additive logarithmische Anteile die Eigenschaften einer Metrik in sich vereint, wie ebenfalls
in [6] gezeigt wurde. Sie wird daher häufig auch als Ähnlichkeitsmetrik bezeichnet.

3.3. Kolmogorov Komplexität als Maß für Information und
Ähnlichkeit

Weder der Informationsbegriff der Informationstheorie nach Shannon noch der soeben
erläuterte Begriff auf Basis der Kolmogorov Komplexität scheinen das einfangen zu können,
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was wir eigentlich meinen, wenn wir von Information sprechen. Das liegt daran, dass der
Begriff Information für uns intuitiv mit dem semantischen Gehalt einer Sache verbunden ist.

Eine Folge von Zeichen, in der beispielsweise die Unabhängigkeitserklärung der Vereinigten
Staaten enthalten ist, trägt nur deswegen Information, da sie einen bestimmten semantischem
Gehalt repräsentiert, den ihr Erzeuger beabsichtigt hat. Jede irgendwie codierte Datensequenz
könnte zwar immer auch entstanden sein, indem Zeichen durch zufällige Ziehung aneinander
gereiht wurden, sie würde in diesem Fall aber keinen semantischen Gehalt repräsentieren
und somit auch keinerlei Information tragen. Der semantische Gehalt der Daten wird durch
ein Bezugssystem bestimmt, das sich Erzeuger und Interpret dieser Daten teilen. Nur wenn
ein Interpret in der Lage ist, die Daten korrekt zu decodieren und in einem Kontext in Bezug
zu setzen, den er mit dem Erzeuger teilt, erhalten sie für ihn eine Bedeutung. Für einen
Interpreten, der nicht in der Lage ist, die Daten zu decodieren oder keinen gemeinsamen
Kontext mit dem Erzeuger teilt, sind sie hingegen bedeutungslos und tragen somit auch keine
Information im eigentlichen Sinn. Da es kaum möglich sein wird, das kognitive Bezugsystem
von Erzeuger und Interpreten in eine formale Definition aufzunehmen, können wir diesen
Begriff von Information auch nicht erfassen.

Es sollte in den bisherigen Ausführungen allerdings deutlich geworden sein, dass es we-
niger um eine Bestimmung der tatsächlich enthaltenen Information an sich geht, sondern
vielmehr um den maximalen Informationsgehalt im Sinne einer quantitativen Begrenzung
der potentiellen Informationsmenge. Eine Analogie dazu stellt etwa der Begriff „Temperatur“
dar, mit dem nicht ausgesagt wird, ob ein Ort behaglich ist, aber zumindest, wie behaglich
oder auch nicht behaglich er sein könnte. Wir können intuitiv begreifen, was es bedeuten soll,
dass in einer Nachricht mehr Information enthalten sein kann als in einer anderen, völlig
unabhängig von möglichen Sendern und Empfängern, aber abhängig von der strukturellen
Komplexität der Nachricht. Für genau diesen Begriff stellt die Kolmogorov Komplexität eine
wissenschaftliche Explikation im Sinne von Rudolf Carnap dar - d.h. eine wissenschaftliche
Nutzbarmachung eines inexakten und bisher nur umgangssprachlich verwendeten Begriffes,
des Explikandums, in Form eines exakten und formalen Begriffes, des Explikats. Carnap
schreibt dazu [13, S.3]:

The task of explication consists in transforming a given more or less inexact
concept into an exact one [...]. We call the given concept the explicandum, and
the exact concept proposed to take the place of the first [...] the explicatum. The
explicandum may belong to everyday language or to a previous stage in the
development of scientific language. The explicatum must be given by explicit
rules for its use, for example, by a definition which incorporates it into a well-
constructed system of scientific either logicomathematical or empirical concepts.

Durch das Explikat müssen folgende drei Aspekte Berücksichtigt werden (vgl. [a.a.O, S.
7]):
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1. Ähnlichkeit zum Explikandum - In den meisten Fällen, in denen das Explikandum
bisher verwendet wurde, kann das Explikat verwendet werden. Es ist allerdings keine
vollständige Ähnlichkeit erforderlich. Beträchtliche Unterschiede sind zugelassen.

2. Exaktheit - Die Regeln für den Gebrauch des Explikats müssen in exakter Weise
gegeben sein. Das Explikat muss sich in ein wohlfundiertes System wissenschaftlicher
Begriffe eingliedern lassen.

3. Ergiebigkeit - Das Explikat soll ein fruchtbares Konzept sein, d.h. es ist nützlich für die
Formulierung möglichst vieler genereller Aussagen (empirische Gesetzmäßigkeiten
oder logische Theoreme).

4. Einfachheit - Das Explikat sollte so einfach wie möglich sein, insoweit es die Anforde-
rungen 1.-3. erlauben.

Genauso wie die Kolmogorov Komplexität nur im Sinne der Explikation eine fruchtbare
Erfassung des Informationsgehalts darstellt, ist auch das Vorhaben basierend auf der Infor-
mationsdistanz, die Ähnlichkeit von Datenobjekten zu erfassen, allein auf dieser Basis ein
lohnenswertes Unterfangen.

Der beschriebene Begriff von Ähnlichkeit (oder eigentlich Ähnlichkeitspotential) sollte also
die Kriterien 1.-4. erfüllen. Das bedeutet: 1. Die ermittelten Distanzwerte müssen zwar nicht
exakt unserer Auffassung von semantischer Ähnlichkeit entsprechen, aber sie dürfen auch
nicht in krassem Gegensatz dazu stehen - Wenn durch die Informationsdistanz zwei Objekte
als potentiell ähnlich beurteilt werden, sollte es zumindest eine sinnvolle Interpretation geben,
die diese Einschätzung rechtfertigt. 2. Durch die formale Definition der Informationsdistanz
ist bereits festgelegt, wann und in welchem Maß zwei Objekten ein Ähnlichkeitspotential
zukommt. Sie lässt sich in die Theorie der Kolmogorov Komplexität im speziellen und in
eine Theorie der Mustererkennung im allgemeinen einbetten. 3. ist dann gegeben wenn sich
die Informationsdistanz einsetzen lässt, um praktische, d.h. berechenbare Ähnlichkeitsmaße
dazu in Bezug zu setzen. Die Informationsdistanz müsste also die begriffliche „Richtschnur“
darstellen, an der wir die algorithmische Beurteilung von Ähnlichkeit ausrichten können. 4.
Die Einfachheit der Informationsdistanz geht mit dem natürlichen Begriff der strukturellen
Beschreibungsähnlichkeit einher, welcher durch die Bedingte Kolmogorov Komplexität
induziert wird.

Der eigentliche Reiz der Informationsdistanz ist also gerade dadurch gegeben, dass wir den
Begriff der Ähnlichkeit in dieser Weise wissenschaftlich und technisch explizieren und somit
nutzbar machen können. Die nun folgenden Abschnitte beschäftigen sich mit der Frage,
ob wir ihre theoretischen Werte auf direktem Weg, orientiert an dem ideellen Konzept der
Beschreibungsähnlichkeit, praktisch nutzbar machen können.
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3.4. Normalisierte Kompressionsdistanz (NCD)

Aufgrund der nachweisbaren Nicht-Berechenbarkeit der Kolmogorov Komplexität und der
zumindest theoretisch möglichen Approximation, welche in Abschnitt 3.1.3 gezeigt wurde,
stellt sich nun die Frage, ob es ein Verfahren gibt, um den Wert NID(x, y) zumindest für
bestimmte Zeichenketten x und y auch mit einem realistischen Ressourcenbedarf näherungs-
weise bestimmen zu können. Damit hätten wir dann ein praktisch einsetzbares Distanzmaß
gegeben, um die strukturelle Ähnlichkeit für Zeichenketten bzw. Datensequenzen im be-
schriebenen Sinn ermitteln zu können.

Die Überlegung, welche zu diesem Zweck von Cilibrasi und Vitànyi in [17] angestrengt wur-
de, legt eine bestimmte Interpretation der Kolmogorov Komplexität zugrunde. Man könnte
K(x), so die Idee, als die Größe einer maximal komprimierten Fassung von x auffassen.
Davon ausgehend liegt es dann nahe, einfach real existierende verlustfreie Kompressions-
verfahren, wie beispielsweise LZ77 [64] oder die Burrows-Wheeler-Transformation [10],
einzusetzen, um zu ermitteln, wie gut sich eine Datensequenz y unter der Verwendung von
Strukturen, die in x gegeben sind, komprimieren lässt. Gemäß der Annahme, dass Kompres-
sionsverfahren die vorhandenen redundanten Strukturen in den zu komprimierenden Daten
möglichst gut nutzen sollten, um eine Verkleinerung des Datenvolumens zu erzielen, würde
dies genau dann besonders gut funktionieren, wenn die Strukturen in x eine gute Grundlage
für die Beschreibung von y darstellen. Somit hätten wir ein bestechend einfaches Verfahren
zur Bestimmung der Beschreibungsähnlichkeit gegeben, durch das sich, so die Hoffnung,
mit einer passenden Normalisierung zumindest ansatzweise eine Annäherung an die NID
erreichen ließe.

Da Kompressionsverfahren üblicherweise nur einen einzigen Eingabeparameter haben, wird
die Konkatenation xy der Zeichenketten als Eingabe mit einem unveränderten Kompressi-
onsverfahren r betrachtet. Die Länge Cr(xy) des Resultats dieser Kompression, im Folgenden
auch als Kompressionsgröße bezeichnet, wird dann mit den isolierten Kompressionsgrößen
Cr(x) und Cr(y) verglichen.2 Wir erhalten somit folgendes Distanzmaß, das sich am Aufbau
der NID orientiert:

Definition 3.4.1 Sei r ein symmetrisches Kompressionsverfahren. Für eine Funktion NCDr :
{0, 1}∗ × {0, 1}∗ → R mit

NCDr(x, y) =
Cr(xy)−min {Cr(x), Cr(y)}

max {Cr(x), Cr(y)}

nennen wir NCDr(x, y) die Normalisierte Kompressionsdistanz (NCD) von x und y unter r.

2Um für C in Einklang mit Definition 3.1.1 zu bleiben ist r eigentlich das jeweilige Dekompressionsverfahren,
welches komprimierte Dateien als jeweils kürzeste Beschreibungen auf Objekte abbildet.
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Obwohl diese Schreibweise leicht von der NID-Formel abzuweichen scheint, gibt es dafür
eine natürliche Interpretation. Sei dazu o.B.d.A. Cr(y) ≥ Cr(x), dann würde gelten

NCDr(x, y) =
Cr(xy)− Cr(x)

Cr(y)

Das entspricht in etwa der relativen Verbesserung der Kompression, welche wir dadurch
erhalten, dass für die Kompression von y auf Strukturen aus x zurückgegriffen werden
kann. Im Allgemeinen können daher auch für die NCD Werte im Bereich zwischen 0 und 1
erwartet werden, wobei diese näher an 0 liegen, je mehr sich x und y in ihrem Sinne ähnlich
sind.

Natürlich lassen sich auch berechtigte Zweifel anmelden, was die Approximation von K
durch reale Kompressionsverfahren angeht. Nehmen wir als Beispiel etwa die Kolmogorov
Komplexität von Anfangsabschnitten der Zahl π. Wenn x ein solcher Anfangsabschnitt (be-
ginnend bei 3, 141592653589793 . . .usw.) der Länge n ist, dann gibt es eine Turingmaschine
Tπ,n, welche x erzeugt. Diese könnte auf dem Algorithmus nach Archimedes zur Berechnung
von π bis auf n Stellen basieren (vgl. [2]), was einen gleichbleibenden Anteil der Programm-
länge ausmacht. Ein von n abhängiger Anteil resultiert aus der Abbruchbedingung, welche
z.B. durch einen Zähler realisiert sein kann, der die Berechnung stoppt, sobald n Stellen er-
reicht sind. Zu diesem Zweck muss n binär codiert in pπ,n integriert sein. Die Länge von pπ,n

können wir somit für verschiedene n durch O(log2 n) + c abschätzen, wobei c die Länge des
Programmteils zur π-Berechnung ist. Selbst für große n wie z.B. n0 = 5.000.000 Stellen lässt
sich K(x) dann durch die resultierende Programmlänge in einer kompakten Größenordnung
von 23 Zeichen zusätzlich zu dem konstanten Anteil beschränken. Zum Vergleich: Für eine
Datei, welche aus den ersten 5.000.000 Stellen von π in Ascii-Codierung (1 Ziffer ∼= 1 Byte)
besteht, erhalten wir bei einer Kompression durch die bekannten Kompressionsprogramme
gzip [65] und bzip2 [12] Kompressionsgrößen von 2.347.441 und 2.155.267 Bytes. Von einer
adäquaten Annäherung an K(x), welches kleiner oder gleich der Länge von Tπ,n0 sein muss,
kann also keine Rede sein.

Dem kann nun das Argument entgegen gebracht werden, dass wir ja nicht die Kolmogorov
Komplexität selbst annähern wollen, sondern die NID. Wie in [17] angemerkt wurde, löschen
sich die darin enthaltenen Kolmogorov-Terme gegenseitig aus und aus der schlechten
Approximation von K muss nicht zwingend auch eine schlechte Approximation der gesamten
Formel folgen. Darüber hinaus kann die NCD, wie schon erwähnt, einige eindrucksvolle
Erfolge als praktisch anwendbares Ähnlichkeitsmaß reklamieren, auf die wir in Kapitel 4

noch ausführlich eingehen werden.

3.4.1. Eigenschaften der NCD

Viele werden an dieser Stelle bereits vermuten, dass es schwer oder gar unmöglich sein sollte,
der NCD unabhängig von dem jeweils verwendeten Kompressionsverfahren interessante
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Eigenschaften nachweisen oder absprechen zu können. Da bisher keine formalen Einschrän-
kungen bezüglich r gemacht wurden, könnte dabei prinzipiell jede Methode zur Anwendung
kommen, mit der sich eine Datei auch nur um ein Byte umkehrbar komprimieren lässt. Bei
einem Kompressionsverfahren s, für das fast3 immer Cs(x) = |x| − 1 für verschiedene x ist,
würde sich der Wert NCDs(x, y) kaum eignen um irgendwelche Ähnlichkeiten verschiedener
Daten zu bemessen.

Eine Einschränkung an zulässige r wurde von den Entwicklern der NCD durch den Begriff
des Normal Compressor formuliert, der durch die Einhaltung der folgenden Eigenschaften
charakterisiert ist:

• Idempotenz: Cr(xx) = Cr(x) und Cr(ε) = 0

• Monotonie: Cr(xy) ≥ Cr(x)

• Symmetrie: Cr(xy) = Cr(yx)

• Distributivität Cr(xy) + Cr(z) ≤ Cr(xz) + Cr(yz)

Unter der Bedingung, dass diese Eigenschaften auf Basis des gewählten Verfahrens r einge-
halten werden, lässt sich zeigen, dass NCDr in diesem Fall eine Metrik beschreibt [17]. D.h. es
gelten dann (bis auf einen additiven logarithmischen Anteil in der Größe log2 max {|x| , |y|})
folgende Ungleichungen:

• NCDr(x, x) = 0

• NCDr(x, y) = NCDr(y, x)

• NCDr(x, y) ≤ NCDr(x, z) + NCDr(z, y)

Dadurch ist dann sichergestellt, dass sich in bestimmten Anwendungen des Distanzmaßes
keine unerwünschten Nebeneffekte beobachten lassen.

Leider lässt sich aber auch für solche r, welche die Eigenschaften des Normal Compressors
erfüllen, generell nicht viel mehr als diese theoretische Aussage über die NCD gewinnen.
Die Eigenschaften des Normal Compressors stellen nur eine geringfügige Einschränkung
dar, da sie beispielsweise auch durch triviale Funktionen wie Cr(x) = 0 erfüllt werden und
somit wenig über die Leistungsfähigkeit oder die Semantik von r ausgesagt ist.

Tatsächlich scheint es nur unter der Betrachtung jeweils bestimmter r möglich, relevante
Aussagen über die Eigenschaften von NCDr nachweisen zu können. Dabei sind prinzipiell
zwei Möglichkeiten denkbar: Zum einen könnten wir versuchen mit Mitteln der formalen
Semantik die Funktion zu analysieren, welche durch NCDr unter der speziellen Berücksich-
tigung eines Verfahrens r realisiert wird. Dies wäre allerdings ein sehr aufwendiges und für

3Es kann nicht immer diesen Wert haben. Siehe dazu Abschnitt 3.1.1.
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die meisten realen r kaum sinnvoll zu realisierendes Unterfangen, weshalb es bisher nicht
verfolgt wurde.

Die andere Möglichkeit besteht darin, auf empirischem Weg durch die Anwendung von
NCDr als Ähnlichkeitsmaß zur Bewältigung verschiedener Klassifikations-, Retrieval- und
Clusteringaufgaben Erkenntnisse über die berechnete Funktion zu gewinnen. Vor allem
dieser zweite Ansatz wurde von zahlreichen Autoren bereits verfolgt und die erstaunlich
guten Resultate, die sich dabei ergaben, lassen der Kompressionsdistanz ihre eigentliche
Relevanz zukommen. Im nächsten Kapitel soll daher ein Überblick über die Ergebnisse in
diversen Anwendungsbereichen gegeben werden.

Trotz der eingeschränkten Möglichkeiten an eine von r unabhängige theoretische Betrachtung
wurde in [17] die Ansicht vertreten, dass sich zumindest für reale Kompressionsverfahren
mit einer ernstzunehmenden Kompressionsleistung die folgenden Eigenschaften der NCD
allgemein beobachten lassen:

• Allgemeinheit - Die NCD benötigt kein Hintergrundwissen über die untersuchten
Daten und hat keinen spezifischen Anwendungsbereich, sondern soll für verschiedenste
Bereiche sinnvolle Resultate liefern. Das bedeutet, dass Daten von beliebiger Art, wie
etwa Text-, Bild- oder Audiodateien und auch in beliebigem Dateiformat sinnvolle
Ähnlichkeitswerte bezogen auf ihren Inhalt zugeordnet werden.

• Universalität - Die NCD soll in der Lage sein, alle effektiven Distanzen zu minori-
sieren. Das bedeutet, wenn zwei Objekte ähnlich gemäß einer beliebigen effektiven
Ähnlichkeitsmetrik sind, dann sind sie sich auch ähnlich gemäß der NCD. Effektive
Ähnlichkeitsmetriken sind dabei solche Distanzfunktionen, die bestimmte Features
zweier Zeichenketten für den Vergleich heranziehen und zugleich bestimmte Vertei-
lungsbedingungen der Distanzwerte erfüllen. Beispiele wären etwa die Hamming- oder
die Levenshtein-Distanz (vgl. dazu [16]). Für die NID kann dieser Zusammenhang auf
Basis der algorithmischen Komplexität, wie in Abschnitt 3.1 verdeutlicht wurde, bewie-
sen werden, da es sich bei Turingmaschinen um eine universelle Beschreibungsmethode
handelt.

• Robustheit - Für die Berechnung der NCD ist die Auswahl des verwendeten Kompres-
sionsverfahrens nicht relevant, solange es akzeptable Kompressionsraten hat und die
Eigenschaften eines Normal Compressors erfüllt. Es sollten sich nach dieser Eigenschaft
dann unter verschiedenen Kompressionsverfahren ähnliche NCD-Werte beobachten
lassen.

Experimentell lassen sich diese Eigenschaften allerdings nur zum Teil bestätigen, wie wir
später noch sehen werden. Insbesondere die Eigenschaften der Allgemeinheit und Robustheit
können mitunter angezweifelt werden. Das liegt vor allem daran, dass sich verschiedene
Daten unterschiedlich gut mit verschiedenen Kompressionsverfahren komprimieren lassen,
was sich auch auf die Ausprägung der jeweiligen NCD-Werte auf diesen Daten auswirkt.
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3.4.2. Normalisierte Wörterbuchdistanz (NDD)

Bevor wir uns den empirischen Resultaten zuwenden, soll noch eine Variante der NCD
Erwähnung finden, welche in [40] vorgestellt wurde und für die Verfahren in Kapitel 5 von
Bedeutung ist. Sie basiert auf der Beobachtung, dass im Rahmen der NCD häufig wörter-
buchbasierte Kompressionsverfahren, wie etwa Varianten von LZ77 (siehe Abschnitt 4.1),
zum Einsatz kommen und dass sich der Vergleich der Daten durch die NCD in diesem Fall
auch auf den Vergleich der dabei erzeugten Wörterbücher beschränken lässt.

Abbildung 3.2.: Vereinigung von Wörterbüchern zur Bestimmung der Ähnlichkeit durch
die NDD.

Der Grundgedanke der Wörterbuchdistanz liegt darin, dass sich aus den Wörterbüchern von
einander sehr ähnlichen Dateien, die auch als Beschreibung dieser Dateien verstanden werden
können, ein neues Wörterbuch erzeugen lassen sollte, das beide Dateien gut charakterisiert
und nur unwesentlich umfangreicher ist. Wenn wir die Wörterbücher als Mengen von
Einträgen auffassen, können wir diesen Zusammenhang dadurch bemessen, dass wir die
Mächtigkeit der Mengen in ein Verhältnis zu der Mächtigkeit ihrer Vereinigung setzen.
Formal wird diese Idee mit der Normalisierten Wörterbuchdistanz beschreiben, die hier in
leicht veränderter Form wiedergeben wird:

Definition 3.4.2 Für zwei Zeichenketten x, y ∈ {0, 1}∗ und zugehörige Wörterbücher Wx und Wy,
welche bei der Kompression mit einem festgelegten Kompressionsverfahren erzeugt wurden, nennen
wir

NDD(Wx, Wy) =

∣∣Wx ∪Wy
∣∣−min

{
|Wx| ,

∣∣Wy
∣∣}

max
{
|Wx| ,

∣∣Wy
∣∣}

die Normalisierte Wörterbuchdistanz (NDD) von x und y.
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Der dadurch erfasste Zusammenhang lässt sich durch einen Blick auf Abb. 3.2 verdeutlichen.
Für den Fall, dass o.B.d.A. |Wx| >

∣∣Wy
∣∣ ist, wird für die NDD die Größe des ausgewiesenen

Bereichs zur Größe |Wx| in Beziehung gesetzt. Es sei angemerkt, dass sich für die NDD
ebenfalls die Eigenschaften einer Metrik nachweisen lassen.
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4. Empirische Resultate der
Kompressionsdistanz

Die Kompressionsdistanz hat verschiedene Vorzüge, die sie für eine Verwendung im Rahmen
der Mustererkennung und des Data Minings besonders interessant erscheinen lassen. Im Vor-
dergrund stehen dabei die Einfachheit sowie die vermutete Universalität, Allgemeinheit und
Parameterfreiheit des Verfahrens. Bestehende Kompressionsverfahren können ohne größere
Modifikationen verwendet werden, um einen Ähnlichkeitswert für zwei digital repräsentierte
Objekte zu berechnen. Nachdem die Konkatenation aus den Datensequenzen erzeugt wurde,
muss diese nur noch mit einem beliebigen Kompressionsprogramm komprimiert und die
Dateigröße des Resultats mit der Größe der jeweils einzeln komprimierten Dateien gemäß
Definition 3.4.1 verglichen werden. Ohne besondere Vorverarbeitung o.ä. können mit einer
Menge so erzeugter Distanzwerte Objekte gemäß ihrer Ähnlichkeit klassifiziert oder in einem
Clustering gruppiert werden.

Darüber hinaus würde es, wenn die Vermutung der Allgemeinheit des Verfahrens zutrifft,
auch keine Rolle spielen, welcher Art oder welchen Inhalts die untersuchten Daten sind oder
in welchem Format sie vorliegen. Der Grundgedanke der NCD, dass sich jeweils ähnliche
Strukturen besser gemeinsam komprimieren lassen als unähnliche, sollte für Texte, Bilder,
Audio- und Videodaten gleichermaßen zutreffen. Inwiefern diese Hoffnung tatsächlich erfüllt
wird, werden wir in diesem Kapitel unter der besonderen Betrachtung von Bilddaten in
Abschnitt 4.3 prüfen. Zuvor soll in Abschnitt 4.2 auf einige Erfolge eingegangen werden, wel-
che die Kompressionsdistanz in verschiedensten Untersuchungen bereits erreichen konnte,
damit wir uns ein Bild von ihrer Leistungsfähigkeit machen können.

Wie im vorherigen Kapitel bereits angemerkt, wurde die Ansicht vertreten, dass die NCD ro-
bust gegenüber des verwendeten Kompressionsverfahrens r ist, solange es eine ausreichende
Kompressionsrate erreicht. Das heißt, es sollte keine Rolle spielen ob wir den Distanzwert
etwa unter Verwendung von gzip, bzip2, PPMD, LZMA oder anderen Verfahren berechnen.
Versuche in [54] haben gezeigt, dass dies nur bedingt zutrifft. Darauf wird in der Zusam-
menfassung der wichtigsten Erkenntnisse über die NCD und ihrer Einschränkungen in
Abschnitt 4.4 nochmals eingegangen.

Auf Basis der Überlegungen dieses Kapitels, die unter anderem verdeutlichen sollen, dass die
Kompressionsdistanz bei kontinuierlichen und inhärent mehrdimensionalen Datenstrukturen
mit gewissen Problemen zu kämpfen hat, lässt sich dann die Problemstellung erörtern, die
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dem dritten Teil dieser Arbeit zugrunde liegt. Ausgehend von der Kompressionsdistanz soll
darin die Möglichkeit einer verbesserten Annäherung der Beschreibungsähnlichkeit unter
der speziellen Berücksichtigung von Bilddaten untersucht werden.

Bevor wir uns den empirischen Resultaten und den daraus folgenden Betrachtungen zu-
wenden, soll zunächst in Abschnitt 4.1 beispielhaft ein bekanntes Kompressionsverfahren
erläutert werden, welches als mögliche Grundlage der NCD-Berechnung dienen kann. Auf
diese Weise soll ein Eindruck vermittelt werden, was die Kompressionsdistanz bei den Daten
überhaupt bemisst, um ihre Ähnlichkeit zu bestimmen.

4.1. LZ77 als Beispiel eines Kompressionsverfahrens

Um die Wirkungsweise der Kompressionsdistanz als Ähnlichkeitsmaß beurteilen zu kön-
nen, ist es sinnvoll, sich mit der Arbeitsweise gängiger Kompressionsverfahren vertraut zu
machen. Daher soll in diesem Abschnitt das LZ77-Verfahren [64] erläutert werden, dessen
Benennung sich durch die Nachnamen seiner Erfinder Abraham Lempel und Jacop Ziv
sowie seinem Entstehungsjahr 1977 erklärt. Es stellt eines der ersten praktisch einsetzba-
ren Kompressionsverfahren in der digitalen Datenverarbeitung dar und kommt in seinen
verschiedenen Varianten auch in zeitgemäßen Kompressionsprogrammen zum Einsatz. Vor
allem die häufige Verwendung des gzip-Kompressors in der NCD-Literatur ist in diesem
Zusammenhang erwähnenswert. Er basiert auf einer leichten Variation des Verfahrens mit
einer anschließenden Huffman-Komprimierung.

Das Grundprinzip der Kompression von LZ77 liegt in dem Bestreben, jeweils möglichst
lange Ausschnitte einer Datensequenz durch indexikalische Referenzen auf vorhergehende
Stellen innerhalb dieser Sequenz zu ersetzen, an denen eine identische Teilsequenz auftritt.
Gemäß der Hoffnung, dass solche Referenzen zumeist eine kürzere Repräsentation als die
referenzierte Teilsequenz haben, sollte sich dadurch eine Reduktion des Datenvolumens
ergeben.

Im Kern der Codierung steht das sogenannte Gleitfenster (Sliding window, siehe Abb. 4.1),
mit dem nacheinander die Zeichen der Eingabe in linearer Reihenfolge untersucht werden.
Das Gleitfenster hat eine konstante Länge und wird in einen Such-Puffer (Search buffer)

Abbildung 4.1.: Das bei LZ77 verwendete Gleitfenster. Die Zeichen werden von rechts in
den Vorschau-Puffer eingelesen.
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und einen Vorschau-Puffer (Look-ahead buffer) unterteilt. Bei einer echten Implementierung
werden hier üblicherweise Größen von 32 Kilobyte (∼= 32.768 Ascii-Zeichen) oder mehr
für das gesamte Gleitfenster verwendet, während der Vorschau-Puffer häufig einen Anteil
von 256 Bytes ausmacht. Aus Gründen der Übersichtlichkeit werden wir deutlich kleinere
Fenstergrößen betrachten.

Beim Codierungsprozess werden schrittweise Zeichen in den Vorschau-Puffer eingelesen,
während dafür entsprechend viele Zeichen von dem Vorschau-Puffer in den Such-Puffer
nachrücken. In jedem Schritt wird versucht, ein möglichst langes Präfix des Vorschau-Puffers
im Such-Puffer zu finden. Dazu wird der Such-Puffer beginnend beim ersten Zeichen
nach einer Übereinstimmung mit dem ersten Zeichen des Vorschau-Puffers durchsucht. Ist
das erste Zeichen des Vorschau-Puffers gefunden, wird geprüft ob auch darauffolgende
Zeichen im Such-Puffer mit den entsprechenden Zeichen im Vorschau-Puffer übereinstimmen
usw. Nachdem schließlich die längste Entsprechung mit der Länge l im Such-Puffer für
ein Präfix des Vorschau-Puffers gefunden wurde, wird das Gleitfenster um l + 1 Zeichen
weitergeschoben und eine Referenz der Form [offset,length,char] an die Ausgabe angefügt.
In diesem Schema bezeichnet offset den Abstand des Fundorts im Such-Puffer zum ersten
Zeichen des Vorschau-Puffers, mit length wird die Länge l des längsten Fundes festgehalten
und char ist ein nachfolgendes Zeichen, welches zusätzlich zum gefundenen Präfix vom
Vorschau-Puffer in den Such-Puffer verschoben wird. Die Ausgabe des Verfahrens besteht
aus einer Folge solcher Referenzen.

Bei der Suche im Such-Puffer nach einem möglichst langen Präfix des Vorschau-Puffers
können drei mögliche Fälle auftreten (vgl. [46, S. 122]):

1. Es gibt eine Übereinstimmung.

2. Es gibt keine Übereinstimmung.

3. Es gibt eine Übereinstimmung am Ende des Such-Puffers, die sich in den Vorschau-
Puffer fortsetzen lässt.

Im 1. Fall wird eine Referenz wie beschrieben erzeugt. Durch den 2. Fall erklärt sich der
Sinn des zusätzlich zum Präfix verschobenen und in der Referenz gespeicherten Zeichens
char. Wenn wir gar keine Übereinstimmung für das erste Zeichen z des Vorschau-Puffers
finden, wird eine Referenz der Form [0,0,z] erzeugt, so dass dieses Zeichen nicht verloren
geht. Der 3. Fall beschreibt eine Situation, wie sie in Abb. 4.2 beispielhaft zu sehen ist. Wir

Abbildung 4.2.: Das referenzierte Präfix kann sich über die Grenze des Such-Puffers in den
Vorschau-Puffer erstrecken.
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Abbildung 4.3.: Ablauf der LZ77 Kompression. In der rechten Spalte sind jeweils die erzeug-
ten Referenzen dargestellt.

können in diesem Fall ein längeres Präfix als nur „ab“ referenzieren, wenn wir den Fund am
Ende des Such-Puffers über den Anfang des Vorschau-Puffers hinaus zu „abab“ fortsetzen.
Dass dies ein sinnvolles Vorgehen ist, erklärt sich durch die Dekompression, auf die später
noch eingegangen wird.

Beispielhaft soll der Codierungsprozess anhand von Abb. 4.3 verdeutlicht werden. Hier
können wir beobachten, wie eine Sequenz in ein anfänglich leeres Gleitfenster eingelesen
wird. Von rechts rücken dabei stets neue Zeichen der Sequenz nach. Für das erste Zeichen
„a“ im Vorschau-Puffer gibt es im leeren Such-Puffer zunächst keine Entsprechung, weshalb
die einzelne Referenz [0,0,a] erzeugt wird. Beim dritten Schritt lässt sich das Vorgehen
bei einer Übereinstimmung beobachten, die sich im Vorschau-Puffer fortsetzen lässt. Wir
erhalten eine Referenz, bei der die Länge größer als der Offset ist. Man beachte außerdem,
dass das Zeichen „c“, welches sich außerhalb des Vorschau-Puffers befindet, in die Referenz
[2,3,c] aufgenommen wird. Da es vorkommen kann, dass der gesamte Inhalt des Vorschau-
Puffers im Such-Puffer gefunden wird, muss immer noch ein weiteres Zeichen außerhalb
des Gleitfensters betrachtet werden, welches in diesem Fall in die Referenz aufgenommen
werden kann. Falls es keine weiteren Zeichen gibt, wird die Referenz für ein Präfix ohne das
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letzte Zeichen des Vorschau-Puffers gebildet, damit dieses in die Referenz aufgenommen
werden kann.

Der Ablauf der Dekompression unterscheidet sich nur unwesentlich von dem der Kompres-
sion und es wird dabei ebenfalls ein Gleitfenster gleicher Länge verwendet. Statt der Zeichen
werden nun nacheinander Referenzen in den Vorschau-Puffer eingelesen und mittels des
Such-Puffers in die entsprechenden Zeichenfolgen aufgelöst. Diese werden dann selbst in
den Such-Puffer geschoben und können an anderer Stelle wieder referenziert werden. Der
Inhalt des Such-Puffers ist somit in jedem Schritt der Dekompression identisch mit dem
Inhalt des Such-Puffers im entsprechenden Schritt der Kompression.

Überlegen wir noch kurz, was bei der Dekompression mit Referenzen geschieht, welche
aus einem Überschreiten der Such-Puffer-Grenze entstanden sind. Wenn wir etwa auf
die Referenz [2,3,c] stoßen, welche in unserem Beispiel generiert wurde, dann haben wir
bereits die Sequenz „aab“ im Such-Puffer erzeugt. Der Offset 2 verrät uns, dass wir mit der
Auflösung bei „ab“ beginnen müssen und wir erzeugen dann erst „a“ und dann „b“ im
Vorschau-Puffer. Da die Länge der Referenz 3 beträgt, wird nun einfach das erste erzeugte
Zeichen „a“ selbst wieder zur Erzeugung eines weiteren „a“ betrachtet. Abschließend wird
noch ein „c“ in den Such-Puffer kopiert.

Die Referenzen des LZ77-Verfahrens führen genau dann zu einer Kompression, wenn sie sich
kompakter darstellen lassen als die referenzierte Sequenz. In einer realen Implementierung
könnten wir die Länge der Referenzen beispielsweise auf 4 Bytes festlegen und dabei 2
Bytes für die Repräsentation des Offset, ein Byte für die Länge und ein weiteres für das
nachfolgende Zeichen vorsehen. Damit könnten wir dann beliebige Ausschnitte in einem
Gleitfenster von 64 KByte mit einer Länge von bis zu 256 Bytes referenzieren. Damit sich
eine Referenz „lohnt“, muss das gefundene Präfix dann mindestens 4 Bytes lang sein. In
einer Erweiterung namens LZSS, welche in gzip zum Einsatz kommt, kann durch spezielle
Markierungen verhindert werden, dass zu kurze Zeichenfolgen durch Referenzen ersetzt
werden. Die Zeichen werden dann einfach unverändert in die Ausgabe aufgenommen.

4.1.1. LZW

LZ77 wird häufig als Wörterbuch-basiertes Verfahren bezeichnet, was darin begründet liegt,
dass der Inhalt des Such-Puffers als ein Wörterbuch interpretiert werden kann, das genutzt
wird, um Sequenzen des Vorschau-Puffers durch Verweise auf darin enthaltene Einträge
zu ersetzen. Da dieses Wörterbuch in der Datei selbst eingebettet ist, wird dabei auch von
einem impliziten Wörterbuch gesprochen. Eine Weiterentwicklung von LZ77 namens LZW [57]
verwendet statt dem Such-Puffer ein explizites Wörterbuch, welches während der Kompression
aufgebaut wird und beispielsweise beim Vergleich von Wörterbüchern mittels NDD zum
Einsatz kommen kann.
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Zu Beginn der LZW-Kompression ist dieses Wörterbuch mit allen Zeichen des verwendeten
Alphabets (z.B. alle Byte-Werte von 0 bis 255) gefüllt, wobei jedes Zeichen mit einem Index
versehen wird. Immer wenn wir einen möglichst langen Präfix des Vorschau-Puffers in
diesem Wörterbuch finden, wird eine Referenz gesetzt, die einzig aus dem Index des
entsprechenden Eintrags besteht. Außerdem wird dieser Präfix zusammen mit dem direkt
darauffolgenden Zeichen als neuer Eintrag in das Wörterbuch aufgenommen. Die maximale
Länge des Wörterbuchs ist zumeist auf einen konstanten Wert festgelegt, so dass ab erreichen
dieser Schranke keine weiteren Einträge aufgenommen werden. Nach dem Setzen der
Referenz fährt die Codierung bei jenem Zeichen fort, das direkt nach dem gefundenen
Präfix im Such-Puffer steht. Bei der Dekompression muss nun lediglich darauf geachtet
werden, dass das Wörterbuch in gleicher Weise initialisiert und erweitert wird wie bei der
Kompression. Dadurch lassen sich die Referenzen dann wieder auflösen.

Gegenüber LZ77 hat dieser Algorithmus zwei Vorteile: Zum einen werden dadurch, dass
wir nur die Indizes der Wörterbucheinträge speichern müssen, sehr viel kürzere Referenzen
erzeugt; auf diese Weise lässt sich die Kompressionsleistung oft erheblich verbessern. Zum
anderen ist das Verfahren nicht mehr an die lokalen Einschränkungen beim Finden langer
Übereinstimmungen gebunden, die sich bei LZ77 durch die festgelegte Suchfenstergröße
ergeben. Nehmen wir beispielsweise eine Datensequenz, in der eine sehr lange Zeichenfolge
ständig wiederholt wird, aber zwischen diesen Wiederholungen liegen sehr lange Sequenzen
anderer Zeichen. Wenn der Such-Puffer bei LZ77 zu kurz gewählt wurde, dann kann er diese
Redundanzen zur Kompression nicht ausnutzen. Bei LZW wird sich hingegen nach einigen
Wiederholungen die gesamte Sequenz im Wörterbuch wiederfinden, so dass sie bei jedem
weiteren Auftreten komplett durch den entsprechenden Index ersetzt werden kann.

Es sei allerdings angemerkt, dass LZW trotz dieser Vorteile in Anwendungsprogrammen eher
selten zum Einsatz kommt, was vor allem dem Umstand geschuldet ist, dass der Algorithmus
bis ins Jahr 2003 in vielen Ländern mit einem Softwarepatent versehen war. Für unsere
Betrachtungen ist das Verfahren vor allem als Basis der Wörterbuchdistanz interessant.

4.1.2. Kompressionsdistanz und LZ77

Es ist zu erwarten, dass eine Kompression unter Verwendung von Referenzen genau dann zu
geringen Kompressionsgrößen führt, wenn sich möglichst häufig, möglichst lange redundan-
te Zeichenfolgen in einer Datensequenz finden lassen. Durch diesen Zusammenhang würde
dann auch die Berechnung der Kompressionsdistanz auf der Grundlage Referenzen-basierter
Kompressionsverfahren maßgeblich bestimmt werden. Es gibt allerdings einen gewissen
„Trade-off“ zwischen Länge und Häufigkeit solcher Redundanzen, der für die Möglichkeit
der guten Kompression einer Datensequenz maßgeblich ist.

Betrachten wir beispielhaft Sequenzen der Form xx aus mehreren identischen Teilsequenzen.
Wenn wir vereinfacht davon ausgehen, dass sich durch das Setzen einer Referenz eine
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Verkürzung auf einen logarithmischen Anteil der ersetzten Teilsequenz ergibt, dann können
wir das zweite x durch eine Referenz auf das erste x in der Größe log2(|x|) verkürzen. Für
|xx| = 600 erhalten wir somit beispielsweise eine Kompressionsgröße von

|x|+ log2(|x|) = 308.229

Zeichen. Betrachten wir außerdem noch eine Sequenz der Form yyyyyy, welche ebenfalls die
Länge |yyyyyy| = 600 hat. Wenn wir hier jedes y durch eine Referenz auf seinen Vorgänger
ersetzen, dann kommen wir auf eine Kompressionsgröße von

|y|+ 5 ∗ log2(|y|) = 133.219

Zeichen, was schon erheblich weniger wäre und somit eine bessere Kompression dieser
Sequenz gegenüber der vorherigen erlauben würde. Für derartige Sequenzen der Länge n
und entsprechende Referenzierungen können wir den Zusammenhang durch

l + (
n
l
− 1) ∗ log2(l)

verallgemeinern, wobei l die Länge der identischen Teilsequenzen darstellt. Der Term n
l − 1

ist dann die Anzahl der Referenzen und log2(l) ihre Länge. Wenn wir die entsprechenden
Werte für n = 600 und verschiedene l in ein Diagramm einzeichnen, ergibt sich der in
Abb. 4.4 dargestellte Graph.

Das globale Minimum der Kurve findet sich an einer Stelle mit l < 1. Wir müssen aber
davon ausgehen, dass keine beliebig kurzen Referenzen, wie etwa mit der Länge log2(1) = 0,
gesetzt werden können. Für eine optimale Kompression käme daher nur das lokale Minimum
mit der Länge l = 51.1244 in Frage, welche die Sequenzen bei Ausnutzung von Referenzen
der beschriebenen Art in etwa haben müssten. Somit ist weder eine möglichst große Länge
noch eine möglichst große Häufigkeit der Redundanzen für sich genommen entscheidend,
sondern ein gutes Gleichgewicht aus beidem.

Überlegen wir nun, was das für die Anwendung von LZ77 bei der Berechnung der NCD
bedeutet. Nehmen wir beispielsweise an, dass es bei der Konkatenation xy eine sehr lange
Teilsequenz s in x gibt, die auch in y auftaucht. Aus der gemeinsamen Kompression von x
und y kann dann ein Vorteil gewonnen werden, da sich diese lange Sequenz in y durch eine
Referenz auf ihr redundantes Vorkommen in x ersetzen lässt. Die Frage wäre nun, ob auch
häufigere Vorkommen von s in y einen Einfluss auf den Wert NCDLZ77(x, y) haben. Das lässt
sich entgegen der geweckten Erwartung verneinen. Wenn es mehr als ein s in y gibt, dann
können wir weitere Vorkommen auch ohne zusätzlich x zu betrachten durch eine Referenz
auf das erste Vorkommen ersetzen. Da der „Kompressionsgewinn“ in der NCD aber durch
die isolierten Kompressionsgrößen normalisiert wird, sind nur solche Verkürzungen relevant,
die sich aus der gemeinsamen Kompression ergeben. Da sich die weiteren s aber auch durch
das erste s komprimieren lassen, ist ihr Anteil an der Kompression bereits in C(y) enthalten
(vgl. hierzu auch [9]).
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Abbildung 4.4.: Zusammenhang zwischen Länge l der identischen Teilsequenzen und Kom-
pressionsgröße C der daraus zusammengesetzten Sequenz.

Es sei allerdings angemerkt, dass der beschriebene Zusammenhang nicht notwendigerwei-
se auch für die NCD unter beliebigen anderen Kompressionsverfahren zutrifft. So legen
Betrachtungen in [54] etwa nahe, dass bei einer Berechnung mit Verfahren, denen die
Burrows-Wheeler-Transformation [10] zugrunde liegt (z.B. bzip2), auch die Häufigkeit der
Redundanzen einen Einfluss auf das Resultat haben kann.

4.2. Erfolge bei Clustering und Klassifikation von Prosatexten,
Gendaten und Musikstücken

Die Kompressionsdistanz hat durch ihre Leistungen bereits einige akademische Aufmerk-
samkeit auf sich ziehen können. Zahlreiche Veröffentlichungen haben Untersuchungen ihrer
Eigenschaften oder ihre Anwendung als Ähnlichkeitsmaß für Clustering und Klassifikation
auf verschiedenen Problemfeldern zum Gegenstand.

So wurde die NCD beispielsweise in [45] zur Analyse von Herzfrequenzaufzeichnungen von
Föten nach unbedenklichen und abnormalen Verläufen eingesetzt. Dabei konnte beobachtet
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werden, wie eine Testmenge auf einer hohen Ebene eines hierarchischen Clusterings zunächst
nach den Krankenhäusern unterteilt wurde, von denen die Aufzeichnungen bezogen wurden.
Auf einer niedrigeren Ebene fand sich dann die erwünschte Unterteilung nach unbedenkli-
chen, pathologischen und alarmierenden Verläufen. Nachforschungen der Autoren ergaben,
dass dies auf die unterschiedlichen Abtastraten zurückgeführt werden kann, welche die
Krankenhäuser bei der Aufzeichnung verwenden.

Andere Autoren haben sich mit Klassifikationsaufgaben auf Basis von Erbgutinformatio-
nen beschäftigt. Beispielsweise wurde in [43] gezeigt, dass sich die Kompressionsdistanz
erfolgreich zur Analyse der Genexpression auf Basis von Microarrays zur Unterscheidung
von gesundem und tumorösem Gewebe einsetzen lässt, während in [11] und [35] eine
phylogenetische Klassifikation verschiedener Spezies auf Basis ihrer mitochondrialen DNA
durchgeführt werden konnte.

Beliebte Anwendungsfelder der Kompressionsdistanz sind weiterhin textuelle und auditive
Daten. In [53] wurden große Textkorpora mittels der NCD für eine visuelle Analyse aufberei-
tet. Zahlreiche wissenschaftliche Texte konnten dabei sinnvoll in eine graphisch repräsentierte
Themenlandschaft und sich ähnelnde Gegenstandsbereiche eingeordnet werden. Dabei hat
sich allerdings auch die begrenzte Skalierbarkeit des Verfahrens bemerkbar gemacht, da
die Berechnung einer Distanzmatrix aus NCD-Werten für große Dateisammlungen schnell
sehr aufwendig werden kann. Weiterhin erwähnenswert ist [1], worin es gelang auf Basis
kompressionsbasierter Verfahren die Autorenschaft von Web-Content zu ermitteln, womit
beispielsweise eine Profilierung von stark aktiven Internetnutzern durchgeführt werden
kann, sowie [8] und [20] worin die Erkennung von SPAM-Nachrichten untersucht und festge-
stellt wurde, dass die Kompressionsdistanz dabei mitunter besser als etablierte SPAM-Filter
abschneidet.

Im Bereich der Analyse auditiver Daten ist vor allem [18] interessant, worin es gelang,
verschiedenste Musikstücke nach ihrer Ähnlichkeit zu gruppieren. Durch ein NCD-basiertes
hierarchisches Clustering wurden die Musikstücke in einer höheren Ebene nach Genre,
wie etwa Jazz, Rock oder Klassik unterteilt, während sich auf einer niedrigen Ebene eine
Gruppierung nach Interpreten feststellen ließ. Gerade dieses Phänomen der Gruppierung
nach charakteristischen Merkmalen auf verschiedenen Ebenen lässt sich häufig in den
hierarchischen Clusterings beobachten, weshalb diese Methode sehr häufig zur Analyse der
Daten eingesetzt wird.

Um jedoch nicht nur von den kühnen Resultaten der Kompressionsdistanz berichten, son-
dern einige davon auch exemplarisch demonstrieren zu können, wurden im Rahmen dieser
Arbeit ebenfalls einige Experimente zur Analyse von Texten, Audio- und Gendaten durchge-
führt. So zeigt das Diagramm in Abb. 4.5 beispielsweise ein agglomeratives hierarchisches
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Clustering1 von Tierarten nach Ähnlichkeit ihrer mitochondrialen DNA, welches auf Basis
einer mit NCDbzip2 erzeugten Distanzmatrix generiert wurde. Die Gendaten lagen dafür als

blueWhale.txt

finWhale.txt

cat.txt

horse.txt

rat.txt

mouse.txt

chimpanzee.txt

human.txt

graySeal.txt

harborSeal.txt

Abbildung 4.5.: Clustering von mtDNA nach Tierart. Verwendet wurde NCDbzip2.

Ascii-codierte Textdateien bestehend aus den Ascii-Zeichen „G“,“A“,“T“,“C“ vor. Ihre Reprä-
sentation im Diagramm ist durch die entsprechenden Dateinamen gekennzeichnet, welche
als Clustering-Label verwendet wurden. Gelungen ist bei diesem Clustering offensichtlich
die Gruppierung von je zwei eng verwandten Tierarten, wie etwa von Ratte und Maus
oder von Mensch und Schimpanse. Spekulationen über die Korrektheit höherer Ebenen des
Dendrogramms seien an dieser Stelle dem biologischen Fachpublikum vorbehalten.

Des Weiteren lässt sich in Abb. 4.6 ein Clustering von klassischen Prosatexten betrachten,
welche aus dem Projekt Gutenberg [44] bezogen wurden. Bis auf eine Durchmischung bei
Goethe und Brentano kann eine recht deutliche Gruppierung nach Autoren und darüber
hinaus nach jeweils zusammengehörigen Werken beobachtet werden.

Als Beispiel für eine Gruppierung auditiver Inhalte ist in Abb. 4.7 ein hierarchisches Clus-
tering von Musikstücken in Midi-codierten Dateien dargestellt. Diese wurden den So-
undtracks einiger Computerspiel-Klassiker (Monkey Island, Loom etc.) entnommen und
mittels NCDgzip analysiert. Das Clustering der Musikstücke nach ihrer jeweiligen Herkunft
scheint bis auf eine Melodie aus „Monkey Island“, welche unter die Gruppe der Fortset-
zung dieses Spiels, „Monkey Island 2“, gefallen ist, recht gut gelungen zu sein. Als dieser
Testmenge allerdings noch die Soundtracks von zwei weiteren Spielen hinzugefügt wurden,
war das Resultat schon etwas durchwachsener. Dazu sei angemerkt, dass sich bei manchen

1Zur hier verwendeten Terminologie und Clusteringverfahren siehe [52]. Auf Details der verwendeten Werk-
zeuge wird bei den Experimenten in Kapitel 6 genauer eingegangen.
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bebel_brent.txt

bebel_leben2.txt

bebel_leben1.txt

goethe_faust2.txt

goethe_faust1.txt

brentano_Chronika.txt

brentano_myrten.txt

goethe_werther1.txt

goethe_werther2.txt

brentano_gockel.txt

schiller_kabale.txt

schiller_wallenstein2.txt

schiller_wallenstein1.txt

busch_filucius.txt

busch_herzen.txt

Abbildung 4.6.: Clustering von Prosatexten nach Autor und Werk. Verwendet wurde
NCDgzip.

Fehlern in den Clusterings schwer einschätzen lässt, ob uns dadurch eine Aussage über das
Verfahren oder eher über die betrachteten Daten zuteil wird. Im betreffenden Fall konnten
die Melodien aus den Spielen, bei denen eine Vermischung stattgefunden hat, zumindest
nach Einschätzung mancher Hörer tatsächlich als einander sehr ähnlich eingeschätzt werden.
Kenner der Materie würden dem möglicherweise widersprechen.

Machen wir uns an dieser Stelle noch einige Gedanken dazu, was es eigentlich bedeutet,
wenn zwei Texte, Genome oder Musikstücke einander ähnlich sein sollen. Im Fall von
Musikstücken etwa gibt es verschiedenste Merkmale, die ihren Inhalt charakterisieren. Da
wären beispielsweise Tempo, Rhythmus, Tonhöhe oder charakteristische Akkorde, um nur
einige zu nennen. Wir könnten zwei Musikstücke ähnlich nennen, wenn sie in einem oder
mehreren dieser Merkmale eine Übereinstimmung zeigen. Doch was misst die NCD in
diesem Fall? Hier sollte nun die in Abschnitt 3.4.1 bereits angesprochene Universalität der
NCD zum tragen kommen. Ihre Erfinder haben die Ansicht vertreten, dass die NCD alle
effektiven Metriken, die jeweils bestimmte Merkmale vergleichen, minorisiert. D.h. wenn
sich zwei Gegenstände ähnlich bezüglich irgendeiner effektiven Metrik sind, dann wären sie
sich auch ähnlich im Sinne der NCD. Für die NID lässt sich dieser Zusammenhang auch
beweisen [6].

Was es für die NCD bedeutet, können wir uns anhand der Beobachtung von Merkmalsgrup-
pierungen auf verschiedenen Ebenen der hierarchischen Clusterings verdeutlichen. Wenn die
NCD eine sinnvolle Erfassung des Ähnlichkeitsbegriffs leisten soll, dann dürfen die dadurch
ermittelten Werte zumindest nicht in einem eklatanten Gegensatz zu einer möglichen Inter-
pretation eines menschlichen Betrachters bezüglich der Ähnlichkeit der jeweiligen Objekte
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Abbildung 4.7.: Clustering von Soundtracks diverser Computerspiele. Verwendet wurde
NCDgzip.

stehen. Insoweit sich das für die bisher betrachteten Resultate einschätzen lässt, scheint diese
Bedingung durchaus erfüllt. Im nächsten Abschnitt werden wir prüfen, ob dies auch für die
Analyse von Bilddaten haltbar ist. Hier lässt sich in vielen Fällen sehr unzweifelhaft sagen,
was ein menschlicher Betrachter als einander ähnlich oder unähnlich bezeichnen würde.

4.3. Analyse von Bildähnlichkeit durch die Kompressionsdistanz

Die automatische Erkennung, Klassifikation und Indexierung von Bilddaten stellt ein weit-
läufiges und aktives Forschungsfeld dar. Obgleich sich mit modellbasierten und problems-
pezifischen Verfahren viele Aufgaben auf diesem Gebiet lösen lassen, gibt es bisher noch
kein Verfahren, das in der Lage ist, beliebige Bilddatenmengen unbekannten Inhalts und
unüberwacht nach einem universellen Ähnlichkeitsprinzip sinnvoll zu kategorisieren. Eine
Übersicht zum bisherigen Stand der Forschung findet sich beispielsweise in [50]. Angesichts
der erstaunlichen Resultate, die sich mit dem simplen NCD-Verfahren auf verschiedensten
Anwendungsbereichen erzielen lassen, stellt sich nun die Frage, ob auch die Ähnlichkeit
graphischer Daten in angemessener Weise dadurch beurteilt werden kann. Verschiedene
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Veröffentlichungen der letzten Jahre haben sie sich in einigen Variationen zum Thema
gemacht.

So wurde beispielsweise in [4] mit positivem Ergebnis untersucht, ob sich die Kompressi-
onsdistanz zur Bildregistrierung von insbesondere medizinischem Bildmaterial einsetzen
lässt. Dabei wurde jeweils eine Überlagerung eines möglichen Arrangements zweier Bilder
komprimiert und als bestes Arrangement dasjenige mit der geringsten gemeinsamen Kom-
pressionsgröße bestimmt. Im Bereich der semantischen bzw. inhaltsbasierten Bild-Analyse
sind vor allem die Arbeiten [28], [40] und [25] zu nennen, worin die Anwendung von
kompressionsbasierten Ähnlichkeitsdistanzen auf Klassifikations- und Retrievalaufgaben für
verschiedene bekannte Bildbibliotheken und Testdatensätze evaluiert wurde.

Obwohl sich unter diesen Untersuchungen durchaus beachtliche Erfolge der Kompressi-
onsdistanz finden lassen, werden dabei auch erhebliche Einschränkungen deutlich, mit
denen sie, insbesondere bei der Beurteilung von eher semantisch als stark visuell ähnlichen
Bildern, zu kämpfen hat. Wir werden daher nachfolgend einige Untersuchungen einfa-
cher Bilddatensätze betrachten um eine Einschätzung ihrer Leistung in diesem Bereich zu
ermöglichen.

In diesen Experimenten kam für die NCD-Berechnung statt der Kompressionsgröße der
einfachen Konkatenation C(xy) der Bilddateien jeweils die Kompressionsgröße einer Ver-
schachtelung der Dateien nach dem INCD-Prinzip (Interleaved Normalized Compression
Distance) zur Anwendung, welches in [54] vorgeschlagen wurde. Dies ist dem Umstand
geschuldet, dass die NCD bei großen Dateien oft verfälschte Resultate liefert, was auf ver-
schiedene Einschränkungen der dabei verwendeten Kompressionsverfahren zurückzuführen
ist (siehe auch [14]). So werden beispielsweise bei bzip2 jeweils Blöcke von 900 KByte aus
einer Datei isoliert von den restlichen Daten betrachtet, während die Analyse beim gzip-
Verfahren durch die konstante LZSS-Fenstergröße (üblicherweise 32 KByte) beschränkt ist.
Bei der INCD wird diese Einschränkung dadurch umgangen, dass schrittweise Abschnitte
der Dateien entsprechend ihrer relativen Größe entnommen und zu Blöcken konkateniert
werden, deren Größe wiederum durch die jeweilige Block- bzw. Fenstergröße des verwende-
ten Kompressionsverfahrens bestimmt wird. Auf diese Weise lassen sich für große Dateien
oft bessere Resultate erzielen.

Als Beispiel einer gelungenen Analyse einer graphischen Testmenge kann das in Abb. 4.8
dargestellte hierarchische Clustering von einigen zufällig gewählten Bildern aus der Coil-100-
Bibliothek [41] betrachtet werden. Bei der Coil-100 handelt es sich um eine Sammlung aus
Aufnahmen von 100 Alltagsgegenständen, welche jeweils aus 72 verschiedenen Winkeln unter
synthetischen Bedingungen fotografiert wurden. Einige Beispiele können in Anhang A.4
eingesehen werden. Eine unzweifelhaft sinnvolle Gruppierung ergibt sich für diese Testmenge
durch Gruppen von Bildern, die jeweils das gleiche Objekt darstellen.

Und tatsächlich können wir dem Clustering eine in diesem Sinne größtenteils korrekte
Gruppierung entnehmen. An den Dateinamen ist zu erkennen, dass sich für die Objekte
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Abbildung 4.8.: Hierarchisches Clustering von einigen Bildern der Coil-100-Bibliothek auf
Basis von INCDgzip.

„obj4“,“obj6“,„obj9“ und „obj10“ eine perfekte Zuordnung auf unterster Ebene ergeben hat.
Lediglich zwei Aufnahmen von „obj1“ und „obj3“ finden sich jeweils in Unterbäumen, die
von anderen Objekten dominiert werden. Das gute Abschneiden beim Clustering deckt
sich auch mit den Beobachtungen zur Klassifikationsleistung der Kompressionsdistanz auf
der Coil-100, welche in [28] gemacht wurden. Darin konnte mittels gzip eine Objekterken-
nungsrate von durchschnittlich 82% der Bilder bei Verwendung von nur drei Repräsentanten
für jedes Objekt der Testmenge beobachtet werden. Für ein Verfahren, das allein auf der
syntaktischen Ebene der Daten arbeitet, ein durchaus beeindruckendes Resultat.

Die Aussagekraft der erzeugten INCDgzip-Distanzmatrix lässt sich durch das Diagramm in
Abb. 4.9 besser beurteilen. Zu seiner Erstellung wurden die Matrix-Einträge so sortiert, dass
alle Zeilen und Spalten, welche die Distanzwerte von Bildern des gleichen Objekts enthalten,
jeweils nebeneinander stehen. Anschließend wurde jedem Distanzwert eine Färbung aus
der darunter abgebildeten Skala zugeordnet, so dass größere Werte jeweils Farben bekamen,
die in der Skala weiter im roten Bereich liegen. Mittels Ersetzung jedes Matrix-Eintrags
durch einen Bereich in dem zugeordneten Farbwert entsteht dann das Diagramm.2 Auf
seiner Diagonalen sind deutlich abgegrenzte quadratische Bereiche mit niedrigen Werten zu

2Siehe zu den Details dieser Darstellung [52, S. 543 ff.].
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Abbildung 4.9.: Distanzmatrix, welche mit INCDgzip für das Clustering erzeugt wurde.
Darunter: Skala der Farbintensität; je stärker die Rotfärbung, desto näher
liegt der Wert bei 1.

erkennen, woran sich absehen lässt, dass die Bilder des gleichen Objekts zueinander jeweils
geringere Distanzen aufweisen als zu den Bildern anderer Objekte. Allerdings lassen sich
auch leichte Unregelmäßigkeiten in diesem Muster beobachten und die Abgrenzung ist nicht
überall so scharf, wie es zu wünschen wäre.

Leider schlägt sich die mangelhafte Abgrenzung bei einem Clustering für Objekte der Coil-
20-Bibliothek [42] noch gravierender nieder, wie in dem Clustering in Abb. 4.10 oben und der
zugehörigen Distanzmatrix darunter zu sehen ist. Die Coil-20 ist von der gleichen Art wie
die Coil-100 und stellt eine Sammlung aus Bildern von diesmal 20 Alltagsgegenständen dar.
Beispiele können in Anhang A.1 eingesehen werden. Dem erzeugten Clustering kann ohne
Zweifel eine erheblich schlechtere Qualität bescheinigt werden. So scheinen einige Bilder
der Objekte „obj2“,„obj3“,„obj5“,„obj6“ und „obj9“ eher zufällig über die Baumstruktur
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Abbildung 4.10.: Oben: Hierarchisches Clustering von einigen Bildern der Coil-20-Bibliothek.
Unten: Distanzmatrix auf Basis von INCDgzip.
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verteilt, als dass sich eine sinnvolle Ordnung bis auf wenige Paare erkennen lässt. Einzig das
Objekt „obj1“ konnte sauber von allen anderen abgetrennt werden. Wenn wir die unter dem
Clustering abgebildete Distanzmatrix betrachten, wird dieser Eindruck zusätzlich bestärkt.
Hier lässt sich nur wenig wahrnehmbare Ordnungsstruktur erkennen. Die Ausbildung
quadratischer Bereiche mit niedrigen Distanzwerten blieb fast vollständig aus; einzig für die
ersten 5 Bilder, welche dem Objekt „obj1“ zugehörig sind, ist eine leichte Abgrenzung zu
sehen. Diese Beobachtung deckt sich mit der gelungenen Gruppierung dieses Objekts im
Clustering.

Der Qualitätsunterschied beim Clustering der beiden Testmengen lässt sich teilweise durch
eine Analyse von Low-Level-Merkmalen der Bilddateien erklären. Obwohl sich die Bilder
von Coil-20 und Coil-100 scheinbar nur unwesentlich voneinander unterscheiden, lässt sich
feststellen, dass gerade im Fall der betrachteten Datensätze die Analyse der Coil-100-Bilder
einfacher allein durch die Betrachtung von distinktiven syntaktischen Merkmalen auf Ebene
der Bytes bewerkstelligt werden kann. Eine Bestätigung dafür liefern die Clusterings in
Abb. 4.11, welche für die gleichen Testmengen auf der Basis von Histogrammvergleichen
durchgeführt wurden. Hierbei wurde die durchschnittliche Abweichung

δhist(x, y) =
1

256
∗

255

∑
i=0

∣∣hx(i)− hy(i)
∣∣

der Histogramme zweier Bilddateien x und y als Distanzmaß verwendet, wobei hx(i) die re-
lative Häufigkeit des Vorkommens der Pixel-Intensität bzw. des Byte-Werts i in x bezeichnet.3

Auch bei diesen Clusterings lässt sich eine signifikant bessere Gruppierung bei der Coil-100-
Testmenge als bei der Coil-20-Testmenge beobachten. Man kann also annehmen, dass sich
aus den Intensitätshäufigkeiten der untersuchten Coil-100-Bilder leichter Rückschlüsse auf
das zugehörige Objekt ziehen lassen.

Im Falle von NCDgzip ist zu vermuten, dass die Huffman-Komprimierung [30], welche dem
LZSS-Verfahren bei gzip nachgelagert ist, auf derartige Merkmalsausprägungen erster Ord-
nung anschlägt. Dabei ist folgende Überlegung entscheidend: Die Größe der konkatenierten
Kompression Chu f f man(xy) von sehr ähnlichen x und y lässt sich gegenüber der Summe
der isolierten Kompressionsgrößen Chu f f man(x) + Chu f f man(y) nicht wesentlich verringern,
wie dies etwa bei LZ77 oder LZSS gelingen kann. Das liegt darin begründet, dass bei dem
Huffman-Verfahren lediglich eine optimale Codierung der vorkommenden Zeichen (=Bytes)
- d.h. ein optimales Alphabet - für eine gegebene Datensequenz ermittelt wird. Ein optimales
Alphabet für xy kann aber nicht besser zur Codierung der konkatenierten Datensequenz
geeignet sein als zwei optimale Alphabete für die einzelnen Sequenzen x und y. Natürlich
kann es aber schlechter geeignet sein. Und dadurch könnte sich der Effekt erklären las-
sen, den einander entsprechende Intensitätshäufigkeiten in den Bildern auf NCDgzip haben.

3Zur Erinnerung: Bei Graustufen-Rastergrafiken entspricht der Intensitätswert eines Pixels im Bild genau dem
Wert eines bestimmten Bytes in der Bilddatei (siehe Abschnitt 2.2).
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Abbildung 4.11.: Oben: Clustering von Coil-100 auf Basis von δhist. Unten: Das Gleiche für
Coil-20.
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Durch diese gemeinsame Eigenschaft der Dateien resultiert zwar keine Verbesserung aus
dem Huffman-Teil der konkatenierten Kompression; wohl aber könnte bei voneinander sehr
verschiedenen Intensitätshäufigkeiten eine Verschlechterung zustande kommen. Auch auf
dieser Basis lässt sich eine Abtrennung erreichen, da die konkatenierte Kompressionsgröße
zweier ähnlicher Bilddateien trotzdem kleiner wäre als die zweier unähnlicher Bilddateien.

Die Probleme, auf die wir bei der Messung von Bildähnlichkeiten durch die NCD stoßen,
fangen aber bereits bei einfachen Variationen eines Bildes durch lineare Transformationen an.
Ein interessanter Artikel, der in diesem Zusammenhang genannt werden sollte, findet sich
in [56]. Darin wird die Anwendung der NCD zur Erkennung eines bestimmten Bild-Motivs
in jeweils leicht modifizierten Darstellungen untersucht. Der Artikel unternimmt zunächst
eine kurze Besprechung der von C. Ehrenfels entwickelten Gestalt-Theorie [21]. Gegenstand
dieser psychologischen Theorie ist unter anderem die Frage, unter welchen Bedingungen
ein menschlicher Betrachter verschiedenen Paaren von Gegenständen eine Ähnlichkeit
zuerkennen würde. Von E. Goldmeier wurden auf Basis dieser Theorie zahlreiche Studien
durchgeführt, bei denen Probanden einfache Motive und Formen nach deren Ähnlichkeit
beurteilen sollten. Die Bilder dieser Studien wurden von den Autoren in ihrer Arbeit auch
mittels NCD analysiert und verglichen aber die Ergebnisse waren leider nicht so gut wie
erhofft. Im weiteren Verlauf ihrer Ausführungen kommen sie zu dem Ergebnis, dass durch
die NCD solche Bilder, welche durch leichte Änderungen, wie etwa Rotationen, Skalierungen
o.ä., aus einem Originalbild entstanden sind, bereits als sehr unähnlich zu diesem Original
bestimmt werden, obschon ein Mensch dabei zweifellos anders entscheiden würde.

Im Rahmen von [54] wurde ein Verfahren entwickelt, mit dem die Berechnung der Kom-
pressionsdistanz für LZSS-basierte Verfahren visualisiert werden kann. Damit können wir
die Probleme der Kompressionsdistanz auf Bilddaten anhand einiger Beispiele untersuchen.
Exemplarisch ist in Abb. 4.12 eine solche Visualisierung der NCD-Berechnung zweier Auf-
nahmen von Personen zu sehen. Für die gemeinsame Kompression zweier Bilddateien x

Abbildung 4.12.: Beispiel für die Visualisierung von NCDLZSS bei der konkatenierten Kom-
pression.
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und y werden dabei die Referenzen kenntlich gemacht, die von LZSS verwendet werden
um Inhalte des ersten Bildes der Konkatenation für die Kompression des zweiten Bildes zu
nutzen. Die rot gefärbten Stellen im linken Bild x werden jeweils an den orange gefärbten
Stellen im rechten Bild y referenziert. Die Referenzen, welche zwischen Teilsequenzen inner-
halb eines Bildes gezogen werden, sind nicht eingezeichnet. Links oben in der Darstellung
wird außerdem der Wert NCDgzip(x, y) aufgeführt. Dem bereits angesprochenen Problem
der Dateigröße wird bei dieser Visualisierung einfach durch ein ausreichend langes Gleit-
fenster begegnet, so dass sich das erste Bild der Konkatenation jeweils vollständig erfassen
lässt. Zum Verständnis der Darstellung ist zu beachten, dass das LZSS-Verfahren, wie in
Abschnitt 4.1 angesprochen wurde, nur dann Referenzen setzt, wenn es sich „lohnt“, d.h.
wenn sich dadurch tatsächlich eine Kompression erzielen lässt.

Schon bei diesem Beispiel wird deutlich, welche Einschränkungen sich damit für die Analyse
durch die NCD ergeben. Es scheint nur sehr wenige Pixelfolgen zu geben, welche unverändert
in beiden Bildern auftauchen, so dass sie zur gegenseitigen Kompression genutzt werden
können. Tatsächlich lässt sich für viele reale Fotografien beobachten, dass die Anzahl exakt
redundanter Pixelfolgen innerhalb eines Bildes ab einer gewissen Länge rapide abnimmt.
Hierbei spielt auch der Kontrast im jeweiligen Bildbereich eine Rolle. Je geringer er ist,
desto häufiger können wir längere Folgen identischer oder nur leicht verschiedener Pixel
beobachten, für die sich mit größerer Wahrscheinlichkeit eine exakte Entsprechung an
anderer Stelle finden lässt. Das erklärt das häufigere Vorkommen von Referenzen in den
dunklen Bildbereichen.

Mit Hilfe dieser Visualiserung können wir noch weitere Effekte beobachten, welche die
Kompressionsdistanz in ihrer Eigenschaft als adäquates Ähnlichkeitsmaß für Bilder erheblich
einschränken. Betrachten wir hierzu etwa die in Abb. 4.13 dargestellten Variationen des
bekannten Lenna-Bildes. Links ist das Originalbild zu sehen. Direkt daneben befindet sich

Abbildung 4.13.: Variationen von „Lenna.bmp“: „Graffitis“, Kontrast und Helligkeit, Rotati-
on, Zufällige Vermischung.

eine Variation, bei der einige „Graffiti“ zur Verfälschung des Originals eingebracht wurden.
Im dritten Bild wurden Kontrast und Helligkeit des Originals leicht verändert und das
vierte zeigt eine Rotation des Originals um 90◦. Das letzte Bild ist durch eine zufällige
Vertauschung der Bildzeilen des Originals entstanden.
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Wir können wohl davon ausgehen, dass durch die dargestellte Reihenfolge auch eine sinnvolle
Sortierung der Variationen nach dem Grad ihrer Ähnlichkeit zum Ursprungsbild gegeben ist.
Obgleich die Details in der Reihenfolge der ersten drei Variationen zumindest diskutabel sind,
dürfte der Platz von „Lenna_shuffle.bmp“ wohl unzweifelhaft feststehen. Leider lassen sich
die berechneten Ähnlichkeitswerte von NCDgzip für diese Bilder in keiner Weise mit einer
natürlichen Einschätzung in Einklang bringen, wie auch die Visualisierung der Berechnungen
in Abb. 4.14 deutlich werden lässt.

Gut gelungen ist dabei noch die Beurteilung der „Graffiti“-Variation, welche im oberen Teil
zu sehen ist. Hier lässt sich beobachten, dass das komplette Bild „Lenna_graff.bmp“ bis auf
die verfälschten Ausschnitte durch Referenzen auf „Lenna.bmp“ komprimiert werden konnte.
Ein niedriger NCD-Wert von 0.131552 bringt auch die subjektive Ähnlichkeit der beiden Bil-
der angemessen zum Ausdruck. Hingegen kaum angemessen sind in Relation dazu die Werte
0.983968 und 0.983607 für die Variationen „Lenna_rotate.bmp“ und „Lenna_values.bmp“,
in denen das Bild lediglich rotiert bzw. die Werte von Helligkeit und Kontrast modifiziert
wurden. In der Visualisierung können wir sehen, dass bei diesen Bildern nur sehr wenige
Referenzen auf das Original gezogen wurden. Es ist darauf zurückzuführen, dass wir einfach
kaum noch identische Pixelfolgen von ausreichender Länge in den Bildzeilen der beiden
Dateien finden können. Schlimmer noch ist der sehr niedrige NCD-Wert von 0.137992 für
das Bild „Lenna_shuffle.bmp“ mit der zufälligen Vertauschung der Bildzeilen des Originals.
Hier kann der gesamte Bildinhalt durch Referenzen auf „Lenna.bmp“ komprimiert werden,
was zu einem sehr niedrigen Distanzwert führt. Da ein menschlicher Betrachter wohl schon
Schwierigkeiten hätte, zu beurteilen, ob dieses Bild wirklich aus dem Original entstanden
ist oder aus einem ganz anderen Bild, kann kaum davon gesprochen werden, dass seine
Ähnlichkeit in adäquater Weise durch NCDgzip wiedergegeben wird.

Selbstverständlich haben wir durch die Betrachtung von NCDgzip die möglichen Eigen-
schaften der NCD unter anderen Kompressionsverfahren bisher außen vor gelassen. Hier
könnten eventuell andere Beobachtungen maßgeblich sein, deren Wiedergabe den Rahmen
dieser Arbeit leider sprengen würde. Es sei aber gesagt, dass sich für unterschiedliche
Kompressionsverfahren, wie bzip2, LZMA und PPMD, die im Vorfeld dieser Arbeit bei
ihrer Anwendung als Basis der NCD auf Bilddaten untersucht wurden, ähnliche Probleme
feststellen ließen.

Das schlechte Abschneiden der Kompressionsdistanz geht mit der Beobachtung einher,
dass die bisher als Basis verwendeten generischen und verlustfreien Verfahren für die
Kompression von Bilddaten an sich schon keine besonders gute Leistung an den Tag legen.
Exemplarisch sind in Tabelle 4.1 die Kompressionsgrößen und -raten einzusehen, die sich
bei verschiedenen Verfahren für die Kompression von „Lenna.bmp“ in Graustufen und
einer Auflösung von 256× 256 Pixeln ergeben. Die Größe der Originaldatei beträgt 66.614
Bytes und wird durch den Bedarf von einem Byte pro Pixel und einem Offset von 1.078
Bytes des Bitmap-Formats bestimmt. Unter den verlustfreien Verfahren wird die beste
Kompressionsgröße mit 50.920 Bytes von LZMA erreicht, welches damit noch weit hinter
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Abbildung 4.14.: Vergleich von „Lenna.bmp“ und den verschiedenen Variationen des Origi-
nals.
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der erreichten Kompressionsgröße von 8.406 Bytes des auf Bilddaten spezialisierten JPEG-
Verfahrens steht. Fairerweise muss dazu gesagt werden, dass JPEG vor allem durch das
auslassen „visuell unwichtiger“ Information zu dieser Leistung kommt.

Daneben sind in der Tabelle auch die signifikant besseren Kompressionsgrößen und -raten
für Schillers „Wallenstein I“ in Ascii-Codierung aufgeführt, welches eine vergleichbare
Dateigröße hat. Die Kompressionsraten liegen im Schnitt bei etwa 67%. Die Vermutung
wird damit bestärkt: Während wir in Prosatexten zahlreiche exakt redundante Bytefolgen,
gegeben durch sich wiederholende Silben, Wörter, Phrasen, Sätze und Textpassagen, finden
können, weisen Bilddaten aus Sicht eines Kompressionsverfahrens, für das allein diese
Art von Redundanz maßgeblich ist, quasi nur zufällige Strukturen auf. Für nahezu alle
verlustfreien und generischen Kompressionsverfahren sind diese wiederholt auftauchenden
Bytefolgen aber von entscheidender Relevanz, da die eigentliche Kompression hauptsächlich
auf der Ausnutzung solcher Redundanzen basiert. Wenn die Verfahren bei Bilddaten kaum
auf Redundanzen dieser Art treffen, insbesondere zwischen zwei verschiedenen Bildern,
ist es wenig überraschend, dass im Rahmen der NCD unter Verwendung dieser Verfahren
kaum signifikante Aussagen zustandekommen.

Verfahren Lenna.bmp Kompressionsrate Wallenstein.txt Kompressionsrate
unkomprimiert 66.614 0% 57.596 0%
bzip2 52.634 20, 99% 17.541 69, 54%
gzip 60.991 8, 44% 21.134 63, 31%
winrar 54.927 17, 54% 20.901 63, 71%
LZMA 50.920 23, 56% 19.872 65, 50%
PPMD 52.966 20, 49% 15.816 72, 54%
JPEG 8.406 87, 38% - -

Tabelle 4.1.: Kompressionsgrößen und -raten verschiedener Verfahren für „Lenna.bmp“ und
„Wallenstein.txt“. Es wurden jeweils die Default-Einstellungen der Programme
verwendet.

4.4. Zusammenfassung der Probleme und Lösungsansätze

In diesem Kapitel sollte zum einen deutlich geworden sein, dass die Kompressionsdistanz
trotz ihrer Einfachheit ein im Allgemeinen durchaus ernstzunehmendes Ähnlichkeitsmaß
darstellt. Wir haben gesehen, wie sich unterschiedliche Daten mit ihrer Hilfe analysieren und
semantisch sinnvoll in einem Clustering anordnen oder durch eine Klassifikation beurteilen
lassen. Zum anderen konnten wir aber auch feststellen, dass dem Verfahren im Bereich
graphischer Daten Grenzen auferlegt sind.
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Eine Erklärung für ihr schlechtes Abschneiden bei Bilddaten ist in der Arbeitsweise der
Kompressionsverfahren zu suchen, die in der Kompressionsdistanz zur Anwendung kom-
men. Bisher wurden vorwiegend verlustfreie und generische Verfahren untersucht. Die
Reduktion des Datenvolumens erfolgt dabei grundsätzlich durch die Ausnutzung linearer
redundanter Strukturen auf der syntaktischen Ebene der Daten, im einfachsten Fall sich
wiederholender, zusammenhängender Bytefolgen. Es verwundert daher wenig, dass die
Kompressionsdistanz genau dann besonders gut im Sinne eines semantischen Ähnlichkeitsma-
ßes arbeitet, wenn die semantischen Komponenten der repräsentierten Inhalte eine direkte
Entsprechung in den syntaktischen Strukturen der Daten finden. So haben beispielsweise
im Falle von Textdaten einzelne Wörter, Phrasen und Sätze, welche von einem Autor häufig
verwendet werden, oder charakteristische Notenfolgen bei den Midi-Datein eine direkte
Entsprechung im wiederholten Auftreten identischer Bytefolgen in den Daten. Erstaunlich
ist vor allem, dass diese Charakteristika der Daten ausreichend scheinen um mittels der
Kompressionsdistanz den individuellen Stil eines Autors oder eines Komponisten erkennen
und von anderen unterscheiden zu können. Die Kompressionsdistanz eignet sich ganz
einfach deshalb gut zur Erkennung dieser Merkmale, da in den bekannten und elaborierten
Kompressionsverfahren jegliche Raffinesse zum Einsatz kommt um genau die dafür maß-
geblichen redundanten Strukturen auf verschiedenen Skalen und Ebenen zur Kompression
der Daten auszunutzen.

Daraus folgt aber auch, dass die Kompressionsdistanz schlecht abschneiden wird, wenn
die redundanten Strukturen in der erforderlichen Form ausbleiben. Speziell bei den Bild-
daten lassen sich verschiedene Besonderheiten beobachten, welche eine treffende Analyse
verhindern. Die bekannten verlustfreien und generischen Kompressionsverfahren betrachten
Daten als lineare Strukturen in Form zusammenhängender Folgen von Zeichen. Bei LZ77

etwa werden die Daten zeichenweise sequentiell eingelesen und für die Kompression ist
entscheidend, dass es regelmäßig auftretende lange Zeichenfolgen gibt, die dann durch die
Ausnutzung von Referenzen auf das jeweils letzte Auftreten komprimiert werden können.
Es liegt also nahe, dass die Kompressionsdistanz auf Basis linear arbeitender Verfahren
genau bei solchen Daten gut abschneidet, die selbst eine inhärent lineare Struktur haben und
wenn sich ferner die semantischen Einheiten der repräsentierten Inhalte direkt als lineare
syntaktische Strukturen wiederfinden.

Bei Bildern haben wir es im Normalfall mit inhärent zweidimensionalen Datenstrukturen zu
tun, da die Pixel z.B. bei einer Rastergrafik mit n Zeilen und m Spalten in einer gedachten
n×m-Matrix durch Bytes repräsentiert werden. Auch hier finden sich häufig redundante
Strukturen in Komponenten des Bildes auf verschiedenen Skalen und Ebenen, die aber
der Kompressionsdistanz unter Verfahren, welche die Daten in eindimensionaler Form
verarbeiten, entgehen werden. Den Verfahren fehlt schlicht die Information, nach wie vielen
Bytes eine Bildzeile endet und eine neue anfängt, um wissen zu können, dass nicht nur
aufeinanderfoldende Bytes benachbart sind, sondern auch solche die „über-“ und „unter-
einander“ stehen (vgl. dazu auch [40]). Zwar können auch in linear arbeitenden Verfahren
solche zweidimensionalen redundanten Strukturen zur Kompression genutzt werden, aber
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dabei werden ihre eindimensionalen Anteile jeweils getrennt betrachtet, was beispielsweise
zu der fehlerhaften Beurteilung für das „Lenna_shuffle.bmp“-Bild führt.

Ein weiteres Problem, das in diesem Abschnitt deutlich geworden sein sollte, besteht in
dem seltenen Vorkommen exakt redundanter Pixel- bzw. Bytefolgen in den meisten realen
Bilddaten. Aufgrund von Bildrauschen, Beleuchtungseinflüssen, minimalen perspektivischen
Veränderungen und anderen Effekten kann es vorkommen, dass eigentlich lange Wiederho-
lungen von redundanten Bereichen durch einzelne Pixel mit leicht abweichenden Werten
unterbrochen werden. Die charakteristischen Strukturen in den Bildern, die rein visuell
markante Wiederholungen aufweisen, sind nicht exakt redundant, sondern quasiredundant.
Zwei Ausschnitte eines oder verschiedener Bilder sind zwar häufig nicht identisch aber
weichen im Grunde nur durch qualitative Unterschiede voneinander ab. Bei Verfahren wie
LZ77 und seinen Derivaten kann diese Eigenschaft aber nicht ausgenutzt werden, da nur
exakte Entsprechungen zur Bildung von Referenzen in Frage kommen. Für eine verlustfreie
Datenkompression ist das durchaus sinnvoll, da die Auslassung oder Veränderung auch
einzelner Werte schon zu gravierenden Verfälschungen der repräsentierten Inhalte führen
könnte. In einer verlustbehafteten Kompression, die sich für Bilddaten anbietet, ist es aber
weniger tragisch.

Noch gravierender wirken sich Veränderungen im Bild aus, die durch eigentlich einfache
Transformationen der Strukturen darin entstanden sind. Denken wir in diesem Zusammen-
hang nochmal kurz an die Kolmogorov-basierte Informationsdistanz, mit der wir unsere
Überlegungen begonnen haben. Wenn wir mittels der NID zwei Bilder x und y auf ihre
Ähnlichkeit hin analysieren, so wäre für den ermittelten Wert die Länge der kürzesten
Turingmaschine maßgeblich, welche aus dem einen Bild das andere rekonstruieren kann
und umgekehrt. Im Prinzip könnten in dieser Turingmaschine beliebig komplexe berechen-
bare Transformationen zur Anwendung kommen, um die Strukturen aus dem einen Bild
in nutzbare Strukturen für das andere Bild zu überführen. Es gibt daher sehr kompakte
Turingmaschinen, welche in der Lage sind, ein Bild oder auch einzelne Strukturen darin
zu drehen, zu spiegeln, die Helligkeit oder den Kontrast in jedem Pixel zu verändern oder
ähnliche affine Abbildungen darauf zur Anwendung zu bringen. Die leicht veränderten
Variationen des ursprünglichen Lenna-Bildes aus dem letzten Abschnitt würden im Sinne
der NID eine sehr geringe Distanz und somit eine hohe Ähnlichkeit zueinander aufweisen,
wie es auch der intuitiven Ähnlichkeit dieser Bilder entspricht. Die Kompressionsdistanz
kann etwa auf Basis von LZSS nur genau eine Art von Transformation ausführen, nämlich
das unveränderte Kopieren und Verschieben einer Byte- bzw. Pixelfolge von einer Stelle des
einen Bildes an eine andere Stelle des anderen Bildes. Bei Textdaten ist dies ausreichend; bei
Bildern führt es aber zu Problemen. Wenn wir den Wert jedes einzelnen Bytes und somit
die Intensität jedes einzelnen Pixels in einer Rastergrafik nur um 1 erhöhen, so würde sich
dadurch visuell kaum ein Unterschied ergeben, die Zahl übereinstimmender Zeichenfolgen
wäre aber rapide gesunken und die NCD unter LZSS somit kaum noch in der Lage mit ihren
einfachen Transformationen eine gegenseitige Beschreibung der sehr ähnlichen Bilder zu
erreichen.

59



4.4. Zusammenfassung der Probleme und Lösungsansätze

Zusammenfassend lässt sich also sagen, dass die NCD sehr weit von dem entfernt ist, was
die NID berechnen würde. Sie geht aber möglicherweise in die richtige Richtung. Denkbar
wäre etwa, dass wir eine stufenweise, beschränkte Approximation an die NID realisieren
können, indem spezifische Beschränkungen in der Dimensionalität der Verarbeitung und
der Ordnung der verwendeten Transformationen in Verfahren, welche Strukturen aus ei-
ner Datei zur Beschreibung einer anderen einsetzen, aufgehoben werden. Die weiteren
Untersuchungen dieser Arbeit sollen dem Versuch gewidmet sein, dies für Bilddaten als
inhärent zweidimensionale Datenstrukturen mit charakteristischen Variationen und unter
Berücksichtigung der Quasiredundanz zu realisieren.
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5. Verfahren

Nachdem wir nun die Probleme erörtert haben, die sich bei der Anwendung der Kompressi-
onsdistanz auf graphischen Daten ergeben, stellt sich die Frage, ob und wie ihnen begegnet
werden kann. Mehr noch, können wir nach den erläuterten Einschränkungen der NCD bei
der Approximation der NID einen Weg finden, wie sich eine allgemeine, ggf. stufenweise
und dabei adäquate Annäherung an eine echte Quantifizierung der Beschreibungsähnlichkeit
im Sinne der Informationsdistanz umsetzen lässt?

Im dritten Teil dieser Arbeit sollen drei Verfahren untersucht werden, mit denen sich, so die
Hoffnung des Autors, die Probleme der Kompressionsdistanz bei der Analyse von Bildern
eindämmen lassen. Zu diesem Zweck werden jeweils einige Einschränkungen der bisher
betrachteten Kompressionsverfahren, insbesondere die Eigenschaften der verlustfreien und
generischen Kompression aufgehoben, ohne dabei die Grundidee der Beschreibungsähn-
lichkeit zu verletzen. Im Kern der Verfahren steht also stets die Frage, wie gut ein Bild
geeignet ist, um ein anderes Bild auf einer niedrigen syntaktischen Ebene zu beschreiben.
Dabei sollen die wünschenswerten Eigenschaften der Kompressionsdistanz, wie etwa die
Parameterfreiheit und die Low-Level-Analyse, welche ohne spezifisches und modellbasiertes
Bereichswissen auskommt, beibehalten werden. Das Ziel ist dann nicht mehr für beliebige
Daten aber zumindest für beliebige Bilddaten eine generelle Anwendbarkeit mit plausiblen
Resultaten erreichen zu können.

Den im letzten Kapitel angesprochenen Problemen, mit denen die Kompressionsdistanz zu
kämpfen hat, soll zu diesem Zweck begegnet werden, indem folgende Aspekte in den drei
Verfahren verschiedentlich Berücksichtigung finden:

1. Verlustbehafteter Vergleich - Referenzierte Strukturen müssen zur Beschreibung bzw.
Kompression nicht exakt mit den Strukturen übereinstimmen, für die sie genutzt
werden sollen. Es sollte auch eine „verrauschte“ Übereinstimmung im Sinne der
quasiredundanten visuellen Entsprechung zulässig sein.

2. Nutzung zweidimensionaler Datenstrukturen - Die Kompressionsdistanz arbeitet gut
bei Daten, die Objekte mit inhärent linearer semantischer Struktur wiedergeben. Wenn
wir der Kompressionsdistanz nur ein wenig Information über die zu analysierenden
Daten, wie beispielsweise die Auflösung eines Bildes, an die Hand geben, lässt sich
somit auch die Nutzung von Korrelationen, welche über die lineare Datenstruktur
hinausgehen, umsetzen.
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5.1. Wörterbücher und Abstandsmaß

3. Nutzung von Transformationen höherer Ordnung - Obschon wir kein Verfahren
besitzen, mit dem sich beliebig komplexe Transformationen für die Nutzung von
Datenstrukturen zur Beschreibung anderer Datenstrukturen ermitteln lassen, können
wir zumindest prüfen ob sich durch die Verwendung festgelegter Transformationen
bestimmter Art und Ordnung eine Verbesserung in diesem Sinne erzielen lässt.

Zwei der untersuchten Verfahren basieren auf bekannten Ansätzen zur verlustbehafteten
Bildkompression, namentlich der Verwendung von Vektorcodebüchern in Abschnitt 5.3 und
der Fraktalen Bildkompresssion in Abschnitt 5.4. Das zunächst in Abschnitt 5.2 erläuterte
Verfahren stellt eine grundsätzliche Neuentwicklung dar, welche als Anforderung in dieser
Arbeit entstanden ist.

Von den angeführten drei Aspekten kommen die Punkte 1. und 2. bei allen drei untersuchten
Verfahren zur Anwendung. Die sich daraus ergebenden erweiterten Redundanzen werden
aber verschiedentlich ausgenutzt und im letzten Teil der Arbeit, den Experimenten, werden
wir dann empirisch prüfen, wie sich die jeweils spezifische Ausnutzung auf die ermittelten
Werte auswirkt. Punkt 3, die Verwendung von Transformationen höherer Ordnung wird
nur beim dritten Verfahren, der Fraktalen Bildkompression, Berücksichtigung finden. Dieses
elaborierte Kompressionsverfahren ist für die Betrachtung besonders interessant, da die
Nutzung solcher Transformationen in seiner Funktionsweise bereits angelegt ist. Es sollte
klar sein, dass keines der untersuchten Verfahren dafür geeignet ist, eine zeitnahe praktische
Umsetzung zu finden. Es geht dabei viel grundsätzlicher darum, die Möglichkeiten einer
universellen Ähnlichkeitsdistanz zu ergründen.

Bevor wir uns den eigentlichen Verfahren zuwenden, sollen im folgenden Abschnitt zu-
nächst noch einige einführende Worte zur formalen Notation und dem Vergleich abstrakter
Wörterbüchern gegeben werden, da zwei der Verfahren essentiell darauf basieren.

5.1. Wörterbücher und Abstandsmaß

Die ersten beiden Verfahren, die nachfolgend vorgestellt werden, unterscheiden sich vor
allem in der Art und Weise, wie Wörterbücher erzeugt werden und welche Charakteristika
der Bilder dabei maßgeblich sind. Da in beiden Fällen explizite Wörterbücher verwendet
werden, bieten sich grundsätzlich zwei Möglichkeiten an um entweder im Sinne der NCD
- durch Kompression von jeweils einem Bild mit dem Wörterbuch des anderen - oder im
Sinne der NDD - durch direkten Vergleich der Wörterbücher von zwei Bildern - einen
Ähnlichkeitswert zu bestimmen. In den Experimenten wurden beide Varianten evaluiert.

In diesem Abschnitt soll eine formale Notation der Wörterbücher und ein Distanzmaß für
ihren Vergleich im Sinne der Beschreibungsähnlichkeit entwickelt werden. Die Wörterbücher,
die von den Verfahren generiert werden, unterscheiden sich von denen der generischen
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5.1. Wörterbücher und Abstandsmaß

Kompressionsverfahren dadurch, dass nun nicht mehr lineare Zeichenketten sondern zwei-
dimensionale Strukturen als Einträge zur Anwendung kommen. Statt von Wörterbüchern
könnte man also auch von „Bilderbüchern“ sprechen. Da sich ersteres aber als feststehender
Fachbegriff für Kompressionsverfahren eingebürgert hat, werden wir uns weiterhin an dieser
Terminologie orientieren.

Um einen einfachen Vergleich zu ermöglichen, wurden in den Verfahren nur quadratische
Blöcke aus Intensitäts- bzw. Bytewerten als Wörterbucheinträge zugelassen. Die Menge aller
zulässigen Wörterbucheinträge können wir daher in Vektorform durch

E =
∞⋃

n=1

In2

eingrenzen. Jede Teilmenge Wg aus dieser Menge, die mit einem bestimmten Verfahren aus
einem Bild g erzeugt wurde, nennen wir ein Wörterbuch von g. Um solche Wörterbücher
zur Kompression einsetzen zu können, bräuchte es eigentlich noch eine bijektive Abbildung
von Einträgen auf zugehörige Indizes. Für die Distanzmaße werden sie aber nicht benötigt,
weshalb wir auf ihre explizite Formalisierung verzichten.

Um nun beurteilen zu können, wie gut sich aus zwei bildbasierten Wörterbüchern Wx und
Wy ein kompaktes Wörterbuch erzeugen lässt, das beide Ursprungsbilder gut beschreibt,
soll nachfolgend auf Basis der NDD eine passende Quantifizierung entwickelt werden.
Zunächst wollen wir die NDD dazu ein wenig umformen: Sei o.B.d.A für zwei Wörterbücher
|Wx| ≤

∣∣Wy
∣∣. Dann lässt sich die NDD schreiben als

NDD(Wx, Wy) =

∣∣Wx ∪Wy
∣∣− |Wx|∣∣Wy
∣∣

Wegen der Umformung∣∣Wx ∪Wy
∣∣− |Wx| =

∣∣(Wx ∩Wy) ∪ (Wx \Wy) ∪ (Wy \Wx)
∣∣− |Wx|

=
∣∣Wx ∪ (Wy \Wx)

∣∣− |Wx|
= |Wx|+

∣∣Wy \Wx
∣∣− |Wx|

=
∣∣Wy \Wx

∣∣
gilt dann folglich

NDD(Wx, Wy) =

∣∣Wy \Wx
∣∣∣∣Wy

∣∣
Dabei wird deutlich, dass die tatsächliche Größe des Anteils von Wx außerhalb von Wy

überhaupt keinen Einfluss auf die NDD-Formel hat, solange Wx kleiner ist als Wy. Das
scheint wenig plausibel - für ein Wörterbuch, das bezogen auf seine Größe nahezu komplett
in Wy enthalten ist, ergibt sich die gleiche Ähnlichkeit wie für eines, das nur eine mini-
male Schnittmenge mit Wy hat (siehe Abb. 5.1). Für die untersuchten Verfahren soll daher
folgendes, leicht abgewandeltes Distanzmaß zur Anwendung kommen :
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5.1. Wörterbücher und Abstandsmaß

Abbildung 5.1.: Die Terme |W2 \W1| und |W2| der umgeformten NDD erfahren keine Än-
derung für verschiedene der dargestellten W1. Die ermittelte Ähnlichkeit
wäre somit für alle diese Varianten gleich.

Definition 5.1.1 Für zwei Wörterbücher Wx,Wy, eine Funktion δ : E× E→ R, welche die Eigen-
schaften einer Metrik erfüllt, und einen Schwellenwert t nennen wir

NWD(Wx, Wy) =

∣∣Wy \δ Wx
∣∣+ ∣∣Wx \δ Wy

∣∣∣∣Wx ∪δ Wy
∣∣

mit
|A \δ B| = |{a ∈ A | ¬∃b ∈ B : δ(a, b) ≤ t}|

und
|A ∪δ B| = max {|M| | M ⊆ A ∪ B, ∀a, b ∈ M : (a = b) ∨ δ(a, b) > t}

die Normalisierte Wörterbuch-Distanz (NWD) von x und y

Durch die Funktion δ und den Schwellenwert t soll dabei die quasiredundante Entsprechung
von Wörterbucheinträgen erfasst werden. Da wir davon ausgehen müssen, dass es in ver-
schiedenen Wörterbüchern aufgrund von Rauschen, leichten Verschiebungen der Geometrie
und ähnlichen Störgrößen auch für semantisch nahestehende Einträge nur äußerst selten
exakte Entsprechungen gibt, sollten die Funktion δ und der Schwellenwert t so gewählt
sein, dass für die Wörterbucheinträge δ(a, b) ≤ t genau dann gilt, wenn a und b für einen
menschlichen Betrachter quasi identisch erscheinen. Je nach Verfahren bieten sich hier andere
δ-Funktionen an, auf die in den nachfolgenden Abschnitten jeweils eingegangen wird. Ferner
sollten die Wörterbücher dahingehend bereinigt sein, dass es innerhalb eines Wörterbuchs
keine Einträge gibt, die sich gemäß δrms und t entsprechen.
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5.1. Wörterbücher und Abstandsmaß

Da sich in den Experimenten nicht immer ein guter Schwellenwert für die δ-Funktion finden
ließ, wurde darüber hinaus ein Maß zur Anwendung gebracht, welches die allgemeine oder
spezifische Ähnlichkeit zweier Wörterbücher direkt einfangen soll.

Definition 5.1.2 Für zwei Wörterbücher Wx,Wy, eine metrische Abstandsfunktion δ : E× E→ R

und eine Auswahlfunktion φ nennen wir

DS(Wx, Wy) = ∑
a∈Wx

∑
b∈Wy

δ(a, b)φ(Wx, Wy, a, b)

die Wörterbuchähnlichkeit (Dicionary Similarity) von x und y

Je nach Verfahren können dabei unterschiedliche Auswahlfunktionen φ sinnvoll sein. Für
φ(Wx, Wy, a, b) = 1, falls (∀c ∈ Wy : δ(a, b) ≤ δ(a, c)) ∨ (∀c ∈ Wx : δ(a, b) ≤ δ(c, b)) und 0,
sonst, sprechen wir von der spezifischen Wörterbuchähnlichkeit. Dabei ist für jeden Eintrag
der am besten entsprechende Eintrag aus dem jeweils anderen Wörterbuch maßgeblich. Für
φ = 1const sprechen wir von der allgemeinen Wörterbuchähnlichkeit, wobei hier nun einfach
alle Einträge eines Wörterbuchs mit allen Einträgen des anderen Wörterbuchs auf ihre
Ähnlichkeit gemäß δ verglichen werden.
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5.2. Beschreibungsähnlichkeit mit Split and Merge

Wenn die Kompressionsdistanz eingesetzt wird, um eine Auswahl von belletristischen Texten
in einem hierarchischen Clustering anzuordnen, lässt sich dabei, wie wir gesehen haben, oft
eine Gruppierung nach den Autoren der jeweiligen Texte feststellen. Ausschlaggebend ist
hierbei, wie beispielsweise in [54] beobachtet wurde, die Redundanz semantischer Einheiten
auf der Ebene der Wörter und Satzfragmente. Solche semantischen Komponenten der Texte
sind auf verschiedenen Ebenen zu suchen. Auf der untersten Ebene finden wir Buchstaben,
Ziffern und Satzzeichen. Diese setzen sich auf einer höheren Ebene zu Silben und Wörtern
und dann zu Satzfragmenten und Sätzen zusammen. Mehrere Sätze ergeben Absätze, Kapitel
und schließlich eine Geschichte.

Wenn wir ein Bild, wie etwa ein Digitalfoto, betrachten, dann können wir dort ebenfalls
semantische Einheiten auf verschiedenen Ebenen sehen. Auf der untersten Ebene stehen die
Pixel. Diese setzen sich dann zu Pixelgruppen, Linien, Kurvenzügen, Texturen und einfachen
Strukturen zusammen. Verschiedene einfache Strukturen bilden eine Gestalt, aus der sich
ein dargestellter Gegenstand erkennen lässt. Ein oder mehrere dargestellte Gegenstände
zusammen mit einem Hintergrund ergeben schließlich den Bildinhalt.

Die Idee des ersten hier vorgestellten Ansatzes besteht darin, die Komponenten eines Bildes
für seine Beschreibung zunächst gezielt hervorzuheben, indem eine Segmentierung des Bildes
vorgenommen wird. Wie dies vonstatten gehen soll, wird in Abschnitt 5.2.1 erörtert. Um
hierbei nicht die angestrebte generische Low-Level Analyse der Daten aus den Augen zu
verlieren, soll eine Technik namens Split and Merge (SAM) zum Einsatz kommen, die in
Abschnitt 5.2.2 ausführlich erläutert wird. Aus den gewonnenen Bildkomponenten wird
dann ein Wörterbuch erzeugt, das eine möglichst gute Beschreibung des Bildes ermöglichen
soll, um prüfen zu können, wie gut oder schlecht sich auf Basis dieser Beschreibung dann
auch andere Bilder adäquat charakterisieren lassen. In Abschnitt 5.2.5 werden wir schließlich
sehen, wie sich die erzeugten Wörterbücher auf verschiedene Arten mittels NWD und DS
vergleichen lassen und aus diesem Vergleich ein Ähnlichkeitswert für die Ursprungsbilder
bestimmt werden kann.

5.2.1. Segmentierung

Wenn wir den Grau- oder Farbwert eines Pixels in einem Bild isoliert betrachten, so finden
wir darin relativ wenig Information über den dargestellten Bildinhalt. Wichtig ist vielmehr,
in welcher Beziehung dessen Wert zu den Werten seiner Nachbarpixel steht. Es gibt Pixel
innerhalb einer Nachbarschaft, die in einer engen semantischer Beziehung zueinander stehen,
da sie Teil der Darstellung einer Bildkomponente sind und Pixel, die in einer eher losen
Beziehung zueinander stehen, da z.B. einer davon lediglich Teil des Bildhintergrunds ist.
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5.2. Beschreibungsähnlichkeit mit Split and Merge

Betrachten wir etwa das Foto in Abb. 5.2, so lässt sich sagen, dass alle Pixel innerhalb eines
dargestellten Windmühlendachs oder des Himmels im Hintergrund Teil einer semantischen
Bildkomponente sind. Bei der Segmentierung eines Bildes sollen benachbarte Pixel, die in

Abbildung 5.2.: Komponenten eines Bildes.

diesem Sinne zusammengehörig sind, zu überdeckungsfreien Gruppen zusammengefasst
werden, so dass die Gruppen in der Vereinigung das gesamte Bild ergeben. Jede der Gruppen
sollte dazu einem Homogenitätskriterium in Form eines Prädikats H genügen, mit dem die
Zusammengehörigkeit der darin enthaltenen Pixel zum Ausdruck gebracht wird (vgl. [55]).

Definition 5.2.1 Für ein einstelliges logisches Prädikat H nennen wir eine Menge SG = {R1 . . . Rn}
von Regionen eines Bildes G eine Segmentierung von G nach H, falls folgende Eigenschaften erfüllt
sind:

1. H(Ri) = wahr für alle i ∈ {1, . . . , n}.

2.
n⋃

i=1
Ri = G.

3. Ri ∩ Rj = ∅, falls i 6= j.

4. H(Ri ∪ Rj) = f alsch für benachbarte Regionen.

Durch die Bestimmung von Eigenschaften der Segmente lassen sich dann weitergehende
Informationen über das Bild gewinnen. Es dürfte klar sein, dass gemäß dieser Definition
unterschiedliche korrekte Segmentierungen für ein Bild G und ein Prädikat H möglich sein
können.

Für einen Algorithmus, der eine korrekte Segmentierung finden soll, gibt es zwei Fragen
zu beantworten. Zum einen muss geklärt werden, wie sich das Kriterium H berechnet,
nach dem die Zugehörigkeit der Pixel zu einem Segment beurteilt werden kann - je nach
Komplexität der zu umreißenden Segmente können dabei Funktionen niedriger oder höherer
Ordnung zweckdienlich sein, denen wir in Abschnitt 5.2.3 nachgehen werden. Zum anderen
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5.2. Beschreibungsähnlichkeit mit Split and Merge

sollte ein effizientes Verfahren zur Bestimmung der Gruppen basierend auf diesem Kriterium
gefunden werden. Hierfür gibt es drei grundsätzliche Ansätze, von denen in dieser Arbeit
ausschließlich die Split and Merge Technik zur Anwendung kommen soll, da sie datenbasiert
ist (data-driven), auf einer niedrigen syntaktischen Ebene arbeitet und mit einer geringen
Zahl von Parametern auskommt. Sie zählt zu den regionenbasierten Verfahren.

Daneben gibt es noch kantenbasierte und modellbasierte Verfahren und Kombinationen
hieraus. Letztere sind für die hier verfolgten Zwecke eines allgemeinen Ähnlichkeitsmaßes
kaum geeignet, da dabei bereichsspezifisches Anwendungswissen über die Segmentierungs-
aufgabe vorausgesetzt wird. Ein guter Überblick über verschiedene Segmentierungstechniken
findet sich in [55] und [19]. Es sei angemerkt, dass die Segmentierung von Bildern ein immer
noch aktuelles Forschungsfeld ist und in vielen Verfahren der Bildverarbeitung und des
Bildverstehens die Basis für daran anschließende High-Level Analyseschritte darstellt. Eine
Zusammenfassung neuerer Ergebnisse ist beispielsweise in [23] zu finden.

5.2.2. Split and Merge

Nehmen wir einmal an, dass ein Homogenitätskriterium H bereits gegeben sei. Ferner gehen
wir davon aus, dass H für einelementige Gruppen immer wahr sei, d.h. einzelne Pixel sind
grundsätzlich homogene Regionen. Ein sehr einfaches Verfahren, das sogenannte Region
Merging, welches zur Suche nach einer Segmentierung eingesetzt werden kann, lässt sich
dann wie folgt beschreiben:

1. Zu Anfang wird jeder Pixel einer eigenen Gruppe zugeteilt, die nur aus ihm selbst
besteht.

2. Solange es zwei benachbarte Gruppen gibt, die gemeinsam dem Homogenitätskriteri-
um H genügen, werden sie zu einer einzelnen Gruppe verschmolzen (merge).

3. Wenn keine Verschmelzungen mehr möglich sind, bilden die zuletzt erzeugten Gruppen
die finale Segmentierung.

Der Ablauf dieser einfachen Prozedur kann in einem Region Adjacency Graphen (RAG)
veranschaulicht werden, wie er beispielhaft in Abb. 5.3 dargestellt ist.

Sie hat allerdings mit zwei gravierenden Problemen zu kämpfen. Zum einen müssen zu
Beginn der Verarbeitung sehr viele Pixelnachbarschaften untersucht und Pixel verschmolzen
werden, bis größere Gruppen entstanden sind. Wir haben es in seiner Reinform daher mit
einem äußerst Rechenintensiven Verfahren zu tun. Zum anderen steckt in der Bildung der
Gruppen mehr Willkür als dies zu wünschen wäre. Das liegt daran, dass die Homogeni-
tätskriterien, wie wir später noch sehen werden, zumeist als eine heuristische Schätzung
der Wahrscheinlichkeit aufgefasst werden können, dass alle Pixel einer Gruppe zur gleichen
Bildkomponente gehören. Die Pixel stellen dann Stichproben für die Schätzung dar und
da wir zu Beginn nur Gruppen von geringer Pixelzahl betrachten, erhalten wir meist keine

68



5.2. Beschreibungsähnlichkeit mit Split and Merge

Abbildung 5.3.: Region Adjacency Graph: Die einzelnen Pixel des Bildes sind zu Anfang
Knoten des Graphen. Es werden wiederholt zwei Knoten ausgewählt und
verschmolzen, falls sie homogen sind. Die übrig gebliebenen unverschmelz-
baren Gruppen bilden schließlich die Segmentierung.

guten Schätzungen in den anfänglichen Verarbeitungsschritten. Das kann dann zur Bildung
unpassender Gruppen oder zur fehlerhaften Zuordnung von Pixeln zwischen korrekten
Segmenten führen (vgl. [55]).

Das Verfahren lässt sich durch eine sinnvolle Initialisierung der anfänglichen Gruppen mittels
des sog. Region Splittings erheblich verbessern, was in der Kombination mit dem Region
Merging dann den vollständigen Split and Merge Algorithmus ergibt, welcher erstmalig
in [29] beschrieben wurde. Zur einfacheren Darstellung gehen wir nachfolgend davon aus,
dass die betrachteten Bilder geradzahlige Seitenlängen haben. Der Algorithmus lässt sich
aber ohne größere Schwierigkeiten auch auf ungerade Seitenlängen erweitern.

Zu Beginn des Splittings wird das gesamte Bild als einzelne zusammenhängende Region
betrachtet. Nun werden sukzessive Regionen, für die das Homogenitätskriterium H nicht
erfüllt ist, nach einem feststehenden Muster in vier Quadranten unterteilt (split). Sollte einer
der dabei entstandenen Quadranten erneut H nicht genügen, wird er selbst wieder unterteilt
usw. Die Zerlegung ist abgeschlossen, wenn es keine inhomogenen Regionen mehr darin gibt,
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5.2. Beschreibungsähnlichkeit mit Split and Merge

Listing 5.1 Rekursive Prozedur zur Zerlegung eines Bildes nach dem Region Splitting
Verfahren.
procedure split(x, y, width, height) is
begin

if H((x, y, width, height)) then
segmentation.append((x, y, width, height));

else
split(x, y, width/2, height/2);
split(x + width/2, y, width/2, height/2);
split(x, y + height/2, width/2, height/2);
split(x + width/2, y + height/2, width/2, height/2);

end if;
end

was spätestens für Regionen, die nur noch aus einem Pixel bestehen, zutrifft. Das Prinzip
lässt sich durch einen rekursiven Algorithmus, wie in Listing 5.1 dargestellt, implementieren.
Die auftretenden Regionen sind dabei jeweils durch die Ortskoordinaten x, y der linken
oberen Ecke sowie ihre Breite und Höhe beschrieben. Der erste Funktionsaufruf von split
erfolgt daher mit x = y = 0 und der Breite und Höhe des gesamten Bildes. Nichtmehr
zerlegbare Regionen werden in der Liste segmentation abgelegt, welche am Ende das Resultat
der Vorverarbeitung darstellt. Der rekursive Ablauf der Prozedur kann durch einen Baum mit
jeweils vier Kindern an jedem inneren Knoten dargestellt werden, welche die aufgerufenen
Instanzen bzw. die erzeugten Regionen repräsentieren. Das SAM-Verfahren wird daher
häufig auch als Quadtree-Algorithmus bezeichnet.

Das Resultat der Vorverarbeitung durch Region Splitting ist in den meisten Fällen noch keine
gültige Segmentierung, da im Zuge der Zerlegung benachbarte Regionen entstehen können,
die zusammengenommen homogen wären, was gegen die 4. Bedingung aus Definition 5.2.1
verstößt. In Abb. 5.4 ist beispielhaft die Anwendung des Splittings auf eine einfache Grafik zu
sehen. Das Homogenitätskriterium H war in diesem Beispiel genau dann erfüllt, wenn alle
Pixel einer Gruppe einen identischen Grauwert hatten. Dabei ist deutlich zu erkennen, wie
durch das feststehende Vier-Quadranten-Muster unerwünschte Ein- und Abgrenzungen auf-
treten, abhängig davon, wie die Strukturen im Raum verteilt sind. Durch ein anschließendes
Region Merging, bei dem das Resultat des Splittings als initiale Gruppierung dient, können
wir darauf aufbauend eine saubere Segmentierung der Grafik erhalten. Das erwünschte
Resultat ist in Abb. 5.5 zu sehen.

Es sei an dieser Stelle angemerkt, dass sich die Effizienz des Mergings erheblich steigern
lässt, wenn wir die bestehenden Nachbarschaften zwischen den Regionen bereits während
des Splittings ermitteln. Dazu wird von jeder rekursiven Instanz in einer Liste an ihre
jeweilige Elterninstanz zurückgegeben, welche Blatt-Regionen durch terminale Instanzen an
der linken, rechten, oberen und unteren Grenze der betrachteten Region erzeugt wurden.
Mittels dieser Liste kann dann innerhalb jeder Instanz beurteilt werden, welche von den
vier rekursiv erzeugten Regionen jeweils benachbart sind. Die so erfassten Nachbarschaften
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Abbildung 5.4.: Anwendung des Region Splitting auf die links dargestellte Grafik mit einfa-
chen geometrischen Figuren. Die Verteilung der Figuren im Raum verändert
die Bildung von Regionen.

Abbildung 5.5.: Anwendung des Region Merging auf das vorher erzeugte Splitting. Man
beachte, dass die Gesamtheit der grauen Pixel ebenfalls eine Region des
Resultats darstellt.

werden von der Elterninstanz in einer globalen Adjazenzliste vermerkt. Im Merging kann
dann auf diese Information zurückgegriffen werden, um die Zahl der zu untersuchenden
Nachbarschaften zu begrenzen.

Es sollte nun deutlich geworden sein, dass Split and Merge an sich ein äußerst simples Verfah-
ren darstellt. Die Intelligenz, die für eine sinnvolle Segmentierung unzweifelhaft erforderlich
ist, steckt eigentlich im Homogenitätskriterium H, das wir bisher als gegeben angenom-
men haben. In den nächsten zwei Abschnitten werden wir daher verschiedene Methoden
betrachten, mit der sich die Zusammengehörigkeit von Pixeln als Teil von Bildkomponenten
beurteilen lässt. Die üblicherweise verwendeten Kriterien lassen sich einteilen in solche erster
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Ordnung, welche nur die vorkommenden Intensitäten einer Region analysieren, und solche
zweiter Ordnung, welche auch Beziehungen zwischen diesen Intensitäten in die Berechnung
einfließen lassen.

5.2.3. Homogenitätskriterien erster Ordnung

Häufig lassen sich Unterschiede zwischen verschiedenen Regionen eines Bildes bereits durch
Analyse der Histogramme für die jeweiligen Bildbereiche beurteilen. Kriterien, welche einzig
die relative Häufigkeit der Pixelwerte in einem Bereich zur Entscheidung heranziehen, sollen
im Folgenden vorgestellt werden. Am besten lassen sie sich einsetzen, wenn angrenzende
Regionen in der Verteilung ihrer Pixelwerte deutlich voneinander verschieden sind, wie es
bei dem Beispiel im vorangegangen Abschnitt der Fall war. Bei dem dabei verwendeten
Homogenitätskriterium durfte maximal ein Wert hR(i) des Histogramms einer Region R
ungleich 0 sein.

Ein derart triviales Kriterium versagt bereits dann, wenn zusammengehörige Bildkompo-
nenten im Inneren mindestens eine Variation ihres Grauwerts aufweisen. Wir können eine
Verallgemeinerung formulieren, indem wir fordern, dass die maximale Differenz der auftre-
tenden Intensitäten einer Region R einen gewissen Schwellenwert nicht übersteigt, so dass
also stets

max {|i− j| | hR(i) > 0∧ hR(j) > 0} < t

gilt, wobei t ein vorher festgelegter Grenzwert für die Differenz ist. Dies nennen wir
im Folgenden das Maxdiff-Kriterium Hmaxdi f f . Eine beispielhafte Anwendung des SAM-
Algorithmus mit diesem Kriterium ist in Abb. 5.6 zu sehen. Um gleichmäßige Intensitäts-
unterschiede oder Bildrauschen innerhalb einer Region ausgleichen zu können, muss der
Schwellenwert passend gewählt sein, so dass Werte innerhalb eines Segments nie weiter
als t voneinander entfernt sind. Dies stellt eine schwierige Herausforderung dar, da wir im
Vorfeld der Segmentierung selten wissen werden, wie die Intensitäten verteilt sind. Eine
weitere Schwierigkeit resultiert aus einzelnen, durch Rauschen verursachten Ausreißern bei
den Pixeln, die in ihrem Wert erheblich von den anderen Pixeln abweichen und Hmaxdi f f
somit innerhalb einer eigentlich homogen wirkenden Region zu einem falschen Schluss
kommen lassen.

Ein besseres Homogenitätskriterium ist daher oft durch die Berechnung der Varianz bzw.
der Standardabweichung des Histogramms gegeben. Das bei n möglichen Intensitäten durch
die Ungleichung √√√√n−1

∑
i=0

hR(i) ∗ (i− µ)2 < t

charakterisierte Prädikat nennen wir Hstdv, wobei der darin auftauchende Mittelwert µ

durch ∑n−1
i=0 hR(i) ∗ i berechnet wird. Bei Anwendung dieses Kriteriums werden durch die
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Abbildung 5.6.: Anwendung von Split and Merge unter Hmaxdi f f auf zwei verschiedene Ob-
jekte der Coil-100 Bibliothek. Das mittlere Bild zeigt jeweils die Anwendung
von Split und das rechte das daran anschließende Merge.

quadratische Summierung große Abweichungen vom Mittelwert des Histogramms „bestraft“,
während kleine Abweichungen einen eher geringen Einfluss haben.

In Abb. 5.7 ist die erneute Anwendung von SAM, diesmal unter Hstdv zu sehen. Im Vergleich
zu Abb. 5.6 lässt sich erkennen, dass Hstdv zu etwas besseren Resultaten als Hmaxdi f f kommt.
Die fehlerhaften Gruppierungen, welche für Hmaxdi f f beispielsweise am Rand der Bilder
zu sehen sind, resultieren daraus, dass die schwarz wirkende Fläche, tatsächlich einzelne
Ausreißer in den Grauwerten aufweist, die bei der Aufnahme entstanden sind. Bei Hstdv
fallen diese nicht so stark ins Gewicht.

Als weitere Homogenitätskriterien erster Ordnung sind die Schiefe, die angibt, ob sich das
Maximum der Häufigkeiten links oder rechts vom Mittelwert des Histogramms befindet,
die Wölbung, die sogenannte Kurtosis der Verteilung, die Gleichmäßigkeit und die Entropie
zu nennen (vgl. [26]). In der Tabelle 5.1 sind alle Homogenitätskriterien erster Ordnung
aufgeführt, die innerhalb dieser Arbeit und in den Experimenten zur Anwendung kamen.

5.2.4. Homogenitätskriterien zweiter Ordnung

Die Homogenitätskriterien erster Ordnung führen zu akzeptablen Resultaten, solange die
Homogenität in den Segmenten dadurch charakterisiert ist, dass die deutliche Mehrzahl der
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5.2. Beschreibungsähnlichkeit mit Split and Merge

Abbildung 5.7.: Anwendung von Split and Merge unter Hstdv auf zwei verschiedene Objekte
der Coil-100.

Pixel nur einen geringen Bereich verschiedener Grauwerte abdeckt und es wenige Ausreißer
aus diesem Bereich gibt. Anders ausgedrückt lassen sich damit effektiv Segmente eingrenzen,
welche nur leichte Schattierungen der gleichen Grundintensität aufweisen.

Bei komplexeren Bildern sind die erkennbaren Bildkomponenten allerdings durch ein Merk-
mal charakterisiert, das gemeinhin als Textur bezeichnet wird. In Abb. 5.8 ist die Anwendung
von SAM unter dem Kriterium Hstdv(G) für ein Digitalfoto einer Person dargestellt. Da-
bei wird deutlich, dass einfache Homogenitätskriterien kaum geeignet sind um etwa die
Mauer im Hintergrund oder die Mütze der Person als zusammenhängend zu erkennen.
Die Eingrenzung mit solchen Homogenitätskriterien funktioniert nur dann gut, wenn Berei-
che, welche auf der Grenze zwischen zwei Segmenten liegen, Histogramme haben, die zu
Extremwerten bei der Berechnung der oben aufgeführten Funktionen neigen. Häufig gibt
es dort beispielsweise zwei getrennte Häufungspunkte oder flache Wertverteilungen, die
dann zu großen Werten von Maxdiff oder der Standardabweichung führen. Für Bereiche
mit unterschiedlichen Texturen ist dies nicht notwendigerweise der Fall, wie wir in Abb. 5.9
sehen können, wo Histogramme für verschiedene Bereiche des gezeigten Digitalfotos darge-
stellt sind. Das Histogramm 1 am Übergang von Hintergrund und Mütze der Person lässt
beispielsweise keinerlei charakteristische Ausprägung in Form getrennter Häufungspunk-
te erkennen. Zugleich ist Histogramm 2 nicht anzusehen, dass der Bereich eine einzelne,
gleichmäßige Textur umfasst.
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Name Funktion Symbol

Maximale Differenz max {|i− j| : hR(i) > 0∧ hR(j) > 0} Hmaxdi f f

Varianz
n−1

∑
i=0

hR(i) ∗ (i− µ)2 Hvar bzw. σ2

Standardabweichung (
n−1

∑
i=0

hR(i) ∗ (i− µ)2)
1
2 Hstdv bzw. σ

Schiefe σ−3
n−1

∑
i=0

hR(i) ∗ (i− µ)3 Hsecam

Kurtosis σ−4
n−1

∑
i=0

hR(i) ∗ (i− µ)4 Hthirdam

Gleichmässigkeit
n−1

∑
i=0

hR(i)2 Heven

Entropie −
n−1

∑
i=0

hR(i) ∗ log2 hR(i) Hent

Tabelle 5.1.: Homogenitätskriterien erster Ordnung.

Tatsächlich ergibt sich für das Histogramm eines Bereichs keinerlei Veränderung, auch wenn
wir alle darin vorkommenden Pixel zufällig an andere Positionen innerhalb des Bereichs
verteilen. Die Textur, die wir danach wahrnehmen könnten, würde sich aber höchstwahr-
scheinlich enorm verändert haben. Es scheint daher vollkommen unmöglich, texturierte
Regionen mithilfe von Kriterien, die alleine die Intensitätshäufigkeiten auswerten, unzwei-

Abbildung 5.8.: Anwendung von SAM unter Hstdv(G) auf ein Digitalfoto mit komplexen
Texturen führt zu einer schlechten Segmentierung.
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Abbildung 5.9.: Histogramme für drei unterschiedliche Regionen aus einem Digitalfoto.

felhaft ein- und abgrenzen zu können. Wir benötigen Kriterien, die auch die räumlichen
Beziehungen der Pixel in die Analyse einfließen lassen.

Es soll an dieser Stelle nicht unerwähnt bleiben, dass es auch nach dem gegenwärtigen
Stand der Forschung eine schwierige Herausforderung darstellt, beliebige Texturen vor-
her unbekannter Art und Struktur erkennen und eingrenzen zu können (siehe. z.B. [15]
und [3]). Auch wenn wir eine Intuition des Begriffs „Textur“ haben, die uns hilft selbige
innerhalb verschieden texturierter Bereiche eines Bildes zu erkennen, gibt es in der Literatur
keine allgemein anwendbare, formale Bestimmung dieses Konzepts. Informell wird der
Begriff z.B. in [55] als eine „[...] gemeinsame Eigenschaft der Grauwertverteilung [einer]
Region, die auf eine Bildungsregel zurückzuführen ist.“, beschrieben. Leider kann eine
solche Bildungsregel beliebig komplex und insbesondere bei Aufnahmen realer Szenerien
beliebig schwer spezifizierbar sein, da sie beispielsweise durch die spezifische physikalische
Oberflächenbeschaffenheit an einer Stelle eines Gegenstands bestimmt sein könnte.

Hinzu kommt noch, dass es erhebliche Schwierigkeiten bereiten kann, zu beurteilen, ob zwei
unterschiedliche Texturen durch völlig verschiedene Bildungsgesetze oder durch das gleiche
aber unterschiedlich parametrisierte Bildungsgesetz (z.B. bei Lichteinfall) zustande gekom-
men sind. Da wir ein Low-Level-Verfahren suchen, das zudem nicht anwendungsspezifisch
sein soll, können wir nach gegenwärtigem Kenntnisstand bestenfalls eine gute Heuristik
zum Einsatz bringen, die einigermaßen brauchbare Resultate liefert. Für die hier verfolgten
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Zwecke wurde dafür auf das Verfahren von Haralick, Shanmugan und Dinstein [27] zurück-
gegriffen, welches aufgrund seiner Einfachheit in vielen bildverarbeitenden Systemen zur
Anwendung kommt und auch hier eine ausreichende Leistung bieten sollte.

Wichtigste Komponente des Verfahrens sind die sogenannten Co-Occurrence-Matrizen, mit
denen für eine Region die Häufigkeit des gemeinsamen Auftretens von je zwei Grauwerten
v1 und v2 innerhalb einer 3x3 Nachbarschaft von Pixeln in einer bestimmten Richtung α

angegeben wird.

Definition 5.2.2 Sei φ(x) = 1, falls x = 0 und φ(x) = 0, sonst. Für eine Region R mit S Pixeln
nennen wir OR,α ∈ R{0,...,n−1}×{0,...,n−1} mit

OR,α(v1, v2) =
1
S ∑

(x,y)
φ(r(x, y)− v1) ∗ φ(r(x +

⌊
sin α +

1
2

⌋
, y +

⌊
cos α +

1
2

⌋
)− v2)

und α ∈ {0◦, 45◦, 90◦, 135◦} die Co-Occurrence-Matrix von R in Richtung α.

Dabei sei r(x, y) die Intensität an der Stelle x, y im Bildbereich von R. Die Co-Occurrence-
Matrix entspricht also gewissermaßen einem zweidimensionalen Histogramm, welches nicht
nur die Häufigkeit des isolierten Auftretens von Grauwerten, sondern auch die Häufigkeit
von Nachbarschaften zwischen bestimmten Grauwerten angibt. Somit werden über die reine
Verteilung der Grauwerte hinaus auch strukturelle Merkmale einer Region analysiert.

In Abb. 5.10 sind beispielhaft Co-Occurrence-Matrizen mit α = 45◦ für verschiedene Regionen
dargestellt. Die Matrizen wurden symmetrisiert, so dass OR,α(v1, v2) = OR,α(v2, v1) gilt. Gut
zu erkennen ist dabei, dass die Regionen auf Hintergrund sowie Mütze und Jacke der
Person jeweils charakteristische Matrizen aufweisen und diese für die beiden Regionen
aus dem Hintergrund sehr ähnlich und zugleich verschieden von den anderen beiden
Regionen sind. Eine Co-Occurence-Matrix kann daher als eine Art individuelle „Signatur“
einer Textur betrachtet werden. Dadurch wird es uns ermöglicht, anhand der Entsprechung
oder Verschiedenheit solcher Signaturen homogene Bereiche mit einheitlicher Textur von
inhomogenen Bereichen mit voneinander verschiedenen Texturen zu unterscheiden.

Zur Beurteilung der Ähnlichkeit von Signaturen werden parallel eine Reihe verschiedener
Funktionen eingesetzt, welche bestimmte Eigenschaften der Matrizen angeben und eine
Charakterisierung individueller Matrizen ermöglichen sollen. Entscheidende Merkmale sind
hier etwa der Mittelwert, welcher das Zentrum der Verteilung angibt oder die Streuung,
mit der sich die Ausbreitung entlang der Diagonalen beurteilen lässt. Alle Funktionen,
die zur Bestimmung der Ähnlichkeit zwischen Co-Occurence-Matrizen üblicherweise zur
Anwendung kommen, sind in der Tabelle 5.2 aufgeführt (vgl. dazu [55] und [27]). Nachdem
die Werte von je zwei Matrizen ermittelt wurden, wird für jedes Merkmal die Distanz der
berechneten Werte bestimmt und die analysierten Regionen gelten als ausreichend ähnlich
bezüglich ihrer Textur, wenn die Distanz für jedes Merkmal unter einem vorher festgelegten
Schwellenwert liegt.
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Abbildung 5.10.: Co-Occurrence-Matrizen mit α = 45◦ für verschiedene Texturen des Bildes.

Im Unterschied zu den Homogenitätskriterien erster Ordnung werden wir bei der Anwen-
dung der Co-Occurrence-Matrizen im SAM-Verfahren leicht abweichend vorgehen. Die
Homogenität einer Region wird während des Splittings nicht anhand der Matrix der ge-
samten Region beurteilt, sondern es werden individuelle Matrizen der vier Unterregionen
erzeugt, analysiert und miteinander verglichen. Dabei kann entweder ein vorher festgeleg-
ter Wert für α verwendet werden oder es können auch mehrere Matrizen pro Region für
unterschiedliche α herangezogen werden. Nur wenn alle vier Matrizen eine ausreichende
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Name Funktion Symbol

Kontrast
n−1

∑
v1,v2=0

OR,α(v1, v2) ∗ (v1 − v2)
2 Hcont

Verschiedenheit
n−1

∑
v1,v2=0

OR,α(v1, v2) ∗ |v1 − v2| Hdiss

Inverses Differenz Moment
n−1

∑
v1,v2=0

OR,α(v1, v2)

1 + (v1 − v2)2 HIDM

Energie
n−1

∑
v1,v2=0

OR,α(v1, v2)
2 Henergy

Entropie −
n−1

∑
v1,v2=0

OR,α(v1, v2) ∗ (log2 OR,α(v1, v2)) Hent2

Mittelwert 1

n−1

∑
v1,v2=0

v1 ∗OR,α(v1, v2) µ1

Mittelwert 2

n−1

∑
v1,v2=0

v2 ∗OR,α(v1, v2) µ2

Varianz 1

n−1

∑
v1,v2=0

OR,α(v1, v2) ∗ (v1 − µ1)
2 σ2

1

Varianz 2

n−1

∑
v1,v2=0

OR,α(v1, v2) ∗ (v2 − µ2)
2 σ2

2

Korrelation
n−1

∑
v1,v2=0

OR,α(v1, v2)
(v1 − µ1)(v2 − µ2)√

σ2
1 σ2

2

Hcorr

Streuung
n−1

∑
v1,v2=0

OR,α(v1, v2)
√
(µ1 − v1)2 + (µ2 − v2)2 Hdisp

Tabelle 5.2.: Merkmale von Co-Occurrence-Matrizen, welche zum Vergleich der Matrizen
verwendet werden.

Ähnlichkeit aufweisen, gilt die Region als homogen. Für das Merging werden entsprechend
die Matrizen von zwei benachbarten Regionen gebildet und auf ausreichende Entsprechung
verglichen.

Leider ist das soeben beschriebene Verfahren noch immer weit von einer optimalen Seg-
mentierung beliebiger Bildinhalte entfernt. Schwierigkeiten bereitet dabei beispielsweise
die Festlegung von guten Schwellenwerten für jedes Merkmal, so dass für unterschiedliche
Arten von Texturen gute Resultate erzielt werden können. Je nach Textur sind die Ähn-
lichkeiten von Co-Occurrence-Matrizen deutlicher oder weniger deutlich ausgeprägt. Die
unterschiedliche Skalierung von Texturen stellt eine zentrale Schwierigkeit dar und viele
Texturen lassen sich durch Beschreibung der Beziehungen innerhalb einer 3x3-Nachbarschaft
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überhaupt nicht charakterisieren. Hier bräuchten wir Kriterien von noch höherer Ordnung,
was sich aber sehr ungünstig auf die Komplexität des Verfahrens auswirken würde.

Für Regionen aus wenigen Pixeln verlieren die Co-Occurence-Matrizen erheblich an Aussa-
gekraft, was ein weiteres schwerwiegendes Problem für das SAM-Verfahren darstellt. Da
bei kleinen Regionen nur wenige Einträge der Matrix besetzt sind, gewinnt der Zufall einen
stärkeren Einfluss auf die Verteilung und es lässt sich dann selten eine charakteristische
Signatur feststellen. Dies entspricht allerdings auch unserer Wahrnehmung von Texturen, wie
Abb. 5.11 mit der Darstellung verschieden großer Regionen aus Hintergrund und Mütze der
Person aus dem Beispielfoto verdeutlichen soll. Je kleiner die Regionen sind, desto schwieri-

Abbildung 5.11.: Verschieden große Regionen aus Hintergrund (links) und Mütze aus der
Aufnahme. Je kleiner die Bereiche werden, desto schwieriger ist zu erken-
nen, dass es sich um unterschiedliche Texturen handelt.

ger wird es, die verschiedenen Texturen auseinanderzuhalten. Innerhalb des Verfahrens mit
Co-Occurrence-Matrizen empfiehlt es sich daher ab einer bestimmten Größe der Regionen
(unterhalb von etwa 256 Pixeln) ein anderes Verfahren zur Beurteilung der Homogenität
heranzuziehen. Beispielsweise kann zu diesem Zweck wieder auf Homogenitätskriterien
erster Ordnung zurückgegriffen werden.

5.2.5. Generierung und Vergleich der Wörterbücher

Nachdem nun das Verfahren zur Segmentierung des Bildes in distinktive Bildkomponenten
geklärt wurde, muss noch erörtert werden, wie sich daraus ein Vergleich im Sinne der
Beschreibungsähnlichkeit realisieren lässt. Es gibt verschiedene Möglichkeiten, wie sich
aus den erzeugten Segmenten ein Wörterbuch für die Beschreibung des Ursprungsbildes
generieren lässt. Die Grundidee besteht darin, dass zu einer kompakten Beschreibung
der Bilder die Struktur der Segmentierung und eine kompakte Repräsentation der in den
Segmenten enthaltenen Inhalte gespeichert werden müsste. Da ein Vergleich der Struktur-
ähnlichkeit von Segmenten wenig aussichtsreich erscheint, wollen wir uns auf den Vergleich
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der Segmentinhalte, man könnte auch sagen den „Anstrich“ der Segmente in Form einfacher
Grauwertschemata oder schon komplexerer Texturen konzentrieren. Unsere Wörterbücher
bestehen dann aus homogenen Einträgen in Form von Stichproben, die repräsentativ für
eine Zusammenhangskomponente des Bildes stehen.

Für die Bestimmung dieser Einträge wurden im Rahmen der Experimente vier verschiedene
Varianten durchgeführt und evaluiert um Stichproben der Segmente zu entnehmen:

• Für jedes Segment wird ein zufälliger Bereich des ursprünglichen Splittings ausgewählt.

• Für jedes Segment wird ein zufälliger quadratischer Bereich vorher festgelegter Größe
entnommen.

• Für jedes Segment wird ein möglichst großer quadratischer Bereich entnommen.

• Für jedes Segment wird eine quadratische Collage aus Pixelwerten des Segments
gebildet, so dass jeder Pixel der Collage den Durchschnittswert einer entsprechenden
Anzahl von Pixeln des Segments repräsentiert.

Aus Gründen der Einfachheit wurde auf Einträge beliebiger Form bewusst verzichtet, da
andernfalls der Vergleich von Einträgen nur schwer realisierbar gewesen wäre. Es wurden
stattdessen jeweils quadratische Bereiche gewählt, deren Seitenlängen Vielfachen von 2
entsprechen. Ferner wurden Einträge nur aufgenommen, wenn das entsprechende Segment
eine bestimmte Minimalgröße übersteigt. So sollte verhindert werden, dass kleine Segmente,
die meist nur aus Fehlern der Segmentierung resultieren, einen zu großen Einfluss auf das
Ergebnis haben.

Der Vergleich der Wörterbücher fand mit den in Abschnitt 5.1 beschriebenen Abstandsmaßen
NWD und der allgemeinen und spezifischen Wörterbuchähnlichkeit DS statt. Mit den δ-
funktionen sollte die relative Homogenität zweier Wörterbucheinträge zueinander bemessen
werden. Dafür wurden insbesondere zwei Ansätze gewählt:

• Direkter Vergleich der Histogramme: Die Histogramme zweier Einträge werden gemäß

δhist(a, b) =

√√√√√ n−1

∑
i=0

(ha(i)− hb(i))2

n auf Strukturentsprechung getestet.

• Vergleich durch Homogenitätskriterien: Die zu vergleichenden Wörterbucheinträge
werden verschmolzen und es wird gemäß δ(a, b) = H(Merge(a, b)) mit einem der
bereits bekannten Homogenitätskriterien erster Ordnung die Homogenität bestimmt.
Für die Anwendung von Homogenitätskriterien zweiter Ordnung werden jeweils Co-
Occurrence-Matrizen der beiden Bereiche erzeugt und nach einem oder mehreren
Kriterien in gleicher Weise wie beim Merging verglichen.
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Auf die Details der jeweils durchgeführten Vergleiche wird in Abschnitt 6.2 bei der Be-
sprechung der Experimente eingegangen. Für die Entsprechung von Wörterbucheinträgen
im Sinne der NWD empfahl sich die Berechnung mehrerer δ-Werte und die Festlegung
eines Schwellenwerts, unter den sie alle fallen müssen, damit die Einträge als einander
entsprechend gewertet werden können.
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5.3. Beschreibungsähnlichkeit mit VQ-Codebüchern

Die Vektorquantisierung (VQ) ist ein Verfahren, das insbesondere zur Datenkompression
kontinuierlicher Signalquellen visueller oder auditiver Natur eingesetzt wird. Sie stellt die
wichtigste Komponente des zweiten Ansatzes dar, der in diesem Unterkapitel vorgestellt
werden soll.

Bei der Kompression durch Vektorquantisierung wird ein zu komprimierendes Signal aus
einer beliebigen Signalquelle zunächst in Blöcke gleicher Größe zerlegt, welche dann durch
eine Linearisierung in eine Menge von Vektoren überführt werden. Da es prinzipiell keine
Einschränkung an die Struktur oder Dimensionalität des Signals gibt, ist es von ihm selbst
abhängig, wie diese Linearisierung vonstatten gehen sollte. Die so erzeugten Vektoren
werden anschließend mit den Einträgen eines speziellen Wörterbuchs, auch Vektorcodebuch
genannt, verglichen, um daraus einen Eintrag mit minimaler Abweichung bezüglich eines
feststehenden Abstandsmaßes zu bestimmen. Der Index dieses Eintrags im Codebuch dient
dann als Referenz durch den der ursprüngliche Block des Eingangssignals ersetzt wird.

Ein Empfänger bzw. Decoder eines so komprimierten Signals, welcher über ein identisches
Codebuch verfügt, ist dann in der Lage, die Referenzen wieder in Signalblöcke aufzulösen.
Dabei wird allerdings nicht mehr exakt das ursprüngliche sondern lediglich ein möglichst
ähnliches Signal rekonstruiert (Abb. 5.12), weshalb wir es mit einem verlustbehafteten
Kompressionsverfahren zu tun haben. Eine Reduktion des Datenvolumens wird erzielt,
wenn der benötigte Platz zur Speicherung von Referenzen geringer als der benötigte Platz
zur Speicherung eines Blockes ist; d.h. wenn der Logarithmus des maximalen Index gegeben
durch die Größe des Codebuchs geringer als die Blocklänge in Bits ist.

Die eigentliche Herausforderung des Verfahrens besteht natürlich darin, ein passendes
Codebuch zu finden, das einerseits ausreichend kompakt ist, um eine starke Kompression
zu erzielen, und andererseits die Strukturen der Signalblöcke möglichst gut approximieren
kann, so dass der zu erwartende Qualitätsverlust möglichst gering bleibt. Der Algorithmus,
der hierzu üblicherweise eingesetzt wird, wurde von Linde, Buzo und Gray in [38] entwickelt
und wird in Abschnitt 5.3.1 zunächst für die Kompression abstrakter Signale beschrieben.
Seine Funktionsweise besteht darin, jeweils Mengen von stark ähnlichen Blöcken im vorkom-
menden Signal ausfindig zu machen und durch einzelne Codevektoren zu repräsentieren,
die durch Mittelwertbildung aus diesen Blöcken erzeugt werden.

Für die Anwendung im Sinne der Beschreibungsähnlichkeit ist das Verfahren aus zwei
Gründen besonders interessant: Zum einen erlaubt die verlustbehaftete Codierung, dass
keine vollkommene Übereinstimmung von sich ähnelnden Strukturen vorliegen muss, son-
dern bereits die Quasiredundanz vorkommender Blöcke für eine gelungene Kompression
dienlich ist. Zum anderen sind die aus dem Signal generierten Blöcke nicht an eine lineare
Repräsentation der Daten gebunden. Im Gegensatz zum LZW-Wörterbuch können also
auch zweidimensionale Korrelationen durch Codebucheinträge Berücksichtigung finden. In
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Abbildung 5.12.: Codierung mittels Vektorquantisierung: Die Eingabe wird links im Encoder
in Blöcke unterteilt und Vektoren im Codebuch zugeordnet. Die daraus
ermittelten Indizes können vom Decoder auf der rechten Seite mittels
einer Lookup-Tabelle zu einer Approximation des ursprünglichen Signals
zusammengesetzt werden.

Abschnitt 5.3.2 soll daher das VQ-Kompressionsverfahren für die spezifische Anwendung
auf Bilddaten erläutert werden. Anschließend wird darauf eingegangen, wie Codebücher
zur Berechnung der Beschreibungsähnlichkeit eingesetzt werden können.

Es sei an dieser Stelle erwähnt, dass von Allen Gersho und Robert Gray in [24] eine umfas-
sende Theorie um das Prinzip der Vektorquantisierung formuliert wurde, worauf in dieser
Arbeit nicht detailliert eingegangen werden kann. Stattdessen sei auf die sehr empfehlens-
werte Lektüre dieses Werkes verwiesen.

5.3.1. Algorithmus nach Linde, Buzo und Gray

Die Arbeitsweise des LBG-Algorithmus besteht in einer guten Exploration des Merkmals-
raumes, welche durch eine vorher festgelegte und möglichst umfangreiche Menge von
Trainingsvektoren gesteuert wird. Diese Trainingsvektoren werden aus zufällig gezogenen
Blöcken des zu komprimierenden Signals gewonnen. Zur Auffindung eines passenden Code-
buchs wird dann versucht, eine anfänglich festgelegte Anzahl von Codevektoren in mehreren
Iterationen überall dort zu platzieren, wo sich Häufungen der Trainingsvektoren finden
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lassen. Die Codevektoren fungieren dadurch als Repräsentanten aller Signalblöcke in dem
entsprechenden Bereich.

Dahinter steht die Annahme, dass ein Häufungspunkt unter den Trainingsvektoren
als Zeichen von Redundanz in der Signalquelle gesehen werden kann. Für eine gute
Kompression ist genau dann viel gewonnen, wenn zahlreiche mögliche Signalblöcke durch
einen einzelnen Codevektor mit geringem Qualitätsverlust ersetzt werden können. Der
Algorithmus zur Erreichung dieses Ziels lässt sich für ein Signal mit Werten aus der Menge
I und einer festgelegten Blockgröße mit n Werten wie folgt beschreiben:

Gegeben sei eine Menge mit m Trainingsvektoren {T1, . . . , Tm} ⊆ In und ein initiales
Codebuch mit r Vektoren

{
C(0)

1 , . . . , C(0)
r

}
⊆ In sowie eine eine metrische Abstandsfunktion

d : In × In → R.

Es werden nun nacheinander folgende Schritte abgearbeitet:

1. Setze D(0) = ∞ und k = 0. Dabei bezeichnet D(k) die zuletzt erreichte durchschnittliche
Abweichung und k den aktuellen Iterationsschritt.

2. Finde für jedes C(k)
i mit i = 1, . . . , r die Menge der nächsten Nachbarn

R(k)
i =

{
Tl | ∀j : j 6= i⇒ d(C(k)

i , Tl) < d(C(k)
j , Tl)

}
unter den Trainingsvektoren. Verwende dabei eine geeignete Regel zur Auflösung
von Pattsituationen d(C(k)

i , Tl) = d(C(k)
j , Tl). Z.B. kann der Trainingsvektor jeweils dem

Codevektor mit kleinerem j zugeordnet werden.

3. Bilde aus den aktuellen R(k)
i mit i = 1, . . . , r neue Codevektoren

{
C(k+1)

1 , . . . , C(k+1)
r

}
gemäß

C(k+1)
i = ∑

T∈R(k)
i

T ∗ 1∣∣∣R(k)
i

∣∣∣
4. Berechne

D(k+1) =

r

∑
i=1

m

∑
l=1

d(C(k)
i , Tl)

r ∗m

5. Falls D(k)−D(k+1)

D(k+1) > ε, setze k := k+ 1 und fahre bei 2. fort. Ansonsten ist der Algorithmus

mit der Ausgabe
{

C(k)
1 , . . . , C(k)

r

}
abgeschlossen.

Für verschiedene d, wie beispielsweise dem euklidischen Abstand, lässt sich leicht nach-
weisen, dass dieser Algorithmus nach endlich vielen Schritten zu einem Ende kommt, da
die durchschnittliche Abweichung immer nur verringert werden kann (vgl. [24, S. 363]).
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Sobald sich während eines Iterationsschrittes keine große Veränderung von D(k) mehr ergibt,
terminiert der Algorithmus schließlich.

Zur Veranschaulichung des Verfahrens ist seine Anwendung in Abb 5.13 auf Trainingsvekto-
ren aus R2 für 20 Iterationen dargestellt. Die Initialisierung des Codebuchs erfolgte hierbei
durch eine zufällige Verteilung von 16 Punkten in der Nähe des Koordinatenursprungs.
Es lässt sich beobachten, wie nach spätestens 8 Iterationen alle erkennbaren Häufungs-
punkte durch einen Codevektor erreicht werden. Allerdings fällt auch auf, dass erst einige
Iterationen vergehen, bevor sich ein zweiter Codevektor in Richtung der zwei Häufungs-
punkte in der linken oberen Ecke zu bewegen scheint. Dies ist durch das Wechselspiel
der Anziehung durch Trainingsvektoren und Abstoßung durch andere Codevektoren zu
erklären. Jedesmal wenn ein Codevektor, der zwischen zwei Häufungspunkten steht, durch
die Mittelwertbildung auch nur leicht in eine Richtung gezogen wird, können ihm durch die
anderen Codevektoren bei dem Häufungspunkt, von dem er sich ein Stück wegbewegt hat,
Trainingsvektoren „gestohlen“ werden. Durch diesen Prozess wird der Vektor langsam aber
stetig in die Richtung des Häufungspunktes ohne Konkurrenten beschleunigt und es wird
eine Ausbreitung der Vektoren über die gesamte Trainingsmenge erreicht.

Aus diesem Grund ist es auch wichtig, dass wir das ε in der Abbruchbedingung ausreichend
klein wählen, da es häufig einige Iterationen lang so aussehen kann, als würden sich kaum
mehr Veränderungen ergeben. Im vorliegenden Beispiel hat sich erst nach etwa 18 Iterationen
das Endergebnis eingestellt, bei dem sich dann auch nach vielen weiteren Iterationen keine
Bewegung mehr beobachten ließ.

Codebuch-Splitting

Der LBG-Algorithmus erzeugt leider nicht immer eine optimale Lösung für eine gegebene
Trainingsmenge. Tatsächlich ist diese stark von der gewählten Initialisierung des Codebuchs
abhängig. In dem Anwendungsbeispiel des letzten Abschnitts lässt sich beispielsweise
erkennen, dass der Häufungspunkt in der rechten unteren Ecke nur durch einen einzigen
Codevektor repräsentiert wird, obschon mindestens zwei Codevektoren zur Abdeckung bei
der Größe und Ausdehnung wohl besser geeignet wären. Hätten wir die Codevektoren bei
der Initialisierung besser positioniert, so hätte sich ein ausgeglicheneres Ergebnis erzielen
lassen. Dazu hätten wir aber bereits wissen müssen, wie die Trainingsvektoren über den
Vektorraum verteilt sind.

Ein weiteres Problem bei der Initialisierung stellt ferner die Festlegung der Größe des
Codebuchs dar. Nur in den seltensten Fällen dürfte im Vorfeld bekannt sein, wie viele
Häufungspunkte im Merkmalsraum zu erwarten sind. Durch eine zu gering gewählte Anzahl
an Codevektoren kann es vorkommen, dass für zahlreiche distinktive Häufungspunkte
kein eigener Codevektor zur Verfügung steht und somit viele Signalblöcke nur schlecht
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Abbildung 5.13.: Der Ablauf des LBG-Verfahrens in den Iterationen k = 0, 1, 2, 3, 4, 6, 8, 20
(Trainingsvektoren=blau, Codevektoren=rot).
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approximiert werden. Zu viele Codevektoren lassen hingegen die Größe des Codebuchs
unnötig anschwellen.

Um diesen Problemen bei der Initialisierung begegnen zu können, wurde in [38] eine
Methode vorgeschlagen, mit der sich automatisch sowohl eine gleichmäßige Verteilung
erreichen sowie auch eine passende Anzahl an Codevektoren bestimmen lässt. Die Splitting1

genannte Technik führt zu diesem Zweck eine weitere Iterationsebene ein, in der das
Codebuch in einer äußeren Schleife, die um den normalen LBG-Algorithmus gelegt wird,
schrittweise mit neuen Codevektoren initialisiert wird, die aus der Ausgabe der inneren
Schleife gebildet werden.

Statt zu Anfang eine zufällige Auswahl von r Codevektoren zu verwenden, wird dem
beschriebenen LBG-Algorithmus folgender Verfahrensschritt direkt vorangestellt:

0. Initialisiere das Codebuch mit zwei Codevektoren

C(0)
1 = (1 + ε) ∗

m

∑
l=1

Tl ∗
1
m

und

C(0)
2 = (1− ε) ∗

m

∑
l=1

Tl ∗
1
m

Nach einem vollständigen Durchlauf der inneren Schleife wird aus dem erzeugten Codebuch{
C(out)

1 , . . . , C(out)
r

}
dann ein neues initiales Codebuch der Größe 2 ∗ r nach der Vorschrift

C(0)
i = (1 + ε) ∗ C(out)

i

C(0)
r+i = (1− ε) ∗ C(out)

i

gebildet und k wieder auf 0 gesetzt. Auf diese Weise tastet sich die äußere Schleife Stück für
Stück an eine passende Zahl und Ausbreitung der Codevektoren heran.

In Abb. 5.14 ist das Ergebnis der Einbeziehung dieser Technik auf die Trainingsmenge des
Beispiels aus dem letzten Abschnitt zu sehen. Dabei hat sich eine deutlich bessere Abdeckung
der Häufungspunkte bei der gleichen Anzahl an finalen Codevektoren herausgebildet. Der
Preis dieser Verbesserung besteht in einer längeren Zeitspanne, die das Verfahren nun für
die Erzeugung der Codevektoren benötigt.

Es bleibt noch die Frage nach einer Abbruchbedingung der äußeren Schleife zu beantworten.
Im vorliegenden Beispiel wurde der Algorithmus beendet, sobald eine vorher festgelegte An-
zahl an Iterationen der äußeren Schleife erreicht war. Im Rahmen der VQ-Datenkompression
ist die Festlegung einer solchen Schranke durchaus sinnvoll, da man häufig möchte, dass

1Achtung: Nicht zu verwechseln mit dem „Splitting“ des SAM-Verfahrens.
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Abbildung 5.14.: Durch den Einsatz des Codebuch-Splittings lässt sich die Gleichmäßigkeit
der Verteilung merklich verbessern.

die Anzahl der Codevektoren durch die dadurch induzierte Länge der Referenzen eine
möglichst gute Ausnutzung der Bytegrenzen in einer Datei oder einem Nachrichtenkanal
erlaubt. Daneben empfiehlt sich aber auch die Festlegung einer unteren Schranke in Form
einer mindestens zu erreichenden Approximationsgüte D. Dadurch lässt sich sicherstellen,
dass die Anzahl der erzeugten Codevektoren am Ende ausreichend für eine gute Beschrei-
bung der Trainingsmenge ist. Je nachdem ob eher eine erforderliche Kompressionsrate oder
Kompressionsqualität im Vordergrund stehen, kann auf die eine oder andere Variante sowie
auch auf Kombinationen aus beiden Abbruchbedingungen zurückgegriffen werden.

5.3.2. Bilddatenkompression durch VQ-Codebücher

Erörtern wir nun, wie sich die Vektorquantisierung mit dem LBG-Algorithmus einsetzen lässt,
um die Datenmenge eines Digitalbildes zu reduzieren. In diesem Fall stellen quadratische
Bildbereiche mit konstanten Abmessungen eine naheliegende Wahl der verwendeten Signal-
blöcke dar. Zur Gewinnung solcher Blöcke kann das Bild mit einem Gitter vorher festgelegter
Abstände durchzogen werden. Die Felder dieses Gitters bilden nach ihrer Linearisierung die
Trainingsvektoren für den LBG-Algorithmus.
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Als Abstandsmaß derartiger Vektoren kommt häufig die mittlere quadratische Abweichung
(root mean square) zum Einsatz, welche für zwei Vektoren X = (x1 . . . xn) und Y = (y1 . . . yn)

nach der Vorschrift

δrms(X, Y) =

√√√√√ n

∑
i=1

(xi − yi)
2

n
berechnet wird. Der Grund für diese Wahl ist der durch

PSNR = 20 ∗ lg
Imax

δrms

gegebene maximale Störabstand (peak signal to noise ratio) für Bilder, wobei Imax die
maximal mögliche Intensität eines Bildes darstellt. Damit lässt sich in etwa der visuelle
Qualitätsverlust bemessen, der für einen menschlichen Betrachter bei der verlustbehafteten
Kompression eines Bildes bzw. Bildausschnitts entsteht (vgl. dazu [46, S. 197 f.]). Je kleiner
δrms(X, Y) ist, desto wahrscheinlicher betrachten wir die Bilder bzw. Bildausschnitte, aus
denen die Vektoren X und Y gewonnen wurden, als visuell identisch.

Nachdem wir Trainingsvektoren und Abstandsmaß festgelegt haben, können wir mittels
LBG-Algorithmus ein passendes Codebuch erzeugen und anschließend zur Kompression
des Bildes einsetzen. Da wir im Vorfeld kein Wissen über die Verteilung der auftretenden
Signalblöcke im Merkmalsraum haben, empfiehlt sich die Anwendung des Codebuch-
Splittings für eine gleichmäßige Positionierung der Codevektoren.

Das zu erwartende Resultat der VQ-Bildkompression lässt sich am besten durch ein Beispiel
veranschaulichen. In Abb. 5.15 ist daher das Ergebnis der Anwendung auf eine Version des
Lenna-Bildes zu sehen. Die Auflösung des Bildes betrug in diesem Fall 512× 512 Pixel. Da
in der originalen Rastergrafik jeder Pixel durch ein Byte repräsentiert wird, umfasst die
Repräsentation der Rohdaten insgesamt 262.144 Bytes. Zur Bestimmung der Trainingsmenge
wurde das Bild in ein 4× 4-Raster zerlegt, um daraus dann 16.384 Trainingsvektoren zu
gewinnen. Der durch Codebuch-Splitting erweiterte LBG-Algorithmus wurde anschließend
für 8 Iterationen der äußeren Schleife ausgeführt, wodurch ein Codebuch mit 256 Einträgen
entstanden ist. Die erforderliche Länge der Referenzen auf dieses Codebuch kann somit auf
1 Byte begrenzt werden. Das Ergebnis der Codebucherzeugung ist in Abb. 5.16 dargestellt.
Zur Codierung des Bildes wurde jeder 4× 4-Block aus dem Gitter, das auch zur Gewinnung
der Trainingsvektoren verwendet wurde, durch eine Referenz auf das Codebuch ersetzt. Mit
128 ∗ 128 = 16.384 erforderlichen Referenzen zu je einem Byte und der Größe des Codebuchs,
welche mit 256 ∗ 4 ∗ 4 = 4096 Bytes zu Buche schlägt, kommen wir auf eine Kompressi-
onsgröße von 20.480 Bytes. Die Kompressionsrate liegt also bei beachtlichen 92%, was sich
durch eine effiziente Codierung mit Referenzen variabler Länge noch weiter verbessern lässt.
Natürlich geht dieses Ergebnis mit einem ebenso beachtlichen Qualitätsverlust einher, wie
sich dem Bild deutlich entnehmen lässt.

Es lässt sich außerdem feststellen, dass die Codierung eines Bildes erheblich mehr Zeit
in Anspruch nimmt als die Decodierung. Bei der Codierung müssen die Signalblöcke des

90



5.3. Beschreibungsähnlichkeit mit VQ-Codebüchern

Abbildung 5.15.: Links ist das ursprüngliche Lenna-Bild zu sehen. Rechts die durch ein
VQ-Codebuch aus 256 Einträgen mit 4x4-Blöcken komprimierte Form. Die
Kompression wurde mit dem Programm GESTALT durchgeführt, das im
Rahmen dieser Arbeit entstanden ist (siehe Abschnitt 6.1.1).

Bildes jeweils mit allen Einträgen des Codebuchs gemäß δrms verglichen werden, was sehr
aufwendig ist. Auf der Seite des Decoders müssen dagegen lediglich Referenzen mittels
einer Lookup-Tabelle in Codebucheinträge umgewandelt werden. So hat etwa die Codierung
des originalen Lenna-Bildes auf einem Intel Core 2 Duo System unter Ausnutzung beider
Rechenkerne fast 2, 5 Minuten gedauert. Verschiedene Ansätze wurden entwickelt um
diesem Problem zu begegnen. Der interessierte Leser sei dafür insbesondere auf [46, S. 299

ff.] verwiesen.

Die soeben beschriebene Variante stellt nur eine Möglichkeit dar, wie VQ-Codebücher zur
Bilddatenkompression eingesetzt werden können. Ihr Nachteil besteht darin, dass das Co-
debuch für jedes Bild individuell erzeugt und zusammen mit den komprimierten Daten
gespeichert/übermittelt werden muss. Besser wäre es, wenn das Codebuch bereits im Vorfeld
bei Sender/Encoder und Empfänger/Decoder vorhanden wäre und nicht übermittelt bzw.
mit abgespeichert werden müsste. Das macht zwar für ein Codebuch, welches nur zur Kom-
pression einer bestimmten Datei dienen soll, wenig Sinn. Ein Vorzug der Vektorquantisierung
besteht allerdings darin, dass die Trainingsvektoren nicht unbedingt aus einer einzelnen
Quelle stammen müssen. Vielmehr lässt sich ein VQ-Codebuch auch für eine bestimmte
Art von Daten oder eine bestimmte Menge von Datenobjekten trainieren. Für die effiziente
Übertragung von Sprachsignalen könnte beispielsweise ein Codebuch auf Basis vieler aufge-
zeichneter Telefongespräche erzeugt werden, das im Vorfeld an alle Gesprächsteilnehmer
verteilt wird. Eine weitere mögliche Anwendung besteht in der effizienten Archivspeicherung
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Abbildung 5.16.: Das erzeugte Codebuch für die Kompression des Lenna-Bildes.

von mehreren Bildern. Für alle Bilder im Archiv wird dazu ein gemeinsames Codebuch
erzeugt und abgespeichert, das möglichst alle Bilder gut beschreiben kann. Insoweit dies
gelingt, lässt sich dadurch ein kompaktes Codebuch für eine große Anzahl an Bildern finden,
das nur einmal zusammen mit dem Archiv gespeichert werden muss und auf diese Weise
eine Kompression alle Bilder im Archiv zulässt.

Erweiterung durch variable Blockgröße

Bisweilen sind verschiedene Bereiche eines Bildes unterschiedlich komplex und daher auch
unterschiedlich schwer zu beschreiben, wie bereits bei der Besprechung des SAM-Verfahrens
deutlich wurde. Es scheint aus diesem Grund nicht immer sinnvoll, eine konstante Größe
der Codevektoren im Vorfeld festzulegen. Homogene Bereiche eines Bildes lassen sich häufig
durch wenige Vektoren bereits gut beschreiben, während es für komplexe Strukturen viele
niedrigdimensionale Vektoren braucht. Es wurde daher auch vorgeschlagen [24, S. 634 ff.]
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Codebücher mit Vektoren variabler Dimension zu erlauben. Um diese zu bestimmen, kann
erneut das Region Splitting aus Abschnitt 5.1 zum Einsatz kommen. Das Bild wird dabei
nach dem gleichen Prinzip und mittels einer der bereits vorgestellten Homogenitätskriterien
zunächst in quadratische Segmente zerlegt. Anschließend wird für jeden Bereich bzw.
alle Bereiche gleicher Größe ein eigenes Codebuch erzeugt. Die Referenzen sind dann so
aufgebaut, dass zunächst das Codebuch und dann der Eintrag selektiert wird.

Im Rahmen der Beschreibungsähnlichkeit könnte es sinnvoll sein, diese Erweiterung in Be-
tracht zu ziehen. Korrelationen, welche die redundanten Strukturen eines Bildes bestimmen,
können auf verschiedenen Skalen existieren. Mit der Verwendung von Codebüchern, die ver-
schiedene Blockgrößen abdecken, könnte diesem Umstand begegnet werden. Zur Evaluation
des VQ-Verfahrens kam bei den Experimenten daher sowohl die Variante mit konstanter
Blockgröße für verschiedene Größen als auch die Variante mit variablen Blockgrößen zum
Einsatz. Auf die Details wird bei den Experimenten in Abschnitt 6.3 genauer eingegangen.

5.3.3. VQ-Codebücher und Beschreibungsähnlichkeit

Wenn wir das beschriebene VQ-Bildkompressionsverfahren auf Basis eines festen Gitters
zur Berechnung der Kompressionsdistanz einsetzen wollen, werden wir zunächst mit dem
Problem konfrontiert, dass die Kompressionsgröße allein von der Größe des verwendeten
Codebuchs und den gewählten Blockgrößen des Gitters bei der Codierung abhängt. Wenn
wir das Codebuch aus einem Bild verwenden wollen, um eine anderes Bild zu komprimieren,
so würde sich dabei für beliebige Bilder die gleiche Kompressionsgröße und damit ein kaum
sinnvoller Ähnlichkeitswert ergeben.

Dem kann verschiedentlich begegnet werden. Zum einen können wir die am Anfang dieses
Kapitels beschriebene NWD oder die Wörterbuchähnlichkeit DS zum Einsatz bringen um
zu quantifizieren, wie gut sich aus den gegebenen Codebüchern zweier Bilder ein gemein-
sames, kompaktes Codebuch erzeugen lässt, das beide Bilder gut beschreibt. Je besser dies
gelingt, desto ähnlicher sollten sich die Bilder dann sein. Durch den mittleren quadratischen
Abstand δrms, welcher in Abschnitt 5.3.2 bereits angesprochen wurde, ist dabei eine sinnvolle
δ-Funktion gegeben, mit der beurteilt werden kann, ob zwei Einträge verschiedener Code-
bücher einander entsprechen. Durch einen geeignet gewählten Schwellenwert kann dann
die Äquivalenz gemäß Quasiredundanz zweier Einträge bestimmt werden. An dieser Stelle
sollte allerdings auch gesagt werden, dass δrms kaum geeignet ist die allgemeine Ähnlichkeit
zweier Einträge zu quantifizieren, da der ermittelte Wert nur dann aussagekräftig ist, wenn
es vor allem qualitative Unterschiede zwischen den betrachteten Pixelblöcken gibt. Die
Anwendung ist daher nur in Form der NWD und der spezifischen Wörterbuchähnlichkeit
sinnvoll. Für die Nutzung mit der allgemeinen Wörterbuchähnlichkeit stellt er hingegen
keine gute Grundlage dar.
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Daneben bietet sich noch eine weitere Variante an, mit der sich die VQ-Codebücher im
Rahmen der Beschreibungsähnlichkeit einsetzen lassen. Wie eingangs erwähnt, können wir
davon ausgehen, dass sich bei festem Gitter und Codebuch für verschiedene Bilder eine
identische Kompressionsgröße einstellen wird, was für eine direkte Bestimmung der Kompres-
sionsdistanz eher ungünstig ist. Zugleich werden wir aber auch beobachten können, dass
sich bei Verwendung unterschiedlicher Codebücher zur Kompression eines Bildes erhebliche
Unterschiede der Kompressionsqualität ergeben werden. Das Potential eines Codebuchs Wx, als
Beschreibung für ein vorliegendes Bild y zu dienen, könnten wir also auch bemessen, indem
wir die unter Verwendung von Wx verlustbehaftet komprimierte Fassung VQComp(y | Wx)

des Bildes y mit seiner originalen Fassung vergleichen. Je größer die Übereinstimmung
beispielsweise im Sinne der PSNR ist, desto ähnlicher gelten dann das komprimierte Bild
und das Bild, von dem das Codebuch stammt. Dies können wir etwa durch den Term

δrms(VQComp(y |Wx), y)

zum Ausdruck bringen. Je kleiner dessen Wert ist, desto besser ist die Kompression von y
durch das Codebuch von x gelungen. Der Qualitätsunterschied gemäß δrms kann hierbei
als Quantifizierung des visuellen Informationsverlusts verstanden werden, der durch die
Beschreibung von y mittels Wx zustande kommt. Je besser der „visuelle Wortschatz“ von x
zur Beschreibung von y eingesetzt werden kann, desto geringer sollte dann auch der visuelle
Informationsverlust gegenüber dem Original sein.

Allein stellt dies aber noch kein universell adäquates Ähnlichkeitsmaß dar. Ein kom-
plett schwarzes Bild y wäre dadurch z.B. jedem beliebigen x sehr ähnlich, das mindes-
tens einen komplett schwarzen Eintrag in seinem Codebuch hat, da in diesem Fall stets
δrms(VQComp(y |Wx), y) = 0 gelten würde. Eine Verbesserung in dieser Hinsicht erhalten
wir, wenn wir ähnlich der Informationsdistanz das Maximum

QDVQ(x, y) = max
{

δrms(VQComp(y |Wx), y), δrms(VQComp(x |Wy), x)
}

bilden. Ein schwarzes Bild kann zwar leicht komprimiert werden aber sein Codebuch dient
kaum dazu andere Bilder gut zu beschreiben. Das so gebildete Maß nennen wir im Folgenden
die Qualitätsdistanz durch Vektorquantisierung (QDVQ).

Absolut ist das Distanzmaß allerdings immer noch nicht. Ohne passende Normalisierung
könnte der ermittelte Wert für zwei sehr ähnliche Bilder x1 und y1 immer noch größer sein
als für zwei sehr unähnliche Bilder x2 und y2, wenn es einfach generell sehr schwierig ist, x1

und y1 durch das VQ-Verfahren mit einer guten Qualität zu komprimieren. Denkbar wäre es
daher, durch

1−
max

{
δrms(VQComp(x |Wx), x), δrms(VQComp(y |Wy), y)

}
QDVQ(x, y)

eine Normalisierung der Werte herbeizuführen. Diametral zur NCD wird mit dem Bruch
statt der Kompressionsverbesserung bei der Betrachtung ähnlicher Bilder die Kompressi-
onsverschlechterung bei der Betrachtung unähnlicher Bilder bemessen. Um daraus eine
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Ähnlichkeitsdistanz zu gewinnen, wird der Term von 1 abgezogen um weiterhin einen Wert
nahe bei 0 zu erhalten, wenn zwei Bilder sich maximal ähneln und einen Wert nahe bei 1,
wenn sie maximal verschieden sind. Da für die Beurteilung festgelegter Testmengen zumeist
auch ein „relatives“ Ähnlichkeitsmaß ausreichend ist, kam in den Experimenten dennoch
vorwiegend die QDVQ ohne Normalisierung zum Einsatz - das allein hat schon zu sehr
guten Resultaten geführt, wie sich im vierten Teil dieser Arbeit noch zeigen wird.

Leider bringt das soeben beschriebene Verfahren auch einen Nachteil mit sich, der nicht
unerwähnt bleiben darf. Wie zwischenzeitlich klar geworden sein sollte, gibt es eine ganze
Reihe von Parametern, welche bei der Erzeugung der Codebücher und ihrem Vergleich
festgelegt werden müssen. Das bringt die eigentlich gewünschte Parameterfreiheit des
Verfahrens erheblich in Gefahr. Unter anderem müssen folgende Einstellungen berücksichtigt
werden:

• Größe und Auswahl der Trainingsmenge

• Maximale Iterationszahl des Codebuch-Splittings

• Zu erreichende Approximationsgüte

• Blockgröße der Codebucheinträge

• ε der Abbruchbedingung

• Schwellenwert für δrms (nur bei NWD)

Manche dieser Werte lassen sich allerdings ohne größere Schwierigkeiten bereits im Vorfeld
der Codebucherzeugung bestimmen. So sollte z.B. die Trainingsmenge einfach so groß
wie möglich gewählt sein, solange die Erzeugung der Codebücher gerade noch mit ver-
tretbarem Zeitaufwand durchgeführt werden kann. Wichtig ist insbesondere, dass sich für
alle Häufungspunkte, die sich durch die charakteristischen Strukturen des Bildes ergeben,
ausreichend viele Repräsentanten unter den Trainingsvektoren wiederfinden. Hierbei gibt es
eine wichtige Überlegung im Hinblick auf die Anwendung der Codebücher in der Kompres-
sionsdistanz zu berücksichtigen. Es ist zwar bei der Kompression einzelner Bilder durchaus
sinnvoll, nur die Blöcke des gewählten Gitters als Trainingsvektoren zu verwenden, da ja
nur diese Blöcke anschließend approximiert werden müssen - mit unseren Codebüchern
wollen wir aber auch andere Bilder als das jeweilige Ursprungsbild komprimieren. Daher ist
es durchaus angebracht, eine möglichst umfassende Beschreibung eines Bildes durch sein
Codebuch zu gewinnen, indem wir einfach alle Bildausschnitte der gewählten Blockgröße
unabhängig von einem Gitter als Trainingsvektoren zulassen.

Weiterhin sind bei den aufgeführten Parametern auch die Iterationszahl der äußeren LBG-
Schleife und die gewünschte Approximationsgüte direkt voneinander abhängig. Wenn wir
einen Parameter festlegen, wird sich der andere dadurch automatisch ergeben. Für die An-
wendung von QDVQ hat es sich als sinnvoll erwiesen, Codebücher von konstanter Länge und
somit festgelegter Anzahl von Iterationen bei der Codebucherzeugung zu verwenden. Wenn
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wir stattdessen die Approximationsgüte vorgeben, kann es passieren, dass für ein schwierig
zu komprimierendes Bild erheblich mehr Codebuch-Einträge erzeugt werden als für andere
Bilder. Durch die größere Auswahl, die sich damit bietet, hätte dieses Codebuch dann an
sich bereits bessere Chancen andere Bilder gut zu komprimieren, was die Ähnlichkeitswerte
in eine ungünstige Schieflage bringen könnte.

Zuletzt muss auch die Blockgröße nicht festgelegt werden, sofern wir auf die in Ab-
schnitt 5.3.2 beschriebene Partitionierungs-Technik zurückgreifen um die Codebücher zu
generieren. In den Experimenten hat es sich zumindest für die Distanz QDVQ allerdings oft
als schwierig herausgestellt von Codebüchern mit variabler Blockgröße sinnvoll Gebrauch
zu machen, weshalb hier zumeist eine vorher festgelegte Blockgröße zur Anwendung kam.
Beim Vergleich durch NWD und DS können aber auch variable Blockgrößen problemlos in
die Berechnung einfließen. Darauf wird bei der Beschreibung der Experimente nochmals
eingegangen.

Abschließend sei noch auf eine besondere Möglichkeit eingegangen, die sich zur Anwendung
von VQ-Codebüchern für die Beschreibungsähnlichkeit ergibt. Die in Abschnitt 5.3.2 ange-
sprochene Archivkompression mehrerer Bilddaten funktioniert genau dann besonders gut,
wenn sich die Bilder nicht zu stark voneinander unterscheiden. Da sich dieses Prinzip auch
umkehren lässt, können wir ein VQ-Codebuch für mehrere Bilder trainieren, die alle einen
bestimmten Bildinhalt repräsentieren. Bilder, welche den Trainingsbildern ähnlicher sind,
sollten sich durch dieses Codebuch dann besser komprimieren lassen als Bilder, die eine
geringe Ähnlichkeit dazu aufweisen. So könnten wir etwa im Rahmen einer Klassifikations-
aufgabe mehrere Repräsentanten einer Klasse von Bildern durch ein einzelnes gemeinsames
Codebuch beschreiben. Wenn wir für ein noch unbekanntes Bild ermitteln wollen, ob es zu
einer bestimmten Klasse gehört, müssen wir nur prüfen, ob es sich durch das kollektive
Codebuch dieser Klasse besser als durch die Codebücher der anderen Klassen komprimieren
lässt.
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5.4. Beschreibungsähnlichkeit durch affine Transformationen

Das letzte Verfahren, das hier vorgestellt werden soll, basiert wesentlich auf Ideen und Erfolg
der Fraktalen Bildkompression, weshalb diese in den folgenden Abschnitten kurz einge-
führt wird. Vergleichbare Ansätze wurden im Rahmen der Forschungen zur NCD bereits
in [63] und [34] verfolgt. Wie bei den anderen Verfahren der Beschreibungsähnlichkeit, die
wir bereits betrachtet haben, kommt es hier nicht darauf an, eine Kompression wirklich
durchzuführen. Stattdessen soll bemessen werden, wie gut sich ein Bild unter Verwendung
der Strukturen aus einem anderen Bild komprimieren lassen würde. Die Besonderheit der
Fraktalen Bildkompression liegt darin begründet, dass im Kern des Verfahrens Referenzen,
ähnlich wie beim LZ77-Algorithmus, auf andere Inhalte gezogen werden um einen Daten-
block dadurch repräsentieren und somit komprimieren zu können. Der Unterschied zu LZ77

ist aber, dass die Referenzen nicht Byte-Folgen, sondern explizit Bildausschnitte zum Ziel
haben.

Darüber hinausgehend werden die referenzierten Blöcke nicht unverändert zur Rekonstruk-
tion übernommen, sondern können durch affine Transformationen an das jeweilige Ziel
angepasst werden. Beides macht das Verfahren aus den bereits angeführten Gründen inter-
essant für die Beschreibungsähnlichkeit auf Bildern, da wir dabei eine erweiterte Form der
Redundanz berücksichtigen und die zweidimensionale Struktur von Bildern in die Struktur
der Referenzen eingeht. Wie diese Referenzen genau aussehen und eingesetzt werden, soll
in den folgenden Abschnitten verdeutlicht werden.

5.4.1. Fraktale Bildkompression

In Abb. 5.17 ist ein Ausschnitt aus einer Visualisierung der berühmten Mandelbrotmenge
zu sehen. Die Darstellung lässt eine erhebliche Komplexität und dabei dennoch in Worten
beschreibbare - man könnte sagen „sinnvolle“ - Ordnungsstrukturen erkennen. Die ursprüng-
lich erzeugte Bitmap-Datei, die in diesem Dokument verwendet wurde, hat eine Auflösung
von 640× 480 Bildpunkten und benötigt somit 921.654 Bytes an Speicherplatz.

Das können wir verbessern: Die rekursive Vorschrift

z0 = 0

zk = z2
k−1 + c

stellt das Bildungsgesetz der Struktur dar, indem wir die Mandelbrotmenge M als die Menge
aller komplexen Zahlen c definieren, für die zk beschränkt bleibt (sprich zk verlässt in der
komplexen Ebene für kein k einen Kreis mit festem Radius). Das Bild entsteht, indem wir
alle diese Punkte für einen begrenzten Ausschnitt in die komplexe Ebene einzeichnen. Das
Bildungsgesetz, zusammen mit der Angabe von Bereich und Auflösung, kann also als eine
maximal kompakte Beschreibung dieses Bildes verstanden werden. In Mathematica-Notation
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Abbildung 5.17.: Ein Ausschnitt aus der Mandelbrotmenge. Sie weist trotz ihres einfachen
Bildungsgesetzes unzählige komplexe Strukturen auf.

lässt sie sich mit 59 Ascii-Zeichen darstellen, womit wir die erstaunliche Kompressionsrate
von 99, 9935% für unser Bild erreichen, welche sich natürlich noch beliebig steigern lässt,
indem einfach größere und/oder detailliertere Ausschnitte betrachtet werden.

Bei einer derart traumhaften Kompressionsleistung stellt sich natürlich die Frage, ob sich
die Beobachtung in irgendeiner Weise auch für die Kompression realer Bilddaten, die auf
den ersten Blick nicht die besonderen Eigenschaften von Fraktalen aufzuweisen scheinen,
gewinnbringend einsetzen lässt. Und tatsächlich wurde ausgehend von dieser Frage von
M. Barnsley und A. Jacquin sowohl eine Theorie der Fraktalen Bildkompression [5] als
auch ein nutzbares Verfahren [32] mit beachtlichen Kompressionsraten entwickelt. In beides
soll in den folgenden Abschnitten, soweit für unsere Zwecke erforderlich, eine grundle-
gende Einführung gegeben werden. Eine detaillierte und sehr empfehlenswerte Übersicht
zu Prinzipien, mathematischen Grundlagen und weiterführenden Forschungsergebnissen
der Fraktalen Bildkompression wurde von Y. Fisher veröffentlicht [22]. Die im Folgenden
verwendete Terminologie und Notation orientiert sich an diesem Standardwerk.
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Iterierte Funktionensysteme (IFS)

Obschon es keine allgemein anerkannte Definition von Fraktalen gibt, lassen sich in der
Literatur eine Reihe von Eigenschaften ausmachen, die als charakteristisch dafür genannt
werden können. Dazu gehören neben dem einfachen Bildungsgesetz, das zu komplexen
Ordnungsstrukturen führt, auch die Selbstähnlichkeit und das Merkmal der Detailliertheit
auf beliebigen Skalen. Selbstähnlichkeit bedeutet dabei, dass sich die Strukturen des Fraktals
jeweils an anderer Stelle oder in anderen Skalen wiederfinden lassen. Der zweite, etwas
kryptisch anmutende Term meint einfach, dass wir in Fraktale quasi beliebig „hineinzoo-
men“ können und dabei immer auf ausgeprägte Strukturen und nicht, wie das bei einem
gewöhnlichen Bild ab einem gewissen Punkt der Fall wäre, auf eine einheitlich gefärbte,
formlose Fläche stoßen.

Um Strukturen mit derartigen Merkmalen zu erzeugen, gibt es neben der bereits für die Man-
delbrotmenge gezeigten Variante noch einige andere Wege. Einer davon stellt die eigentliche
Grundlage der Fraktalen Bildkompression dar und basiert auf Iterierten Funktionensyste-
men (IFS), welche erstmals in [31] als Beschreibungen von Fraktalen untersucht wurden.
Dabei führen wiederholte Transformationen einer anfänglich einfachen Struktur schließlich
zu einer komplexen und selbstähnlichen Struktur.

Die Funktionsweise der IFS lässt sich am besten durch einen Blick auf die in Abb. 5.18 darge-
stellten Diagramme verstehen. Wir beginnen mit der Betrachtung bei dem Einheitskreis, der
im ersten Diagramm links oben zu sehen ist. Dieser wird in das zweite Bild rechts daneben
überführt, indem wir zunächst drei Transformationen in der Ebene darauf ausführen, die
jeweils in einer Verschiebung und einer Skalierung bestehen. Die entstandenen, kleineren
Kreise werden dann zu dem neuen Bild vereinigt. Man beachte dabei, dass die durch 1 und
−1 auf der x- und y-Achse vom ursprünglichen Einheitskreis eingehaltenen Begrenzungen
auch im neuen Diagramm nicht überschritten werden. Eine erneute Anwendung der gleichen
Transformationen auf das so erhaltene Ergebnis führt zum dritten dargestellten Bild, dann
zum vierten usw.

Wenn wir den anfänglichen Einheitskreis als kontinuierliche Menge F ={
(x, y) ∈ R2 | x2 + y2 = 1

}
von Punkten in der Ebene auffassen, dann lässt sich der

Übergang von einem Bild zum nächsten mathematisch durch die affinen Transformationen

w1(x, y) =

[
0.5 0
0 0.5

] [
x
y

]
+

[
0

0.5

]

w2(x, y) =

[
0.5 0
0 0.5

] [
x
y

]
+

[
−0.5
−0.5

]

w3(x, y) =

[
0.5 0
0 0.5

] [
x
y

]
+

[
0.5
−0.5

]
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Abbildung 5.18.: Die wiederholte Anwendung von Translation und Skalierung auf das
anfängliche Diagramm resultiert schließlich im sogenannten Sierpinski-
Dreieck.

und dem Bildungsgesetz W(F) = w1(F) ∪ w2(F) ∪ w3(F) zum Ausdruck bringen. Nach
einigen Iterationen gelangen wir schließlich zu der ganz rechts unten dargestellten Struktur,
welche auch als Sierpinski-Dreieck bekannt ist. Hierbei sind die vorher noch zu erkennenden
Kreise völlig in der Auflösung - sprich in einzelnen Pixeln - verschwunden.

Entscheidend ist nun die Erkenntnis, dass jede weitere Anwendung von W auf dieses letzte
Diagramm immer wieder das gleiche Diagramm hervorbringen würde. Das Sierpinski-
Dreieck wird daher als Attraktor oder auch Fixpunkt von W bezeichnet. Seine Struktur kann
allein durch die Transformationen wi bestimmt werden und ist unabhängig von der Struktur
des ersten Bildes. Wir hätten also statt dem Kreis auch ein Quadrat, ein Dreieck oder eine
Zeichnung von George Washington verwenden können und wären schließlich beim gleichen
Ergebnis angelangt. Die wi stellen für sich genommen eine vollständige und kompakte
Beschreibung des Sierpinski-Dreiecks dar. Und es lassen sich darüber hinaus zahlreiche
andere fraktale Strukturen durch solche Systeme von Transformationen beschreiben, wie
beispielsweise der in 5.19 dargestellte Barnsley-Farn, welcher durch die etwas komplexeren
Transformationen

w1(x, y) =

[
0.85 0.04
−0.04 0.85

] [
x
y

]
+

[
0

1.6

]
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