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1  Motivation 
 
Thema dieser Arbeit ist die Erstellung eines Aufmerksamkeitsmodells, das feststellen kann, 
ob ein Videobild aufmerksamkeitsrelevante Inhalte hat, und das in Videoframes die Bereiche 
bestimmen kann, in denen aufmerksamkeitsrelevate Inhalte liegen. Der Nutzen eines 
solchen Modells ergibt sich aus der Vielzahl von Anwendungsmöglichkeiten: 
 
In derzeitigen Überwachungssystemen werden üblicherweise "pan/tilt/zoom" Kameras 
eingesetzt, die keine oder nur eine einfache Steuerung der Kamerarichtung und des Zooms 
haben. Außerdem werden oftmals mehr Kameras als Monitore verwendet, so dass 
entschieden werden muss, welche Kamerabilder auf den Monitoren zu sehen sind. Ein 
Aufmersamkeitsmodell, das bewerten kann ob ein Kamerabild aufmerksamkeitsrelevante 
Inhalte hat, könnte in dieser Situation die Steuerung durch einen menschlichen Beobachter 
ersetzen [2]. 
 
Analog dazu könnte eine Roboterkamera mit Hilfe eines Aufmerksamkeitsmodells gesteuert 
werden.  
 
Das Sichten von umfangreichem Videomaterial könnte beschleunigt und ermüdungsärmer 
durchgeführt werden, wenn mit Hilfe eines Aufmerksamkeitsmodells unbedeutende 
Videoteile übersprungen werden oder beschleunigt abgespielt werden [5]. 
 
Existiert für Überwachungsvideos ein Detektor für sicherheitsrelevante Objekte, kann mit 
einem Aufmerksamkeitsmodell automatisch überprüft werden, ob entsprechende Objekte 
genügend Aufmerksamkeit bekommen, damit im Zweifel die entsprechenden Bereiche 
hervorgehoben werden. 
 
Mit einem Aufmerksamkeitsmodell können Sicherheitskonzepte, Leitsysteme, die 
Wahrnehmung von Verkehrszeichen, die Kennzeichnung von Gefahrenquellen usw. mit 
entsprechenden Videoaufnahmen qualitativ und quantitativ bewertet werden, auch in 
zeitlichen, situations- und kontextabhängigen Zusammenhängen. 
 
Ein Aufmerksamkeitsmodell kann Eyetracker Untersuchung simulieren bzw. ersetzen.    



2  Aufmerksamkeitsmodelle 
 
2.1  Bestehende Konzepte 
 
Vorhersage von Fixationspunkten 
Eine Möglichkeit für ein Aufmerksamkeitsmodell ist, Fixationspunkte vorherzusagen. Z.B. 
beschreibt W. Kienzle et al. in [8] einen Klassifikator für Fixationspunkten auf Bildern, A. 
Kimura et al. in [9] einen für Videos. Eine gute Vorhersage wird jedoch nur bei sehr engen 
Rahmenbedingungen erfolgreich sein, so gilt die Vorhersage des Klassifikators in [8] nur für 
die ersten Sekunden der Bildbetrachtung. 
  
Ein generelles Problem bei der Vorhersage von Fixationspunkten zeigt folgendes einfaches 
Beispiel: 
 
Wird in einem Video lediglich eine rote Kreisfläche gezeigt, die sich über die Bildfläche 
bewegt, wird diese Kreisfläche voraussichtlich von den Testpersonen fixiert. Da die 
Wahrnehmung im wesentlichen Segmentgrenzen und Bildänderungen detektieren kann, 
werden Grenzen der Kreisfläche fixiert. Das bestätigen auch entsprechende Testdaten 
(siehe Kapitel 9). Welche Punkte des Randes jedoch genau fixiert werden, kann nicht genau 
vorhergesagt werden. Zwar schränken einheitliche Strategien des Sehens, wie das 
Auswerten eines Bildes von links oben nach rechts unten, oder die Bewegungsrichtung des 
Kreises die Wahl der Fixations Points weiter ein, jedoch bleibt immer noch eine große Menge 
von Punkten als potentielle Fixationspunkt übrig. Da pro Frame höchstens ein Fixationpunkt 
gewählt wird (siehe Kapitel 4.1), ist eine pixelgenaue Vorhersage selbst bei diesem 
einfachen Beispiel nicht möglich. 
 
Aufmerksamkeitsrelevante Bewegungen bzw. Bildveränderungen 
Bekannt ist, dass die menschliche Aufmerksamkeitssteuerung beim Betrachten von Videos 
auf Bildveränderungen reagiert. Rauschen, Änderungen im Hintergrund, z.B. die 
Blätterbewegungen eines Baumes, Beleuchtungsänderungen usw. werden jedoch frühzeitig 
im Wahrnehmungsprozess erkannt, und beschäftigen dann nicht mehr die Aufmerksamkeit. 
 
J. Davis et al. definiert in [2] aufmerksamkeitsrelevante Bildveränderungen. Insbesondere 
wird über den Verlauf von Differenzbildern, zwischen Bildveränderungen durch Personen 
oder Fahrzeugen und anderen Bildveränderungen unterschieden. Damit wird ein 
Klassifikator generiert, der in den Videos einer Überwachungskamera, solche 
Bildänderungen detektieren kann. 
 
Die Definition aufmerksamkeitsrelevanter Bildänderung ist aufwändig und setzt natürlich die 
Kenntnis voraus, was aufmerksamkeitsrelevante Bildänderung sind. Auch werden mehrere 
solcher Definitionen notwendig sein, damit reale Anwendungen möglich werden. Damit steigt 
jedoch auch die Rechenzeit für die Klassifizierung, so dass Echtzeitfähigkeit nicht zu 
erwarten ist. 
 
Detektion von aufmerksamkeitsrelevanten Objekten 
Ähnlich wie im vorigen Konzept kann mit Hilfe von Detektoren, die aufmerksamkeitsrelevante 
Objekte dektieren können, ein Aufmerksamkeitsmodell generiert werden. Die Probleme sind 
hierbei die selben wie im obigen Konzept. Möglicherweise stehen aber für spezielle 
Anwendungen bereits Detektoren zur Verfügung. Dann könnte die Bestimmung 
aufmerksamkeitsrelevanter Bildbereiche Nebenprodukt einer entsprechender Auswertung 
sein. Die Aufmerksamkeitsrelevanz der detektierbaren Objekte müsste aber auch dann zuvor 
ermittelt werden. 
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2.2  Neu entwickelter Ansatz 
 
Annahmen: 
-  Häufen sich die Fixationspunkte einer Person in einem kleinen zeitlichen und räumlichen  
   Bereich, so wird dieser aufmerksamkeitsrelevant sein. 
-  Die zeitliche und räumliche Umgebung von Fixationspunkten läßt sich durch Rechteck-  
   Merkmale (Kapitel 5.1) charakterisieren. 
-  Alle Bildpunkte mit diesen charakteristischen Rechteck-Merkmalen sind potentielle    
   Fixationspunkte und definieren einen aufmerksamkeitsrelevanten Bereich. 
 
Damit ergibt sich ein ähnliches Verfahren wie das zuvor Beschriebene, bei dem 
Bildveränderungen als Grundlage für die Detektion aufmerksamkeitsrelevanter Bildbereiche 
definiert werden. Man hat dann nicht mehr dessen Nachteile, denn die Definition von 
aufmerksamkeitsrelevanten Bildänderungen und Bildeigenschaften wird nicht explizit 
formuliert, sondern erfolgt automatisiert. Außerdem ist die Berechnung der 
aufmerksamkeitsrelevanten Bildbereiche über Rechteck-Merkmale sehr schnell, so dass das 
Verfahren echtzeitfähig ist. 
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3  Program interests (Konzept) 
 
Im Rahmen dieser Studienarbeit wurde das Programm interests erstellt. Es ermöglicht ein 
Aufmerksamkeitsmodell nach dem in 2.2 skizzierten Konzept zu erstellen und anzuwenden. 
Abb. 1 und Abb. 2 zeigen die Struktur des Programms in vereinfachter Form. Die 
Grundlagen der verwendeten Verfahren, die Realisierung und Validierung wird in den 
folgenden Kapitel beschrieben. Da der Klassifikator für potentielle Fixationspunkte das 
zentrale Element des Aufmerksamkeitsmodell ist, wird im Folgenden auch das 
Aufmerksamkeitsmodell als Klassifikator bezeichnet, obwohl es Wahrscheinlichkeiten 
berechnet und die in Abb. 2 dargestellte Funktionalität umfasst. 
 

 
 
Abb 1: Erstellen eines Aufmerksamkeitsmodell mit interests 
 

 
 
Abb 2: Anwenden eines Aufmerksamkeitsmodell mit interests 
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4  Vorüberlegungen 
 
4.1  Visuelle Wahrnehmung 
 
Basis der visuellen Wahrnehmung sind die Sinnesreize in der Netzhaut des Auges und 
deren Verarbeitung, zunächst direkt in der Netzhaut, und dann im Gehirn. Ähnlich wie in 
einer Kamera entsteht auf der Netzhaut ein zweidimensionales Bild der dreidimensionalen 
Umwelt. Weitgehend unbewusst werden diese Reize weiterverarbeitet, bis hin zur einer 
visuellen Vorstellung der sichtbaren Umgebung. Diese Vorstellung ist weit mehr als die 
direkte Bildinformation einer Kamera (siehe z.B. [3], [4], [6], [13]). 
 
Die Netzhaut beinhaltet 4 Typen von lichtempfindlichen Zellen. Die verschiedenen Zellen 
sind empfindlich für hell/dunkel, rot, grün und blau. Die Zellen häufen sich in einem kleinen 
Bereich der Netzhaut. Dort ist folglich die höchste Bildauflösung erreichbar. Außerdem sind 
dort hauptsächlich die Zellen für Farbsehen. Die Anzahl der Zellen die nur auf Helligkeit 
reagieren sind gleichmäßiger auf der Netzhaut verteilt. Sie sind lichtempfindlicher als die 
Zellen für Farbsehen. Daraus folgt, dass der Bereich in dem scharf gesehen wird sehr klein 
ist (bei Leseabstand etwa 3 Buchstaben). Der restliche Bereich ist jedoch lichtempfindlicher 
(im Nachthimmel gibt es Sterne, die in der Peripherie sichtbar sind, bei genauem Hinsehen 
dann aber nicht mehr). Bereits im Bereich der Netzhaut werden die Sehreize vorverarbeitet 
([3], [13]). Insbesondere Kontraste in benachbarten Bereiche und zeitliche Änderungen 
werden an das Gehirn weitergeleitet.  
 
Weil nur ein sehr kleiner Bereich im Sehfeld scharf gesehen werden kann, zudem die 
optische Qualität der Netzhautabbildung relativ schlecht ist (im Vergleich zu einer Kamera), 
reichen die Informationen, die eine einzelne Blickrichtung bietet, nicht aus, um das detailierte 
Bild von unserer Umgebung zu erstellen, das wir in unserer Vorstellung haben. Die 
menschliche Wahrnehmung setzt die Informationen aus vielen Blickrichtungen zur Bildung 
eines Seheindruckes zusammen. Dabei werden einzelne Punkte (Fixationspunkte) der 
Umgebung nacheinander kurz fixiert (etwa 10 bis 100 Millisekunden). Während dem 
Wechsel zwischen den Punkten ist das Auge nahezu blind ([4], [8]). 
 
Objekte, die im Fokus der Aufmerksamkeit eines Betrachter sind, werden nicht länger 
angesehen, sondern mehrmals an verschiedenen Punkten 'abgetastet' ([3], [8], [13]). Die 
Wahl der fixierten Punkte hängt also mit der Aufmerksamkeit zusammen, mit der der 
Betrachter einzelne Bereiche seiner Umgebung betrachtet. 
 
Mit Hilfe eines Eyetrackers können die Punkte ermittelt werden, die der Betrachter eines 
Videos fixiert. In dieser Arbeit wird untersucht, inwieweit aus diesen Daten ein 
Aufmerksamkeitsmodell berechnet werden kann. 
 
4.2  Top-down/Bottom-up Aspekte 
 
Es ist bekannt, dass sowohl top-down Effekte unsere Wahrnehmung steuern, als auch 
bottom-up Effekte. In [1] wird nachgewiesen, dass es für die Wahl von Fixation Points 
Aspekte gibt, die nicht auf visuellen Merkmalen beruhen. In [8], [9], [11] werden 
Klassifikatoren vorgestellt, die unter bestimmten Umständen Fixationspunkte mit guter 
Genauigkeit vorhersagen können, obwohl sie nur bottom-up Effekte nutzen. 
 
Top-Down Aspekte können bei einem allgemeinen Aufmwerksamkeitsmodell nicht 
berücksichtigt werden, da hier individuelle Faktoren eine Rolle spielen. Auch würde die 
Berücksichtigung von top-down Effekte eine semantische Analyse des Geschehens 
erfordern, was nach heutigem Stand höchstens ansatzweise, und keinesfalls hier in dieser 
Arbeit geleistet werden kann. 
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In dieser Arbeit werden nur bottom-up Aspekte bei der Berechnung der 
Aufmerksamkeitsmodelle berücksichtigt. Das schränkt natürlich Aussagekraft und 
Einsatzbereich ein. Folglich gehört nicht nur die Berechnung von Aufmerksamkeitsmodelle 
zu den Zielen dieser Arbeit, sondern auch die Abschätzung wie groß die Aussagekraft dieser 
Modelle sind. 
 
Es wird hier in der Arbeit davon ausgegangen, dass es bei der menschlichen visuellen 
Wahrnehmung eine Phase gibt, in der Bildobjekte ermittelt, räumlich geordnet und in 
Beziehung gesetzt werden. In dieser Phase wird die Wahl der Fixationspunkte vermutlich 
von bottom-up Effekten geleitet. Dabei sind einheitliche Strategien zu erwarten, die im 
evolutionären Prozess in Richtung Effizienz optimiert wurden [12]. Auch Untersuchungen mit 
den Gestaltgesetzen [6], optischen Täuschungen [3] und der Signalverarbeitung [4], lassen 
das Vorhandensein allgemeiner Strategien bei der Wahl der Fixationspunkte vermuten. Erst 
nach dieser Phase sind individuelle Effekte zu erwarten, da erst nach dieser Vorverarbeitung 
eine Bewertung und Verknüpfung mit individuellen Zielen erfolgen kann. 
 
4.3  Videos 
 
Um top-down Effekte möglichst gering zu halten, werden hier Videos eingesetzt, die zwar 
viele Änderungen und Bewegungen beinhalten, jedoch keine längeren, komplexe 
Geschehnisse beinhalten. Dadurch veringert sich der Anteil, von individuell motivierten 
Fixationspunkte. Um diesen Effekt zu verstärken, und um zu untersuchen, ob bei den 
Aufmerksamkeitsmodellen bereits Ansätze von Objekterkennung mit einfließen, wurden 
neben Test mit freier Beobachtung auch Test mit einfachen Aufgaben (Personen bzw. Autos 
zählen) gegeben. Folgende Videos wurden bei den Tests eingesetzt: 
 

 
 
Abb. 3: Video 1; Zebrastreifen mit Ampelanlage. Daurch wechselnd Fußgänger und Autos in Bewegung  
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Abb. 4: Video 2; Fußgängerzone. Menschen in Bewegung  
 

 
 
Abb. 5: Video 3; Straße mit vorbeifahrenden Autos. Außerhalb des Bildausschnittes sind Ampelanlagen, so dass 
der Verkehr nicht gleichmäßig fließt. 
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Abb. 6: Video 4; Roter Ball bewegt sich über die Bildfläche. Zum Testen der Funktionalität der  
programmierten Algorithmen. 
 
4.4  Trainingspunkte 
 
Basis für die Berechnung des Wahrscheinlichkeitsmodell sind die mit einem Eyetracker 
ermittelten Fixationspunkte von Testpersonen. Für die Datenerhebung stand folgender 
Eyetracker zur Verfügung: 
TOBII T60Xl; 24'' Bildschirmdiagonale; Auflösung 1920 x 1200 Pixel; 0,5° genaue 
Bestimmung des Blickwinkels. Bei einem Bildschirmabstand von 60 cm ergibt dies für die 
Position der Fixationpunkte, eine Genauigkeit von etwa 25 Pixel. 
 
Die Sichtung der Daten lässt vermuten, dass Bereiche, die wahrgenommen werden 
mehrfach fixiert werden, und dass ein einfach fixierter Punkt eher zufällig gewählt ist (durch 
Unkonzentration oder Ablenkung). Weiterhin gab es Punkte, die weit mehr als 100 mal fixiert 
wurden, ohne dass besondere visuelle Merkmale erkennbar waren. Bei diesen Punkten 
fanden zuvor viele Ereignisse statt, oder es sind Punkte von wo aus man Quellen von 
Ereignissen gut überblicken kann. Die Wahl dieser Fixationspunkte sind also als top-down 
Effekte zu werten, die mit einem bottom-up Modell nicht berücksichtigt werden können. 
Einzelne Fixationspunkte und extreme Häufungen sollten also herausgefilter werden. 
 
Negative Beispiele stehen nicht explizit zur Verfügung. Es werden hier zufällige Punkte als 
negative Beispiele gewählt. Problematisch ist dabei, dass die Position der Fixationspunkte 
mit einer Unsicherheit von etwa 25 Pixel ermittelt werden, und dass potentielle 
Fixationspunkte, wie bereits in Kapitel 2.1 diskutiert, nicht bekannt sind und daher nicht 
ausgeschlossen werden können. Um diesen Effekt zu verringern werden Punkte in naher 
räumlichen und zeitlichen Umgebung von Fixationspunkten von der Wahl ausgeschlossen. 
(siehe auch Kapitel 8) 
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4.5  Anforderungen an das Programm interests 
 
Wegen der anvisierten Einsatzbereiche (Kapitel 1) sollte der mit interests berechnete  
Klasifikator in Echtzeit arbeiten können. 
 
Einige Verfahrensparameter müssen experimentell optimiert werden, ebenso die Wahl  der 
Rechteck-Merkmale, deren Variationen und Skalierung (siehe Kapitel 8). Es sind also eine 
größere Anzahl von Trainingsläufe notwendig. Auch ist zu erwarten, dass für verschiedene 
Einsatzbereiche verschiedene Klassifikatoren berechnet werden müssen. Werden die 
verwendeten Algorithmen straightforward programmiert, entstehen insbesondere wegen 
Swapping Effekte extrem hohe Rechenzeiten. Es ist daher notwendig, die Algorithmen so 
weit als möglich zu optimieren. 
 
Die verwendeten Rechteck-Merkmale, Merkmalslisten, Trainingsdaten, die Merkmale der 
Klassifikatoren (siehe Kapitel 8) sollten visualisiert werden können. Zur Optimierung der 
Verfahrensparammeter muss eine größerer Anzahl von Klassifikatoren miteinander 
verglichen werden. Dazu müssen geeignete Kenngößen für die Qualität der Klassifikatoren 
definiert werden. Für eine genauere Beurteilung der Klassifikatoren ist aber auch eine 
geeignete Visualisierung der Klassifizierungsergebnisse notwendig . 
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5  Das Aufmerksamkeitsmodell in intersts 
 
P.Viola und M. Jones beschreiben in [14] einen Klassifikator, der mit Rechteck-Merkmalen 
arbeitet. Hierbei wird ein Adaboost Verfahren mit einem Verfahren kombiniert, das 
kaskadenförmige Klassifikatoren berechnet. Diese Verfahren waren Ideengeber für das hier 
entwickelte Verfahren. Es wurde für den in dieser Arbeit gegebenen Einsatzbereich 
angepasst und erweitert. 
 
Im folgenden werden einzene Elemente des Verfahren beschrieben. 
 
5.1  Merkmalsraum 
 
Als Merkmalsraum kann zwar prinzipiell eine Basis, z.B die Pixelwerte selbst wie in [8], oder 
die Bildfrequenzen der Frames, und die Framenummer bzw. Zeit verwendet werden. Das 
Problem dabei ist jedoch, dass ein einzelnes Merkmal so gut wie keinen Einfluss auf die 
Wahl der Fixationspunkte hat. Die menschliche Wahrnehmung kann absolute Pixelwerte und 
Bildfrequenzen nur sehr eingeschränkt wahrnehmen. Selbst für sehr schwache 
Klassifikatoren müssten sehr viele Merkmale kombiniert werden. Daraus folgt jedoch ein 
sehr hoher Aufwand sowohl für die Berechnung/Training des Aufmerksamkeitsmodells, als 
auch für dessen Anwendung. 
 
Rechteck-Merkmale sind besser an die menschliche Wahrnehmung angepasst, da sie wie 
die menschliche Wahrnehmung auf Kontraste ansprechen. Es genügt passende Rechteck-
Merkmale linear zu kombinieren. Dies kann wiederum mit Adaboost sehr effektiv geschehen. 
Dabei genügen wenige Rechteck-Merkmale (<100) um gute Klassifizierungsergebnisse zu 
erhalten. Da Rechteck-Merkmale sehr schnell über Integral Images berechnet werden 
können, sind echtzeifähige Aufmerksamkeitsmodelle möglich [14].  
 
Die kleine Anzahl von Merkmalen, mit denen der Klassifikator arbeitet, erleichtert dann auch 
dessen Wirkungsweise nachzuvollziehen, ihn zu beurteilen und zu optimieren. 
  
Rechteck-Merkmale: 
 

Ein Rechteck-Merkmals Typ ist ein Prototyp für 
eine Menge von Rechteck-Merkmalen. Die 
Menge ergibt sich aus allen Variation dieses 
Prototyps im Suchfenster. In Abb. 7 besteht der 
Prototyp aus zwei Rechtecken gleicher Größe, 
die nebeneinander liegen. 

 
Bei der Auswertung wird das Suchfenster so auf 
jeden Bildpunkt des auszuwertenden Bildes 
gelegt, dass der Mittelpunkt des Suchfensters auf 
dem Bildpunkt liegt. Für jedes Rechteck-Merkmal 
der Menge wird dann der Merksmalswert über 
folgende Formel berechnet: 

  
 

x ist dabei ein Pixelwert, z.B. der Grauwert. 
Abb. 7: Suchfenster mit einem Rechteck-Merkmal  
 
Das Suchfenster kann skaliert verwendet werden, d.h alle Rechteck-Merkmale die zu dem 
Suchfenster gehören werden entsprechend skaliert. Das gleiche Ergebnis würde man 
erhalten, wenn man das Suchfenster auf das skalierte Bild anwenden würde. 
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In interests können Rechteck-Merkmals-Typen aus bis zu 50 einzelnen Rechtecken 
bestehen. Es muss für jedes einzelne Rechteck angegeben werden, ob es vom Typ A oder B 
ist. Die Integralwerte der A Typen werden addiert, ebenso die Integralwerte der B Typen. Der 
Differenzbetrag ergibt dann den Merkmalswert. Wenn die Flächen der A Typen nicht die 
gleiche Größe haben wie die der B Typen, werden die Integralwerte entsprechend normiert, 
so dass sich bei konstanten Pixelwerten ein Merkmalswert von 0 ergibt. (Beispiele in  
Kapitel 8) 
 
In interests werden die Rechteck-Merkmale in Merkmalslisten verwaltet. Für jede 
Kombination von Rechteck-Merkmals-Typ, Suchfenstergröße, Skalierung wird eine 
Merkmalsliste erstellt. Die Merkmalsliste enthält alle Rechteck-Merkmale des skalierten 
Suchfensters. In der Merkmalsliste sind die skalierten Positionen der einzelnen Rechteck-
Merkmale bezüglich des Mittelpunktes des Suchfenster angegeben. Bei der Auswertung an 
einem Punkt eines Bildes, ergibt die Position des Bildpunktes und die Position des Rechteck-
Merkmals die Position des Rechteck-Merkmals im Bild. Die Merkmalslisten enthalten also 
implizit die Suchfenster Eigenschaften Größe und Skalierung. Um Missverständnissen 
vorzubeugen wird in den folgenden Kapitel bei der Generierung von Merkmalslisten von 
Variationsgebieten statt von Suchfenstern gesprochen. Ein Variationsgebiet ist dann im 
Prinzip ein unskaliertes Suchfenster. 
 
Um zeitliche Effekte zu berücksichtigen, werden Merkmale eingeführt, die wie die bekannten 
Rechteck-Merkmale die Differenzen von Integralwerten verschiedener Rechtecke als 
Merkmalsgröße haben. Hier befinden sich jedoch die Rechtecke die verglichen werden auf 
verschiedenen Frames. Dabei können die Rechtecke im Bildraum identisch sein, aber auch 
unterschiedliche Lagen und Größen haben. 
 
5.2  Integral Images 
 

Integral Images geben für jeden Punkt eines 
Bildes, den über das Rechteckgebiet von 
obersten linken Punkt bis zum aktuellen Punkt 
integrierten Pixelwert W (x, y) einer Bildgröße an. 
Integriert werden kann z.B über die Helligkeit, 
den Farbkanälen, über statistische Größen wie 
Abweichung vom Mittelwert. Diese 
Integralimages können mit wenigen 
Rechenoperationen pro Bildpunkt berechnet 
werden. Der Integralwert I (x, y) eines Punktes 
(x, y) berechnet sich folgendermaßen:  

 
I (x, y) = I (x-1, y) + I (x, y+1) - I (x-1, y+1)  
           +  W (x, y) 

 
Der Rechenaufwand für die Berechnung der  

Abb. 8: Integrationsbereich von Bildbereich (x, y) Pixelwerte W (x, y) hängt von der Art des 
Pixelwertes ab. In interests  stehen die Integral  

Typen Helligkeit, rot, grün, blau zur Verfügung. Für diese Werte existieren entsprechende 
Rezeptoren in der Netzhaut. Da die die menschliche Wahrnehmung mit Farbkontrasten 
arbeitet [6] bietet es sich an, nicht direkt die Werte der entsprechenden Farbkanäle zu 
verwenden, sondern Farbkontraste als Pixelwert zu verwenden. Der Pixelwert Wrot berechnet 
sich dann z.B. folgendermaßen: 
 
Wrot  = 128 + 0,5 •  (R - 0,5 • ( G + B)) R, G, B: Werte der entsprechenden Farbkanäle  
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Wrot  ist dann maximal, wenn der Farbkanal rot den Wert 255 und die Kanäle blau und grün 
den Wert 0 haben. Alle Grauwerte haben den Wert 128, und der Wert 0 wird dann erreicht, 
wenn der Farbkanal rot den Wert 0 und die anderen Farbkanäle den Wert 255 haben. 
 
5.3  Adaboost 
 
Ausgehend von einer Trainingsmenge aus positiven und negativen Punkten (Kapitel 4.4) und 
einer Menge von Rechteck-Merkmalen kann mit Adaboost ein Klassifikator berechnet 
werden: 
• Jedes Rechteck-Merkmerkmal bildet zusammen mit einem Schwellwert einen 
(schwachen) Klassifikator. 
• Adaboost bildet aus einer Linearkombination von (schwachen) Klassifkatoren einen 
neuen (starken) Klassifikator, der eine Trainingsmenge aus positiven und negativen 
Trainingsbeispielen klassifizieren kann. 
 
Adaboost ist ein sehr schneller Algorithmus der dann gute Klassifikatoren berechnen kann, 
wenn die zur Verfügung stehenden "schwachen Klassifikatoren" nicht voneinander abhängig 
sind. Für Rechteck-Merkmale ist diese Eigenschaft zu erwarten (Kapitel 5.1). 

Adaboost wird in vielen Bereichen 
eingesetzt, und ist in vielen Publikationen 
ausführlich beschrieben. Das hier in 
dieser Arbeit verwendete Verfahren 
beruht auf dem in [5] beschriebenen 
Verfahren. Abb. 9 zeigt den dort 
verwendete Algorithmus. Statt positive 
und negative Trainingspunkte (Kapitel 
4.4) werden dort Trainingsbilder 
verwendet. Die Klassifikatorfunktion  
h(xi, f, p, Θ) ist in interests 
folgendermaßen definiert: 

 

 
 
x: Ort/Zeit Koordinate 
f(x): Merkmalswert am Punkt x 
pΘ: Schwellwert, wobei p angibt, ob ein  
       Wert ober- oder unterhalb des   
       Schwellwertes liegen muss 

 
 
 
 
 
 
Abb. 9: Adaboost Algorithmus [14] S. 142 
 
Die Klassifkatorfunktionen h(xi, f, p, Θ) der Rechteck-Merkmale benötigen den optimalen 
Schwellwert Θ. Dieser wird in [14] folgendermaßen berechnet: Die Merkmalswerte (für ein 
Rechteck-Merkmal) aller positiver Trainingspunkte, und die aller negativer Trainingspunkte, 
werden nach Merkmalswert sortiert. In einem Durchgang (vom kleinsten zum größten 
Merkmal hin) kann nun, mit Hilfe der zwei sortierten Listen, der Klassifizierungsfehler für 
jeden Merkmalswert berechnet werden. Der Merkmalswert mit dem kleinsten 
Klassifizierungsfehler ist dann der optimale Schwellwert. Der Hauptrechenaufwand (bei 
bekannten Merkmalswerten) besteht im Sortieren der Merkmalswerte. 
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5.4  Kaskaden 
 
P.Viola und M. Jones verwenden in [14] nicht nur einen mit Adaboost optimierten 
Klassifikator, sondern eine Kaskade von Klassifikatoren. 
 

 
 
Abb. 10:  Kaskade von Klassifikatoren 
 
Gegenüber einem einzelnen Klassifikator bietet die Kaskade zwei Vorteile: 
 
1. Der Klassifikator bzw. die Kaskade muss auf jeden Bildpunkt angewandt werden, was in 

der Summe eine hohe Rechenzeit erfordert. Die Kaskade von Klassifikatoren wird so 
konzipiert, dass ein Punkt der einmal negativ klassifiziert wurde, aussortiert wird. Die 
restlichen Klassifikatoren werden dann nicht mehr auf diesen Punkt angewandt. Mit 
wenigen Klassifikatoren, die jeweils nur mit wenigen Merkmalen arbeiten, kann dann 
bereits der größte Teil der Pixel negativ klassifiziert werden. Für die meisten Punkte 
reicht dann ein sehr kleiner Rechenaufwand für die Klassifikation aus. Nur die positiv 
klassifizierten Punkte durchlaufen die vollständige Kaskade. Gibt es nur wenige positive 
Punkte und kann man mit einfachen Klassifikatoren zuverlässig eine große Anzahl von 
Punkten negativ klassifizieren (kleine "false negative Rate"), ist die Rechenzeit in der 
Summe sehr viel kleiner als die Klassifikation mit einem aufwendigen einzelnen 
Klassifikator. Für die Klassifikationsaufgabe in dieser Arbeit ist diese Situation gegeben. 

2. Jedes Rectangle Feature wird als ein schwacher Klassifikator betrachtet. Mit Adaboost 
werden einige dieser schwachen Klassifikatoren zu einem starken Klassifikator 
kombiniert. Adaboost kann die schwachen Klassifikatoren aber nur linear kombinieren. 
Damit wird positiv bzw. negativ klassifiziert, wenn die 'Mehrheit' der schwachen 
Klassifikatoren positiv bzw. negativ klassifiziert. Im hier behandelten Fall ist es jedoch 
möglich, wenige schwache Klassifikatoren zu bündeln, die zwar zuverlässig negativ 
(kleine false negative Rate), nicht jedoch zuverlässig positiv (große false positive Rate) 
klassifizieren. Damit ergeben sich durch die Kaskadenstruktur 
Kombinationsmöglichkeiten, die mit Adaboost allein, nicht möglich sind. 

 
In [14] werden die Schwellwerte der schwachen Klassifiktoren in den Knoten (starken 
Klassifikatoren) so verschoben, dass eine vorgegebene true-positiv Rate nicht unterschritten 
wird. Die Anzahl der schwachen Klassifikatoren pro Knoten wird so hoch gewählt, dass eine 
Mindestanzahl von negativ klassifizierten Punkten erreicht wird. Dieses Vorgehen ist damit 
begründet, dass im dortigen Anwendungsfall für den Klassifikator eine hohe true positive 
Rate (≈0,9), verbunden mit einer sehr geringen false positiv Rate (≈10-5), gefordert ist. Durch 
diese Veränderung der Schwellwerte vergrößert man zwar den durch Adaboost optimierten 
Klassifkationfehler im einzelnen Knoten, kann aber für die gesamte Kaskade die geforderten 
Werte garantieren. 
  
Beim Klassifizierungsproblem dieser Arbeit sind solch hohe Werte nicht erforderlich und 
können auch nicht erreicht werden (höchstens für die Trainingsmenge allein), da sowohl die 
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positiven als auch die negativen Trainingspunkte eine hohe Unsicherheit haben. Test haben 
gezeigt, dass man bei den hier gegebenen Trainingsdaten zwar auf die oben beschriebene 
Weise hohe true positive Raten und niedrige false positive Raten erzwingen kann, aber die 
Klassifikatoren waren dann immer stark übertrainiert. Für die Beispielsrechnungen in dieser 
Arbeit wurden für die Schwellwerte der schwachen Klassifikatoren in den Knoten die von 
Adaboost optimierten Werte verwendet. 
 
Für die Aufmerksamkeitmodelle in dieser Arbeit werden jeweils mehrere Kaskaden 
verwendet.  
 

 
 
Abb. 11: Mehrere eindimensionale Kaskaden 
 
Die Kaskaden können in interests auf drei prinzipiell verschiedene Weisen trainiert werden. 
 
1. Verfahren A (Analyse): Bei diesem Verfahren werden bei jedem Kaskadenknoten so viele 

Features mit Adaboost gewählt, bis sich keine Verbesserung der Klassifizierung im Sinne 
des Adaboost Klassifizierungsfehler ergibt. Nach jedem Knoten werden die negativ 
klassifizierten Trainingsbeispiele aus der Trainingsmenge entfernt. Für eine Kaskade 
werden so viele Knoten gewählt, bis keine weiteren mehr sinnvoll entfernt werden 
können. Ist eine Kaskade berechnet, werden die von dieser Kaskade positiv 
klassifizierten Trainingspunkte aus der Trainingsmenge entfernt. Es werden soviele 
Kaskaden berechnet, bis keine weiteren positiven Trainingsbeispiele mehr sinnvoll 
klassifiziert werden können. Die Wahl der Rechteck-Merkmals Typen, deren Größe und 
Position durch das Verfahren, ist ein Hinweis auf geeignete Rechteck-Merkmals Typen 
und deren Skalierung. Die Anzahl der Features pro Knoten, die Anzahl der Knoten und 
die Anzahl der Kaskaden hilft geeignete Kaskadenstrukturen zu finden. 

2. Verfahren K (Klassifizieren): Beim Training wird für jede Kaskade der gleiche Pool von 
schwachen Klassifikatoren (Rechteck-Merkmale) verwendet. Die einzelnen 
Klassifikatoren der jeweiligen Kaskade werden wie oben mit Adaboost bestimmt. Die 
Kaskaden werden der Reihe nach trainiert. Positive Trainingsbeispiele werden, sobald 
eine Kaskade sie positiv klassifiziert, aus der Trainingsmenge entfernt. Eine Kaskade hat 
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also als Trainingsmenge alle negativen Beispiele, jedoch nur die positiven Beispiele, die 
bisher noch nicht positiv klassifiziert wurden. Bei der Anwendung der Kaskaden gilt nun 
ein Punkt als positiv klassifiziert, wenn einer der Kaskaden ihn positiv klassifiziert. Man 
kann damit, analog zu Punkt 2 oben, Adaboost, das nur linear Kombinationen zulässt, 
verbessern. Die verschiedene Kaskaden können sich damit spezialisieren, z.B. auf 
Bewegung oder auf Kontraste. So wird es nun möglich, bestimmte Klassen von positiven 
Punkten, mit verschiedene für die entsprechende Klasse optimierten Kaskaden, zu 
erkennen.  

3. Verfahren W (Wahrscheinlichkeiten): Jede Kaskade wird mit einem unterschiedlichen 
Pool von schwachen Klassifikatoren trainiert. Die Trainingsmenge bleibt jedoch für jede 
Kaskade gleich. Die Annahme dabei ist, dass Punkte, die von mehreren Kaskaden 
positiv klassifiziert werden, eine höhere Aufmerksamkeit erregen. Punkte die sich 
bewegen und einen hohen Helligkeitskontrast zur Umgebung haben werden z.B. stärker 
wahrgenommen, als Punkte mit nur einer dieser Eigenschaften. Nach dem Trainieren der 
Kaskaden wird die Wahrscheinlichkeit geschätzt, mit der ein positiv klassifizierter 
Bildpunkt ein potentieller Fixation Point ist: 
 
P := Ap / (An + Ap) 
Ap: positiv klassifizierte positive Trainingspunkte 
An: positiv klassifizierte negative Trainingspunkte 
 
Für jede der Kaskaden und deren Kombinationen wird so ein Wahrscheinlichkeitswert 
berechnet und man erhält für alle Bildpunkte ein Aufmerksamkeitspotential.  

 
5.5  Klassifikator anwenden 
 
 

 
 
Abb. 12: Anwendung des Klassifikators 
 
Eine Klassifikator bzw. eine Kaskade von Klassifikatoren kann in interests auf ein Video 
angewandt werden. Das Ergebnis kann entweder auf Einzelbilder dargestellt werden, oder 
es wird ein Video mit entsprechend markiertem Bereich erstellt. Die Darstellung erfolgt in 
Form einer Heatmap. Grundlage dafür sind die beim Berechnen der Kaskaden ermittelten 
Wahrscheinlichkeitswerte (Kapitel 5.4), die bei der Auswertung dann angewandt werden. 
Aussagekräftig sind die Wahrscheinlichkeitswerte Insbesondere für Kaskaden, die mit 
Verfahren W berechnet wurden. Wahrscheinlichkeitswerte werden auch beim Verfahren A 
und K ermittelt, haben da aber nur eine begrenzte Aussagekraft.  
 
Um für den Klassifikator eine größere Allgemeingültigkeit zu erlangen, werden die 
Schwellwerte für die verwendeten Rechteck-Merkmale um einen gemeinsamen, 
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einzelbildabhängigen Korrekturwert verschoben. Dieser Korrekturfaktor wird so berechnet, 
dass in jedem Einzelbild ein vom Anwender vorgegebener Bildanteil positiv klassifiziert wird.  
Die Farben für die Heatmaps sind so eingestellt, dass weiß für die höchste 
Wahrscheinlichkeit angezeigt wird, die der Klassifikator berechnen kann. Es folgt dann gelb, 
rot und violett. Die Bereiche die negativ klassifiziert wurden, werden abgedunkelt. Zu 
Analysezwecken, können Zeilen der Kasskade bestimmt werden. Es werden dann alle 
Punkte, die von einer dieser Zeilen positiv klassifiziert wurden weiß angezeigt. Die restlichen 
Farben werden dann weiterhin zur Darstellung der Wahrscheinlichkeit verwendet. 
 
Als Kenngröße für den Klassifizierungsfehler kann bei einem gegebenen Video und 
gegebenen Testdaten die true positive und false positive Rate berechnet werden.  
 
Aussagekräftiger ist jedoch die true positive Rate im 1 % Bereich, die wie folgt berechnet 
wird: Wie oben beschrieben werden die Schwellwerte der Rechteck-Merkmale so eingestellt, 
dass in jedem Einzelbild 1 % der Bildfläche positiv klassifiziert wird. Der Anteil der 
Fixationspunkte der in diesem Bereich liegt gilt als positiv klassifiziert. Da die Wahrnehmung 
nicht genau lokalisieren kann [4], ist die Wahl von Fixationpunkten mit einer Ungenauigkeit 
behaftet. Außerdem können die Eyetracker Messungen Fixationpunkte nur mit einer 
gewissen Genauigkeit lokalisieren. Deshalb werden Punkte, die in der Nähe von positiv 
klassifizierten Punkten liegen auch als positiv klassifiziert angesehen. Dabei werden 25 
Pixel, die Eyetracker Genauigkeit, als maximal akzeptierter Abstand verwendet. Für ein 
Video, ein Klassifizierer und eine Menge von Fixationspunkten, wird der Anteil der positiven 
Trainingspunkte, die auf diese Weise positiv klassifizierten werden, als Maß für die Qualität 
des Klassifizierers bezüglich des Videos und der Fixationpunkte angesehen.  
 
Man könnte den positiv klassifizierte Bereich des Frames (1%+Randbereich) - 1 als 
false positive Rate bezeichnen, da nicht mehr als 1 Fixationspunkt in einem Einzelbild liegt. 
Wie aber bereits beschrieben macht diese Sicht bei gegebener Problemstellung keinen Sinn. 
Hier in dieser Arbeit wird angestrebt ein möglichst kleiner Bereich anzugeben, in dem 
möglicht viele Fixation Points liegen. 
 

 
 
Abb. 13: 1 % Bereich; weiß: alle von Zeile 1 positiv klassifizierten Punkte; alle Trainingspunkte im 
Bereich 100 Frames vor bis 100 Frames nach dem aktuellen Frame; rot/grün positive, blau/gelb  
negative Trainingspunkte 
 
Um ein Maß dafür zu erhalten, wie stark ein Einzelbild eines Videos 
aufmerksamkeitsrelevant ist, bietet interests folgende Möglichkeit: Der Anwender wählt bei 
einem geeigneten Einzelbild den Anteilswert am Gesamtbild, der als 
aufmerksamkeitsrelevant realistisch ist. interests berechnet dann einen entsprechenden 
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Korrekturwert für die Schwellwerte der Rechteck-Merkmale, wie oben beschrieben. Mit 
diesen Korrekturwerte werden dann alle Einzelbilder klassifiziert. Der Anteil der positiv 
klassifizierten Bildpunkte am Gesamtbild ist dann ein Maß dafür, wie stark das Einzelbild 
insgesamt aufmerksamkeitsrelevant ist. 
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6  Optimierung der Algorithmen 
 
Die Klassifizierungskaskaden werden in interests, wie in Kapitel 5.3 und [14] beschrieben, 
berechnet. Die hier vorgestellten Optimierungsschritte verändern nicht die Verfahren an sich, 
sondern optimieren deren Umsetzung im Programm. Diese Optimierung ist wichtig, denn 
eine straightforward Implementierung der Verfahren würde extrem hohe Rechenzeiten 
benötigen. 
 
Die Beispielsrechnungen in diese Arbeit wurden mit einem gewöhnlichen Laptop (32 Bit, 
Baujahr 2006) durchgeführt. Die typischen Beispiele bestanden jeweils aus einem 10 
minütigen Video mit Framegröße 1024 x 576, 5000 Trainingsdaten und 25000 Rechteck-
Merkmalen. Mit den in diesem Kapitel beschriebenen Optimierungen, wurden für die 
komprimierte Speicherung der Videodaten im Hauptspeicher (Optimierungsschritt 1) und 
dem Aufbau der Merkmalstabelle weniger als eine Stunde benötigt. Für den Rest wurden 
jeweils weniger als 5 Minuten benötigt. Die Anzahl der Knoten der Kaskade und die Anzahl 
der Rechteck-Merkmale pro Knoten wirkten sich also kaum auf die Gesamtrechenzeit aus. 
 
Der maßgebliche Rechenaufwand bei der Berechnung der Klassifizierungskaskade, wird für 
die Berechnung der Klassifikatorfunktionen der Rechteck-Merkmale und für die Auswahl des 
besten Rechteck-Merkmals bei jedem Schritt im Adaboost Verfahren benötigt (Kapitel 5.3). 
Die Berechnung der Abbruchkriterien, die Anpassung der Trainingsdaten und die Steuerung 
des Verfahrens ist bezüglich der Rechenzeit unkritisch, muss also nicht optimiert werden. 
 
Für die Berechnung der Klassifikatorfunktionen wird der optimale Schwellwert von jedem 
Rechteck-Merkmal benötigt. Benötigt werden dazu die sortierten Werte der Rechteck-
Merkmale für  jeden Trainingspunkt. Der Hauptrechenaufwand benötigt man also für die 
Berechnung und Sortierung der Merkmalswerte. Dabei muss die in Abb. 15 dargestellte 
Tabelle aufgebaut und die einzelnen Zeilen sortiert werden. 
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 Abb. 15: Merkmalstabelle: Merkmalswerte der Trainingspunkte 
 
Für die Auswahl des besten Rechteck-Merkmals bei jedem Schritt von Adaboost, muss für 
jedes Rechteck-Merkmal jeder Trainingspunkt klassifiziert und das Ergebnis, multipliziert mit 
dem Gewicht des Trainingpunktes, aufsummiert werden. Dabei erhält man den 
Klassifizierungsfehler (siehe Kapitel 5.3, Abb. 9), mit dem Adaboost das beste Rechteck-
Merkmal ermittelt. 
 
Die Anzahl N der Trainingsdaten liegt im Bereich von einigen tausend, die Anzahl M der 
Rechteck-Merkmale im Bereich einiger zehntausend. Der Aufbau der Merkmalstabelle muss 
spaltenweise geschehen, da sonst die Videodaten M mal eingelesen dekompriniert und die 
Integral Images entsprechend oft berechnet werden müssten. Die Schwellwertberechnung 
und die Berechnung der Klassifikationsfehler benötigen aber die Daten zeilenweise. Passen 
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die Tabellendaten nicht mehr in den Hauptspeicher, müssen die Daten, bei spaltenweiser 
Speicherung, M mal bei jedem Adaboost Schritt geswappt werden, was die Rechenzeit 
extrem in die Höhe treibt.  
 
Die folgenden Schritte optimieren: 
• Den Aufbau der Merkmalstabelle 
• Die Sortierung der Merkmalswerte jedes Rechteck-Merkmals, für die  

Schwellwertberechnung 
• Die Berechnung des Klassifikationsfehler 
 
Optimierungschritt 1: 
Das Video wird einmal eingelesen. Dabei werden die Integral Images berechnet, und für 
jedes Einzelbild werden die Integralwerte, die für die Merkmalsberechnungen der Tabelle 
benötigt werden, gespeichert. Für jeden Trainingspunkt werden nur wenige tausend Punkte 
in den Integral Images benötigt, und nur diese werden gespeichert. 
Bei 10 Minuten Video wurden in den hier berechneten Beispielen jeweils nur wenige 
Millionen Punkte in den Integral Images des Videos benötigt. Das komplette Video, bzw. was 
davon benötigt wird, ist also gut im Hauptspeicher zu halten. Damit kann die Tabelle dann 
zeilenweise aufgebaut werden, und die Daten zeilenweise geblockt werden. Bei jedem 
Adaboost Schritt muss dann der Datensatz nur einmal geswappt werden. 
 
Optimierungsschritt 2: 
Für die Berechnung der Schwellwerte der einzelnen Rechtech-Merkmale (Kapitel 5.3) 
müssen die Merkmalswerte jeder Zeile der Tabelle nach Merkmalswert sortiert werden. 
Positve und negative Trainngspunkte getrennt. Die oben aufgeführten Berechnungen sind, 
bis auf diese Sortierung, linear zu M ⋅ N, wobei M die Anzahl der Merkmale ist und N die 
Anzahl der Trainingsdaten. Verwendet man zum Sortieren Quicksort, so kann man die 
durchschnittliche Zeitkomplexität für dieses Verfahren ansetzen, da eine große Anzahl, 
nämlich M, Zeilen sortiert werden. Die Zeitkomplexität wäre dann M ⋅ N ⋅ log (N), und könnte 
mit Standardverfahren nicht mehr verringert werden. In der speziellen Situation kann die 
Zeitkomplexität für die Sortierung jedoch 'nahezu' linear gehalten werden: 
Die Merkmale die zu den Zeilen der Merkmalstabelle gehören unterscheiden sich meist nur 
minimal in Position oder Größe der Rechteck-Merkmale. Daher liefern sie auch nur 
geringfügig unterschiedliche Merkmalswerte. Damit unterscheiden sich die Reihenfolge der 
Merkmale in benachbarten Zeilen nur geringfügig. Nimmt man die Reihenfolge der jeweils 
vorherigen Zeile als Vorsortierung, so liegt die durchschnittliche Fehlplatzierung bei weniger 
als 10 Plätze. Man kann also eine Zeile effektiv sortieren, indem man die vorsortierten 
Merkmale der Reihe nach durcharbeitet, und mit den davorliegenden (bereits sortierten) 
Merkmalen vergleicht und entsprechend einsortiert. Bei einer durchschnittlichen 
Fehlplatzierung von 10 (Testrechnungen mit  den Beispielen aus Kapitel 8 ergaben Werte 
unter 10), benötigt man dann etwa 10 ⋅ M ⋅ N viele Vergleiche für die Sortierung der ganzen 
Tabelle. Man kann das Verfahren noch verbessern, indem man am Anfang der 
Merkmalslisten, oder wenn die Variationen der Rechteck-Merkmale 'Sprünge' haben, und 
daher die Vorsortierung nicht gut ist, auf Quicksort umschaltet: 
Bei der einfachen Sortierung wie oben beschrieben berechnet man immer die 
durchschnittliche Anzahl der Vergleiche, die benötigt wurden. Wird diese Zahl größer als  
log N, sortiert man die restlichen Zahlen mit Quicksort und verbindet diese dann mit den 
bereits sortierten Zahlen in einem Mergeschritt (Mergeschritt siehe [15]). 
 
Optimierungsschritt 3: 
Beim Aufbau der Merkmalstabelle werden für die Berechnung der Merkmalswerte die Orts- 
und Zeitkoordinaten der Trainingspunkte benötigt. Für diese Berechnung ist es, wie oben 
erklärt, notwendig, dass die Spalten der Merkmalstabelle nach der Zeit sortiert sind. Danach 
benötigt man nur noch die Information ob ein Trainingspunkt bzw. Spalte ein positives oder 
ein negatives Beispiel beschreibt. Nach der Berechnung der Merkmalswerte kann die 
Tabelle spaltenweise umsortiert werden. In interests werden die Spalten so umgeordnet, 
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dass zuerst die positiven, danach die negativen Beispiele gespeichert sind. Das ist 
vorteilhaft, da die positiven und negativen Beispiele später für die Schwellwert Berechnung 
getrennt sortiert werden.  
 
Die Tabelle darf jedoch nur spaltenweise umsortiert werden, damit eine Zuordnung von 
Gewichtsfaktoren, die für einen Trainingspunkt also für eine ganze Spalte gilt, zu den 
einzelnen Merkmalswerten noch möglich ist. Die zeilenweise Sortierung derMerkmalswerten, 
für die Berechnung der optimalen Schwellwerte, kann also nicht direkt in der Tabelle 
durchgeführt werden. Speichert man die Reihenfolge explizit, benötigt das den gleichen 
Speicherbedarf, wie für die Speicherung der Merkmalswerte selbst. Speichert man die 
Reihenfolge nicht, muss man bei jeder Schwellwertberechnung neu sortieren. Es besteht 
dann jedoch nur der halbe Speicherbedarf als mit Speicherung der Reihenfolge.  
 
In interests wird auf die Speicherung der Sortierung verzichtet, damit halbiert sich der 
benötigte Speicherbedarf und es können doppelt so große Probleme direkt im Hauptspeicher 
bearbeitet werden. Bei großen Probleme bei denen die Tabellenwerte geswappt werden 
müssen, ist der Sortieraufwand nach Optimierungsschritt 2 wesentlich geringer als der 
Aufwand für das Swappen. 
 
Optimierungsschritt 4: 
Adaboost berechnet aus der gegebenen Menge schwacher Klassifikatoren nacheinander die 
besten dieser Klassifikatoren (siehe Kapitel 5.3). Bei der Berechnung der 
Klassifizierungsfehler der schwachen Klassifizierer muss jeder Merkmalswert mit dem 
entsprechenden Schwellwert verglichen werden (also N⋅M Vergleiche), und zwar für jeden 
schwachen Klassifizierer der ausgewählt wird neu (wegen der geänderten Gewichtung). Für 
die Berechnung des Klassifizierungsfehler kosten diese Vergleiche mindestens die Hälfte der 
Rechenzeit, und man benötigt vorallem den Merkmalswert selbst, was bei großen Problemen 
Swappvorgänge nötig macht. Deshalb wird in interest  bereits bei der Berechnung der 
optimalen Schwellwerte dieser Vergleich gemacht (die Merkmalswerte sind da im 
Hauptspeicher) und das Ergebnis als Bool Variabel gespeichert. Die Tabelle dieser Bool 
Werte hat dann zwar die gleiche Dimension wie die Merkmalstabelle, ist jedoch 32 mal 
kleiner, da nur Bool Werte im Vergleich zu Integer Werten gespeichert werden, und kann im 
Hauptspeicher gehalten werden. Dadurch entfällt in Adaboost der mehrfache Vergleich der 
Merkmalswerte mit den entsprechenden Schwellwerten und es entstehen keine 
Swappeffekte. 
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7  Programm interests (Aufbau) 
 
interests wurde mit der Entwicklungsumgebung "Visual Studio 2008" in C++ entwickelt. Für 
die Entwicklung der Video Schnittstellen wurde die Open Source Bibliothek OpenCV 
eingebunden. An dieser Stelle wird ein kurzer Überblick über die Programmstruktur gegeben. 
Beispiele für die Arbeit damit und erläuternde Abbildungen folgen dann in den nächsten 
Kapiteln. 
 

 
 
Abb. 14: Klassifikator für potentielle Fixationspunkte berechnen 
 
Video: 
Für das Lesen von Videos und für den Zugriff auf die einzelnen Frames, wird die Open 
Source Bibliothek OpenCV erwendet.  
 
Integral Images: 
Die Erzeugung und Bereitstellung der Integral Images ist in einer Klasse gekapselt. Die 
Klasse greift auf die OpenCV Schnittstellen zu, um Frame Daten zu erlangen. Die Klasse 
stellt die Schnittstellen zur Verfügung die in interests benötigt werden (auch für das 
komprimierte Video im Hauptspeicher siehe Kapitel Optimierung). 4 Typen von Integral 
Images sind realisiert: Helligkeit, Rot-Wert, Grün-Wert, Blau-Wert (Kapitel 5.2). Die Klasse ist 
für das Hinzufügen weitere Typen vorbereitet. 
 
Eyetracker, Trainingsdaten: 
Die Eyetracker Daten können direkt eingelesen werden. Sie werden dabei in das Format der 
Trainingsdaten gewandelt. 
- Trainingsdaten visualisieren (einzeln, alle, gefiltert) 
- Häufigkeiten der Fixation Points berechnen  
- Trainigsdaten filtern 
- Negative Trainingsbeispiele erzeugen 
- Trainingsdaten zufällig im vorgebbaren Verhältnis in Trainings- und Testmenge aufteilen 
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Rectangle Features: 
Typen von Rectangle Features können direkt in interests definiert (und visualisiert) werden. 
Dabei wird eine Kette von Rechtecken mit den folgenden Informationen definiert: 
- Position zum Vorgänger 
- Breite bez. 1. Rechteck oder frei variiert 
- Höhe bez. 1. Rechteck oder frei variiert 
- Werden Rechtecke verschiedener Einzelbilder verglichen, wird der Frameabstand definiert,  
  und ob dieser bez. dem 1. Rechteckpaar definiert ist oder frei variiert wird.  
(Beispiele im Kapitel 7) 
 
Merkmalslisten: 
Merkmalslisten können aus Rechteck_Merkmale erzeugt werden, indem diese innerhalb 
eines Variationbereichs variiert werden. Die Größe des Variationbereichs und die Skalierung 
bestimmen dabei die Anzahl der Rechteck-Merkmale, deren Größe und deren Abstand zum 
Mittelpunkt. Das Ergebnis ist dann eine Liste von Rechteck-Merkmalen mit konkreter Größe, 
und Position bez. dem Mittelpunkt des Variationsbereichs. Weiterhin wird hier der Integral 
Typ festgelegt, der für die ganze Liste gilt.  
(siehe auch Kapitel 5.1) 
 
Kaskaden berechnen: 
Drei Verfahren stehen zur Verfügung 
- Verfahren A zur Ermittlung geeigneter Rechteck-Merkmalstypen, Skalierungen,  
  Variationen, und zur Ermittlung geeigneter Kaskadenstrukturen. 
  Die Anzahl der Features pro Kaskadenknoten, die Anzahl der Spalten pro Zeile  und die  
  Anzahl der Zeilen werden automatisch in Sinne einer optimalen Klassifikation der  
  Trainingsdaten bei gegebenem Pool von Merkmalen (Merkmalslisten) gewählt. 
- Die beiden anderen Verfahren K und W verwenden eine vom Anwender vorgegebene   
  Kaskadenstruktur, und haben eine optimale Klassifizierung oder die Berechnung einer  
  Aufmerksamkeitswahrscheinlichkeit zum Ziel. 
(siehe auch Kapitel 5.4) 
 
Kaskaden: 
Die Kaskaden haben die gleiche Struktur wie die Merkmalslisten. Die Rechteck-Merkmale 
werden also über Größe, Position bez. eines Zentrums und der relative Frameposition 
definiert. Zusätzlich wird die Kaskadenstruktur, die Schwellwerte der Rectangle Features und 
die Gewichtungsfaktoren des Adaboostverfahrens gespeichert. 
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8  Berechnung eines Aufmerksamkeitsmodell mit interests 
 
Ein allgemein einsetzbares Aufmerksamkeitsmodell kann nur auf Bottom-up Effekte 
basieren, die zudem unabhängig von Größe und Form der Objekte sein müssen, die in 
einem Video zu sehen sind. Erstaunlicherweise ist das bis zu einem gewissen Grad möglich 
(siehe Kapitel 9).  
 
Um genauere Vorhersagen und Analysen mit einem Aufmerksamkeitsmodell durchführen zu 
können, ist so ein einfaches Modell jedoch zu ungenau. Genauere Modelle sind nur zu 
erwarten, wenn in irgendeiner Weise typische aufmerksamkeitserregende Objekte erkannt 
werden, wobei diese Objekte rein abstrakt sein können, wie z.B Bewegung, 
Symmetrieeigenschaften, bestimmte Größenverhältnisse. Die Menge der Objekte, die die 
Aufmerksamkeit von Menschen unter beliebigen Beobachtungssituationen erregen, ist 
beliebig groß. Man wird sich wohl auf eingeschränkte Situationen, z.B 
Überwachungskameras mit gleichbleibendem Bildausschnitt, beschränken müssen, und 
dann jeweils Aufmerksamkeitsmodelle für die entsprechende Situationen entwickeln. 
 
Die Wahl geeigneter Rechteck-Merkmals Typen, deren Skalierung und die Anzahl derer 
Varianten, dürfte dabei die Hauptaufgabe sein. interests bietet  
-  die Möglichkeit Rechteck-Merkmal Typen mit bis zu 50 Einzelrechtecken zu generieren, 

diese zu skalieren und zu variieren. 
-  die Visualisierung der Rechteck-Merkmals Typen und die daraus erstellten Merkmalslisten,  

der Klassifikationskaskaden, der Trainingsdaten und der Klassifizierungsergebnisse 
-  Analyserechnungen, die eine Bewertung der Aufmerksamkeitsmodelle ermöglichen. 

Diese Werkzeugen sollen helfen, geeignete Aufmerksamkeitsmodelle für bestimmte 
Einsatzbereiche, durch geeignete Wahl der Trainingspunkte, der Rechteck-Merkmal 
Typen, deren Variationen, Skalierung und der Wahl geeignete Verfahrensparameter zu 
entwickeln. 

 
In diesem Kapitel sollen, anhand eines Beispiels, Möglichkeiten gezeigt werden, mit interests 
Aufmerksamkeitsmodelle zu entwickeln. Basis: 
-  Video 1: 10 Minuten Zebrastreifen mit Personen und Autoverkehr 
-  Keine Vorgaben an die Testperson 
-  1934 Fixationspunkte einer Testperson 
 
8.1  Bewertung eines Aufmerksamkeitsmodell 
 
Um verschiedene Kombinationen von Rechteck-Merkmalen, deren Variationen und 
Skalierungen sowie verschiedene Kaskadenstrukturen und Verfahrensparameter vergleichen 
zu können, benötigt man geeignete Bewertungsgrößen (siehe auch Kapitel 5.5). 
  
1. True positive/False positive Rate 

Wie bereits diskutiert ist die Klassifizierung nach Fixationspunkte und nicht fixierte 
Punkte, nicht sehr ausagekräftig. Dennoch können die true positive und false positive 
Rate einer vorgegebener Menge von positven und negativen Trainingspunkten Hinweise 
geben, inwieweit ein berechneter Klassifikator diese trennen kann, und wie gut die 
Trainingsmenge für die Berechnung eines Klassifikators geeignet ist. Man sollte sowohl 
die true positive und false positive Rate der Trainingsmenge, als auch die 
entsprechenden Werte aus denTestdaten, die nicht für das Training verwendet wurden, 
ermitteln. Große Unterschiede weisen auf übertrainierte Klassifikatoren hin. 
 
Beim Beispiel dieses Kapitels: 
- Trainingsdaten (70%):     True positive Rate 0,60; false positive Rate 0,09 
- Testdaten ohne Trainingsdaten (30%): True positive Rate 0,55; false positive Rate 0,11 
 
Da sowohl die positiven als auch die negativen Trainingsbeispiele eine große 
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Unsicherheit besitzen, können viel bessere Werte nicht erwartet werden. Klassifikatoren 
mit einer true positive Rate größer 0,7 oder einer false positive Rate kleiner 0,05 
(bezüglich der Trainingsmenge) waren, bei den in dieser Arbeit berechneten Beispielen, 
immer übertrainiert. 

2. Anzahl Fixationspunkte in 1% Gebieten 
Negative Trainingsbeispiele sind nicht gegeben. Es werden hier zufällige Punkte des  
Videos gewählt, die nicht in zeitlicher und räumlicher Nähe von Fixationspunkten liegen. 
Da die Anzahl der Fixationspunkte, selbst von mehreren Testpersonen  
zusammengenommen, nur ein kleiner Teil der potentiellen Fixationspunkte ausmacht,  
kann nicht vermieden werden, dass eine Vielzahl der negativ Beispiele, potentielle  
Fixationspunkte sind. Trainiert man den Klassifikator so, dass die false positive Rate 
gering wird, ist der Klassifikator übertrainiert. ist die false positive Rate jedoch hoch, wird 
ein großer Teil der Frames positiv klassifiziert. Im obigen Beispiel wären das ungefähr  
10 % der Bildfläche. Bei einem so großen Bereich, der auch in der Regel nicht  
zusammenhängen sondern zerfasert über dem Frame verteilt ist, ist der Nutzen des  
Klassifkators als Aufmerksamkeitsmodell fraglich. 
  
Um einen Klassifikator zu beurteilen, wird deshalb hier die trainierte Kaskade nicht direkt 
als Klassifikator verwendet. Die Schwellwerte der Features werden wie in Kapitel 5.5 
beschrieben um einen frameabhängigen Korrekturwert  verschoben, so dass die Menge 
der positiv klassifizierten Punkte jeweils einen vorgegebenen Anteil des Einzelbildes 
ausmachen.  
 

 

 
Abb. 16: True-positive Werte des Testbeispiels 
(Testdaten ohne Trainingspunkte) 
 
Für den Vergleich von Klassifikatoren werden in Kapitel 8 und 9 die true positive Rate im 
1% Gebiete verwendet. 

3.   Visualisierung der Aufmerksamkeitsverteilung und der Fixationspunkte 
interests kann die Einzelbilder eines Videos mit den positiv klassifizierten Bereichen und 
den Trainingspunkten anzeigen. Einstellbar ist dabei der Anteil des positiv klassifizierten 
Bereichs am Gesamtframe, wie in 2. beschrieben. Die Trainingspunkte eines wählbaren 
Zeitbereich werden angezeigt. Weiterhin können Zeilennummer der Kaskade angegeben 
werden, deren positive Klassifizierungen dann gesondert hervorgehoben werden. 
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Abb. 17: 1 % Bereich (rot/grün positiver Trainingspunkte bzw. Fixationspunkt) 
 
 

  
 
Abb. 18: 1 % Bereich (rot/grün positiver Trainingspunkte bzw. Fixationspunkt) 
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Abb. 19: Alle positiv klassifizierten Punkte (rot/grün positive, blau/gelb negative Trainingspunkte) 
 

 
 
Abb. 20: 4 % Bereich (rot/grün positive, blau/gelb negative Trainingspunkte) 
 

 
 
Abb. 21: 1 % Bereich (rot/grün positive, blau/gelb negative Trainingspunkte) 
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Abb. 22: Alle positiv klassifizierten Punkte; weiß höchste, violett geringste Wahrscheinlichkeit;  
alle Trainingspunkte im Bereich 100 Frames vor bis 100 Frames nach dem aktuellen Frame 
 

 
 
Abb. 23: 1 % Bereich; weiß: alle von Zeile 1 positiv klassifizierten Punkte; ansonsten wie oben 
 

 
 
Abb. 24: 1 % Bereich; weiß: alle von Zeile 2 positiv klassifizierten Punkte; ansonsten wie oben 
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8.2  Trainingspunkte 
 
Etwa 2000 Fixationspunkte aus der Eyetracker Messung mit einer Testperson standen bei 
dem Beispiel in diesem Kapitel zur Verfügung. Wie bereits beschrieben, ist es sinnvoll die 
Daten zu filtern. Fixationspunkte, die stark gehäuft an einer Stelle auftreten, sind vermutlich 
durch top-down Effekte verursacht. Einzelne Punkte weisen eher auf zufällige Effekte oder 
Unkonzentriertheiten hin, und Fixationspunkte ganz am Rand entstehen, wenn die 
Testperson sich kurzfristig vom Video abwendet. Die besten Ergebnisse erzielt man, wenn 
man die Häufungspunkte und vereinzelte Punkte einzeln anschaut und entfernt, sobald keine 
visuelle Merkmale als Ursache für die Fixierung erkennbar ist. interests bietet die Möglichkeit 
die Fixation Points auf den Frames zu sichten, und bei Bedarf zu entfernen. Die Anzeige 
kann dabei auf Fixation Points mit bestimmtem Häufungsgrad eingeschränkt werden.  
 
Zur besseren Vergleichbarkeit wurden die in dieser Arbeit verwendeten Testdaten auf 
einheitliche Weise gefiltert. Dabei wurden alle Fixations Points entfernt, die einzeln auftraten 
oder am Bildrand lagen, und Fixation Points die auf Bildpunkten lagen, die mehr als 50 mal 
fixiert wurden. Bei anderen Videolängen oder Videos mit wesentlich anderen Inhalten müsste 
man die Grenze für Häufungspunkte anders wählen. 
 
True-positive Rate im 1% Bereich für ungefilterte Testdaten: 0,50 
True-positive Rate im 1% Bereich für gefilterte Testdaten:  0,62 
 
Die Anzahl der Trainingspunkte wirkt sich natürlich auf die Qualität des berechneten 
Klassifikators aus. Nachfolgende Tabelle zeigt, wie sich die Anzahl der Trainingspunkte auf 
das Trainingsergebnis auswirkt.    
 
Anz. neg. Trainingspunkte Anz. pos. Trainingspunkte True positive Rate im 1% Bereich 

710 400 0,52 
716 1175 0,58 

2088 1175 0,62 
 
Abb. 25: True positive Werte in Abhängigkeit von der Anzahl der Trainingspunkte 
 
Bei der Generierung von negativen Trainingspunkten kann in interests ein Abstandswert 
angegeben werde. Die generierten negativen Trainingspunkte haben dann mindestens 
diesen Abstand zu den positiven Trainingspunkten. Der Abstand versteht sich als Abstand im 
Orts-/Zeitraum, wobei ein Frame einem Pixel entspricht. Nachfolgende Tabelle zeigt, wie 
sich der Abstandswert auf das Trainingergebnis auswirkt.    
 

Abstandswert True-positive 
0 0,52 

20 0,62 
40 0,65 
60 0,59 

100 0,51 
 

  29   



8.3  Rectangle Features; Anzahl von Variationen; Skalierung 
 
Für die Wahl der Rectangle Typen, der Anzahl von Variationen und geeigneter Skalierungen 
empfiehlt sich folgende Vorgehensweise: 
 
1. Wahl einiger Rechteck-Merkmal Typen. Daraus sind dann Merkmalslisten mit einer nicht 

allzu großer Anzahl von Variationen (500 - 1000 pro Merkmalsliste) zu erstellen. Die 
Skalierung ist anfangs eher groß zu wählen. 

2. Berechnen eines Klassifikators mit Verfahren A. Hier wird die Anzahl der Features, der 
Spalten und der Zeilen vom Verfahren selbst bestimmt (Kapitel 5.4). Das Verfahren 
erstellt eine Liste der aus den Merkmalslisten ausgewählten Rechteck-Merkmalen. 
Daraus ist ersichtlich, welche Rechteck-Merkmal Typen in welcher Größe und Position 
bevorzugt gewählt wurden. Außerdem kann Interests die vom Verfahren gewählten 
Rechteck-Merkmale auch im Zusammenhang mit dem Variationsgebiet visualisieren.  

3. Mit Hilfe dieser Liste und der Visualisierung können die geeignetsten Rechteck-Merkmal 
Typen gewählt werden, und die Anzahl der Variationen und die Skalierungen angepasst 
werden. 

4. Mit den optimierten Skalierungen, neuen Merkmalslisten, z.B mehrere verschiedene 
Skalierungen pro Rechteck-Merkmal Typ, und eventuell neuen Rechteck-Merkmal 
Typen, kann dann wieder iterativ mit Schritt 2 weitergemacht werden. 
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Für das Beispiel in diesem Kapitel wurden folgende Rechteck-Merkmal Typen gewählt: 
 

 
Abb. 25: Rechteck-Merkmal Typen für die Beispielsrechnung 
 
Doppelte Linie:  die Länge bzw Breite wird variiert 
Einfache Linie:  die Länge bzw. Breite hat bei der Variation den entsprechenden Wert  
    des ersten Rechtecks 
Doppelte Kreislinie: Die Framedifferenz des Rechteckpaars wird variiert 
Einfache Kreislinie: Rechteckpaar hat die gleiche Framedifferenz wie das erste Rechteck 
Grüne Line:  Integralwert wird negativ gewertet 
Rote Linie:  Integralwert wird positiv gewertet 
Graue Linie:  Es wird kein Integralwert berechnet, d.h. das Rechteck dient nur als  
    'Abstandshalter' (wird hier nicht benutzt) 
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Als Integraltyp wurde zunächst nur die Helligkeit verwendet. Für jeden Rechteck-Merkmal 
Typ wurde nur eine Merkmalsliste mit folgenden Variationsgebieten und Skalierungen 
ermittelt: 
  

Rechteck-
Merkmal Typ 

Variations-
gebiet 

[Pixel x Pixel] 

Variationstiefe 
Zeit 

[Frame] 

Skalierung 
Bildraum 

Skalierung Zeit Anzahl 
Rechteck-
Merkmale 

1 8 x 8 - 20 - 576 
2 8 x 8 - 20 - 576 
3 8 x 8 - 20 - 256 
4 8 x 8 - 20 - 256 
5 8 x 8 - 20 - 1224 
6 8 x 8 - 20 - 1224 
7 8 x 8 - 20 - 1156 
8 8 x 8 - 20 - 1156 
9 6 x 6 3 20 4 1323 

10 4 x 4 3 20 4 900 
11 4 x 4 3 20 4 900 
12 4 x 4  3 20 4 900 
13 4 x 4 3 20 4 900 

 
Wenn große Rechteck-Merkmale (>20 Pixel) zur Verfügung standen, wählte das Verfahren 
keine kleinen Rechteck-Merkmale, bis auf wenige (1 - 3) vom Typ 9. Stellte man dem 
Verfahren nur kleine Rechteck-Merkmale zur Verfügung, wurden Kombinationen gewählt, die 
ein kleine Menge (≈10%) der positiven Trainingspunkte besonders gut klassifizieren konnte. 
Deswegen wurde auch mit kleinen Rectangle Features ein Klassifikator ermittelt. Auch hier 
war nur eine Merkmalsliste pro Rechteck-Merkmal Typ nötig: 
 

Rechteck-
Merkmal Typ 

Variations-
gebiet 

[Pixel x Pixel] 

Variationstiefe 
Zeit 

[Frame] 

Skalierung 
Bildraum 

Skalierung Zeit Anzahl 
Rechteck-
Merkmale 

1  8 x 8 - 4 - 576 
2  8 x 8 - 4 - 576 
3  8 x 8 - 4 - 256 
4  8 x 8 - 4 - 256 
5 8 x 8 - 20 - 1224 
6 8 x 8 - 20 - 1224 
7 8 x 8 - 20 - 1156 
8 8 x 8 - 20 - 1156 
9 6 x 6 3 4 1 1323 
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Um Farbkontraste zu berücksichtigen, wurde noch ein dritter Klassifikator ermittelt, der die 
drei Integraltypen rot, grün, blau verwendet (siehe Kapitel 5.2). Auch hier war nur eine 
Merkmalsliste pro Rechteck-Merkmal Typ notwendig: 
 

Rechteck-
Merkmal Typ, 

Integraltyp 

Variations-
gebiet 

[Pixel x Pixel] 

Variationstiefe 
Zeit 

[Frame] 

Skalierung 
Bildraum 

Skalierung Zeit Anzahl 
Rechteck-
Merkmale 

1, rot 8 x 8 - 10 - 576 
2, rot 8 x 8 - 10 - 576 
3, rot 8 x 8 - 10 - 256 
4, rot 8 x 8 - 10 - 256 
9, rot 4 x 4 3 10 2 300 

1, grün 8 x 8 - 10 - 576 
2, grün 8 x 8 - 10 - 576 
3, grün 8 x 8 - 10 - 256 
4, grün 8 x 8 - 10 - 256 
9, grün 4 x 4 - 10 2 300 
1, blau 8 x 8 3 10 - 576 
2, blau 8 x 8 - 10 - 576 
3, blau 8 x 8 - 10 - 256 
4, blau 8 x 8  - 10 - 256 
9, blau 4 x 4 3 10 2 300 
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8.4  Kaskaden 
 
Im vorigen Teil des Kapitels wurde für die Berechnung des Klassifikators, Verfahren A 
verwendet. Dabei werden die Anzahl der Featurs pro Knoten, die Anzahl der Spalten pro 
Zeile und die Anzahl der Zeilen vom Verfahren so gewählt, dass der Klassifikationsfehler 
minimal wird. Größere Kaskaden können den Klassifikationsfehler, bei gegebener Menge 
von Rechteck-Merkmalen, nicht mehr verringern. Bei Verfahren A werden für alle Knoten die 
gleichen Merkmalslisten verwendet. Die drei Kaskaden des vorigen Kapitel wurden also 
getrennt voneinander berechnet. Dabei ergab das Verfahren nur 1 bis 3 Zeilen, 2 bis 5 
Spalten pro Zeile und 3 bis 7 Features pro Knoten. Die Gewichtungsfaktoren (siehe Kapitel 
5.3) für die Rechteck-Merkmale in den Kaskadenknoten lassen vermuten, dass eine Zeile mit 
3 Spalten und 5 Features pro Kaskadenknoten bereits zum optimalen Ergebnis führt, und 
eine größere Kaskade keine signifikante Verbesserung mehr bringt. 
 
Verfahren W  
Verfahren W berechnet eine Kaskade aus mehreren Zeilen, wobei jede Zeile mit (teilweise) 
unterschiedliche Merkmalslisten arbeitet (siehe Kapitel 5.4). Jede Zeile wird mit der 
vollständigen Trainingsmenge berechnet. Für die Anwendung der Kaskade werden die 
Wahrscheinlichkeitswerte jeder Zeile und jeder Zeilenkombination berechnet Die Anwendung 
berechnet dan eine 'Heatmap' für die Wahrscheinlichkeit, mit der ein Bildpunkt von einem 
Betrachter fixiert wird.  
 
Im vorigen Kapitel wurden drei Menge von Merkmalslisten ermittelt. Für jede dieser Mengen 
wurde eine Kaskadenzeile vorgegeben. Aufgrund der vorigen Überlegungen wurden drei 
Spalten pro Zeile vorgegeben. Die Anzahl der Features pro Knoten wurde auf 5 gesetzt. Der 
so berechnete Klassifikator war Basis für die in den zwei vorigen Kapitel berechneten 
Beispiele, dort sind also die Ergebnisse des Klassifikators ausführlich beschrieben. 
 

 

 
 
Abb. 26: Einzelbild von Video 1 (1% Bereich), berechnet mit dem über Verfahren W berechneten Klassifikator 
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Verfahren K 
Ziel bei diesem Verfahren ist ein Klassifikator der möglichst alle aufmerksamkeiterregende 
Objekte erkennt. Objekte, genauer Fixationspunkte, die in einer Kaskadenzeile erkannt 
werden, sollen in den anderen Zeilen nicht mehr zum Training verwendet werden. Dadurch 
kann dann jede Zeile für eine eingeschränkte Menge von aufmerksamkeitserregende 
Objekte trainiert werden. Jede Zeile ist daher auf bestimmte aufmerksamkeitserregende 
Objekte spezialisiert. Wahrscheinlichkeiten können dann auch hier, wie im Verfahren W 
berechnet werden, aber nur für die einzelnen Zeilen. Da in der Regel immer nur eine 
Kaskadenzeile positiv anspricht. 

 
Es gibt bei dem Verfahren zwei Möglichkeiten, die Merkmalslisten zu verwenden: 
1.  Man kann die Rechteck-Merkmal Typen bzw. Merkmalslisten nicht irgendwelchen 

aufmerksamkeitserregenden Eigenschaften zuordnen. Dann stellt man alle zu 
verwendenden Merkmalslisten jeder Kaskadenzeile zur Verfügung. Beim Training einer 
Kaskadenzeile werden nur die positiven Trainingsbeispiele verwendet werden, die in den 
Zeilen davor nicht positiv klassifiziert wurden. Jede Zeile spezialisiert sich dann auf auf 
zeilenabhängige (positive) Trainingsbeispiele. 
 
Ergebnisse: 
3 Zeilen mit je 3 Spalten; 5 Features pro Knoten: true-positive Rate im 1% Bereich: 0,71  
3 Zeilen mit je 5 Spalten; 5 Features pro Knoten: true-positive Rate im 1% Bereich: 0,72  
 

 
 
Abb. 27: Einzelbild von Video 1 (1% Bereich), berechnet mit dem über Verfahren K berechneten Klassifikator 
(alle Merkmalslisten für jede Zeile) 
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2.  Man kann die Rechteck-Merkmal Typen bzw. Merkmalslisten 

aufmerksamkeitserregenden Eigenschaften zuordnen. Dann kann man die 
Merkmalslisten den entsprechneden Zeilen zuordnen. Z.B.: 
 
Die drei oben bestimmten Mengen von Merkmalslisten sollen folgende Spezialisierungen 
realisieren:  

 
Menge 1: Bewegungungen 
Menge 2: Farbkontraste 
Menge 3: Segmentgrenzen 

 
Ergebnisse: 
Für jede Menge eine Kaskadenzeile: true-positive Rate im 1% Bereich = 0,63 
Für jede Menge zwei Kaskadenzeilen: true-positive Rate im 1% Bereich = 0,70  
Für jede Menge drei Kaskadenzeilen: true-positive Rate im 1% Bereich = 0,63  
(3 Spalten pro Zeile; 5 Features pro Knoten) 

 

 
    
Abb. 27: Einzelbild von Video 1, berechnet mit dem über Verfahren K berechneten Klassifikator; Zuordnung der                
Merkmalslisten siehe oben; zwei Kaskadenzeilen für jede Merkmalsmenge 
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9  Übertragbarkeit der Klassifikatoren 
 
In diesem Kapitel werden die Ergebnisse vorgestellt, die bei Experimenten zur Untersuchung 
der Übertragbarkeit der berechneten Klassifikatoren durchgeführt wurden. Dabei wurde 
untersucht, inwieweit die berechneten Klassifikatoren auf andere Personen und andere 
Videos übertragbar sind. Außerdem, ob sich die Blicksteuerung verändert, wenn die 
Testpersonen das Video nicht mehr frei betrachten, sondern mit einem bestimmten Ziel. 
Die Klassifikatoren wurden hier, wenn nicht anders angegeben, immer folgendermaßen 
berechnet: 
 
• Die Testdaten stammen von jeweils einer Testperson beim Betrachten eines der Videos 
• Die dabei ermittelten Fixationspunkte wurden wie in Kapitel 8 beschrieben gefiltert 
• Zu den Testdaten wurden jeweils 3000 negative Trainingspunkte mit Abstandswert 20 
   hinzugefügt 
• Für das Training wurden 70% der Testdaten zufällig gewählt. Mit den restlichen 30%  
   wurden dann die Analysen durchgeführt.  
• Als Kaskadenstruktur wurden 3 Zeilen mit 3 Spalten und 5 Features pro Knoten gewählt 
• Die Klassifikatoren wurde mit Verfahren K berechnet. Dabei wurden die Mengen der  
   Rechteck-Merkmale wie in Kapitel 8 beschrieben den Kaskadenzeilen zugeordnet 
• Die true positive Raten beziehen sich auf den 1 % Bereich 
 
Die für das Training und die Analyse verwendeten Fixationspunkte und die negativen 
Trainingsdaten werden zufallsbestimmt gewählt. Rechnungen haben eine maximale 
Schwankung von 0,05 bei der  true positive Rate ergeben, wenn mit verschiedenen 
Testdaten auf der gleichen Datenbasis mit gleicher Parametereinstellungen gerechnet 
wurde. Als Genauigkeit der true positive Raten wird daher dieser Wert angenommen. 
 
Roter Kreis 
 
Zum Test der in interests programmierten Algorithmen wurde ein einfaches Testbeispiel 
verwendet. Der damit berechnete Klassifikator soll als Vergleich verwendet werden, um die 
Leistungsfähigkeit der berechneten Klassifikatoren beurteilen zu können. Dieser Klassifikator 
ist äußerst einfach und dessen Leistungen definieren das Minimum, das es zu erreichen gilt. 
Der Klassifikator wurde folgendermaßen erstellt: 
  
Im Testvideo bewegt sich ein roter Kreis auf einem hellen Hintergrund (genauer die 
Videokamera bewegt sich). Bei der Ermittelung der Fixationspunkte mit Hilfe des 
Eyetrackers, hatte die Testperson die Aufgabe den roten Kreis mit dem Blick zu folgen. 
 
Zur Berechnung des Klassifikators wurden die folgenden Merkmalslisten verwendet: 
 

Rechteck-
Merkmal Typ, 

Integraltyp 

Variations-
gebiet 

[Pixel x Pixel] 

Variationstiefe 
Zeit 

[Frame] 

Skalierung 
Bildraum 

Skalierung Zeit Anzahl 
Rechteck-
Merkmale 

1, hell/dunkel  4 x 4 - 5 - 40 
2, hell/dunkel  4 x 4 - 5 - 40 
3, hell/dunkel  4 x 4 - 5 - 16 
4, hell/dunkel  4 x 4 - 5 - 16 
9, hell/dunkel 3 x 3 3 5 3 108 

 
1000 negative Trainingspunkte mit Abstandswert 40. Die Kaskade wurde mit Verfahren K 
berechnet. Die Vorgaben waren 2 Zeilen mit je 3 Spalten und 5 Features pro Knoten. Für die 
true positive Rate ergab sich der Wert 0,78. 
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Abb. 28: Klassifizierungsergebnis von "Roter-Kreis-Klassifikator"; 1% Bereich 
 
Übertragbarkeit auf verschiedene Personen 
 
Um zu untersuchen, ob die Klassifikatoren, die mit den Testdaten unterschiedlicher 
Testpersonen trainiert wurden, ähnlich sind, wurden die in folgender Tabelle aufgeführten 
Vergleichsanalysen durchgeführt.  
 
Klassifikatoren K_1, K_2, K_3:  
 Testdaten von Testperson 1, 2, 3 
 Video 1 (Fußgänger + Autos) 
 Keine Vorgaben für die Betrachtung des Videos 
Klassifikator K_RK: Klassifikator des roten Kreises 
Klassifikator K_123: 
 Beim Trainieren wurden die Testdaten  aller drei Testpersonen verwendet 
 Video 1 (Fußgänger + Autos) 
 Keine Vorgaben für die Betrachtung des Videos 
 
Datensätze DS_1, DS_2, DS_3, DS_123: Testdaten der Testpersonen 1, 2, 3, die nicht für 
das Training verwendet wurden. 
 

 K_1 K_2 K_3 K_123 K_RK 

  DS_1 0,48 0,5 0,44 0,44 0,36 

  DS_2 0,45 0,5 0,45 0,4 0,45 

  DS_3 0,58 0,59 0,63 0,56 0,51 

  DS_123 0,53 0,53 0,5 0,49 0,44 
 
Die höheren true positive Raten bei Testdatensatz DS_3 beruhen vermutlich darauf, dass für 
die Festlegung der Rechteck-Merkmal Typen und der Kaskadenstruktur, die 
Rechenergebnisse verwendet wurden, die mit diesem Datensatz durchgeführt wurde. 
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Die Unterschiede bei der true positive Rate der Klassifikatoren der drei Testpersonen, lagen 
im Bereich der Genauigkeit der true positive Raten. Die Qualität der Klassifikatoren hängt 
also nicht wesentlich von der Testperson ab, und es scheint so, dass die Klassifikatoren auf 
andere Personen übertragbar sind. 
 
Der Klassifikator der mit den Testdaten aller Testpersonen trainiert wurde zeigt etwas 
schlechtere Ergebnisse. Da der Testdatensatz größer als bei den anderen Rechnungen war 
wird vermutlich eine etwas aufwändigere Kaskade benötigt. Es scheint keinen Vorteil zu 
bringen Testdaten von mehreren Testpersonen für die Berechnung des Klassifikators zu 
verwenden. 
 
Da die Ergebnisse mit dem Roten-Kreis-Klassifikator nich viel schlechter ausfallen, ist zu 
vermuten, dass die Klassifikatoren bei diesen Experimenten im wesentlichen auf 
Bildänderungen und starke Kontraste ansprechen. 
 
Abhängigkeit von Video und Beobachtungsziel 
 
Um die Abhängikeit vom Videomaterial und Beobachtungsziel zu untersuchen wurden zwei 
Experimente durchgeführt: 
 
1.   Mit Testperson 3 wurden 3 Datensätze mit Fixationspunkte ermittelt.  

1. Datensatz: Video 1 (Fußgänger+Auto) ohne Vorgabe 
2. Datensatz: Video 1 mit der Vorgabe alle vorbeigehende Fußgänger zu zählen 
3. Datensatz: Video 2 (Fußgänger)  mit der Vorgabe alle vorbeigehende Fußgänger zu   
    zählen 
 
Mit diesen Datensätzen wurden dann Klassifikatoren trainiert und die true positive Raten 
berechnet. 

 
 Klassifikator aus 

Datensatz 1 
Klassifikator aus

Datensatz 2 
Klassifikator aus 

Datensatz 3 
K_RK 

Datensatz 1 0,63 0,50 0,20 0,51 

Datensatz 2 0,58 0,62 0,37 0,43 

Datensatz 3 0,24 0,34 0,57 0,47 
 
2.   Mit Testperson 1 wurden 3 Datensätze mit Fixationspunkte ermittelt.  

1. Datensatz: Video 1 (Fußgänger+Auto) ohne Vorgabe 
2. Datensatz: Video 1 mit der Vorgabe alle vorbeifahrende Autos zu zählen 
3. Datensatz: Video 2 (Autos) mit der Vorgabe alle vorbeifahrende Autos zu  zählen 
 
Mit diesen Datensätzen wurden dann Klassifikatoren trainiert und die true positive Raten 
berechnet. 

 
 Klassifikator aus 

Datensatz 1 
Klassifikator aus

Datensatz 2 
Klassifikator aus 

Datensatz 3 
K_RK 

Datensatz 1 0,48 0,36 0,34 0,17 

Datensatz 2 0,32 0,45 0,47 0,4 

Datensatz 3 0,11 0,34 0,41 0,37 
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Die Ergebnisse zeigen, dass sich die true positive Rate deutlich verschlechtert, wenn der 
Klassifikator auf den Datensatz von einem anderen Video oder einem anderen 
Beobachtungsziel angewandt wird, und sich nochmals verschlechter, wenn sich beides 
verändert. 
 
Beim zweiten Experiment kann man erkennen, dass der Unterschied zwischen den 
Klassifikatoren von Datensatz 2 und Datensatz 3 wesentlich kleiner ist, als deren 
Unterschied zum Klassifikator von Datensatz 1, das Beobachtungsziel also einen größeren 
Einfluß hatte als das Videomaterial. Man könnte daraus schließen, dass die Klassifikatoren 
auch objektabhängige Merkmale gelernt haben.  
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10  Fazit 
 
Mit den hier vorgestellten Verfahren lassen sich Aufmerksamkeitsmodelle berechnen, die mit 
wenigen Rechteck-Merkmalen Bereiche in Videos detektieren können, die beim 
menschlichen Beobachter Aufmerksamkeit erregen. Außerdem kann mit diesen 
Aufmerksamkeitsmodellen für Einzelbilder eines Videos ein Maß berechnet werden, das 
angibt, wie stark das Einzelbild die menschliche Aufmerksamkeit erregt. Die Anzahl der 
benötigten Rechteck-Merkmale ist vergleichbar mit der Anzahl die Viola, und Jones in [14] 
für ihre echtzeitfähigen Klassifikatoren einsetzen, und damit ebenfalls echtzeitfähig. 
 
Die Klassifikatoren, die bei den hier berechneten Aufmerksamkeitsmodellen arbeiten, 
detektieren im Wesentlichen Bewegung und Segmentgrenzen. Sie haben also eine ähnliche 
Wirkungsweise wie die Bewegungsdetektor, die J. Davis und A. Morison in [2] zur Erkennung 
von aufmerksamkeitsrelevanten Bereichen in Videos einsetzen. Allerdings haben sie nicht 
deren Nachteil, dass die relevanten Bewegungsmuster explizit definiert werden müssen. 
Diese werden hier automatisch über die Eytrackerdaten erlernt. 
 
Die Hoffnung, mit den hier berechneten Klassifikatoren schon konkrete Objekte detektieren 
zu können hat sich nicht erfüllt. Lediglich im zweiten Experiment von Kapitel 9 deuten sich 
leichte Hinweise in diese Richtung an. Will man mit den hier besprochenen Verfahren 
Klassifikatoren berechnen, die konkrete Objekte klassifizieren können, wird man komplexere 
Rechteck-Merkmal Typen und größere Mengen an Rechteck-Merkmale einsetzen müssen. 
Vorallem wird man die Klassifizierungsergebnisse nachbearbeiten müssen, z.B. dass man 
Häufungen von potentiellen Fixationspunkte in Zeit und Raum erkennt und klassifiziert. 
Hoffnung hiermit weiter zu kommen zeigt die Sichtung der Klassifizierungsergebnissen im 
Video oder in den Einzelbildern. Wird z.B. der Klassifikator, der mit den Testdaten "Video 1 
(Zebrastreifen); Fußgänger zählen" trainiert wurde, auf das Video 2 (Fußgängerzone) 
angewandt, so sieht man, dass da durchaus Personen detektiert werden, auch sich nicht 
bewegende. Die relativ schlechten true positive Rate im 1% Bereich sind vermutlich auf ein 
Strategiewechsel der Testperson bei der Wahrnehmung im neuen Kontext zurückzuführen. 
 

 
 
Abb. 29: Klassifikator "Video 1 (Zebrastreifen); Fußgänger zählen" angewandt auf Video 2 (Fußgängerzone); die 
rot/grün merkierten Punkte sind Fixationspunkte 1 Sekunde vor bis 1 Sekunde nach dem aktuellen Frame von der 
Testmenge "Video 2 (Fußgängerzone); Fußgänger zählen"; die Person rechts mit blauem Hemd und die Person 
ganz links im Bild bewegen sich in diesem Zeitraum nicht. 
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